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INTRODUCTION GENERALE 
Les métaheuristiques forment un ensemble de méthodes utilisées en recherche opérationnelle pour résoudre des problèmes d’optimisation réputés difficiles. Résoudre un problème d’optimisation combinatoire, c’est trouver l’optimum d’une fonction, parmi un nombre fini de choix, souvent très grand. Les applications concrètes sont nombreuses, que ce soit dans le domaine de la production industrielle, des transports ou de l’économie – partout où se fait sentir le besoin de minimiser des fonctions numériques, dans de systèmes où interviennent simultanément un grand nombre de paramètre à ces problèmes de minimisation, les métaheuristiques permettent, dans des temps de calcul raisonnables, de trouver des solutions, peut-être pas toujours optimales, en tout cas très proches de l’optimum ; elles se distinguent en cela des méthodes dites exactes, qui garantissent certes la résolution d’un problème, mais au prix de temps de calcul prohibitifs pour nombres d’applications industrielles [AJer 05 ].


Les métaheuristiques étant généralement stochastiques, les tests doivent en principe être répétés un grand nombre de fois, puis exploités via des méthodes statistiques. Cependant, cette pratique reste relativement peu répandue dans la littérature spécialisée.


Le choix d'une méthode efficace pour comparer des algorithmes d'optimisation dynamique est quelque peu difficile. En effet, le domaine ne dispose actuellement pas d'un jeu de fonctions de test complet et exhaustif, pouvant être employé pour comparer les performances des méthodes. [CoGa 11].

          les méthodes combinatoires ou discrètes regroupant les méthodes exactes comme la méthode du simplex . Néanmoins, lorsqu'on veut résoudre un problème complexe. ces méthodes prennent un temps de calcul qui croit exponentiellement avec la taille des instances du problème. Ceci conduit souvent à une explosion combinatoire. Pour éviter ce type de problème, on fait appel aux méthodes approchées qui ne cherchent pas forcément l'optimum absolu mais donnent une solution très -proche de l'optimum absolu montrant l'inexistence d'une solution sensiblement meilleure et largement acceptée.

I.1. Introduction :

Dans la vie courante, nous sommes souvent, confrontés à des problèmes qui peuvent être décrits sous forme d'un problème d'optimisation, comme le fait de minimiser les coûts de production. L'optimisation combinatoire permet de minimiser ou maximiser des fonctions dans des systèmes dans lesquels peut intervenir un grand nombre de paramètres. Cependant, pour les problèmes dits difficiles, on ne connaît pas d'algorithmes exacts rapides permettant de les résoudre. Même pour les autres. dits à variables continues il n'existe pas. non plus, d'algorithmes permettant de repérer un optimum global à. coup sûr et en un nombre fini de calculs. En optimisation. s'il est facile ou résolu par l'application des méthodes classiques. Par contre, dans le cas d'existence de discontinuité. De fonction non dérivable et de présence de bruits. on parle de problèmes d'optimisation difficiles. Ces derniers sont de deux types, à savoir, les problèmes combinatoires (ou problèmes discrets). Dans le cas de méthodes linéaires à variables continues, il s'agit d'une optimisation difficile continue. 

 les méthodes combinatoires ou discrètes regroupant les méthodes exactes comme la méthode du simplex . Néanmoins, lorsqu'on veut résoudre un problème complexe. ces méthodes prennent un temps de calcul qui croit exponentiellement avec la taille des instances du problème. Ceci conduit souvent à une explosion combinatoire. Pour éviter ce type de problème, on fait appel aux méthodes approchées qui ne cherchent pas forcément l'optimum absolu mais donnent une solution très -proche de l'optimum absolu montrant l'inexistence d'une solution sensiblement meilleure et largement acceptée. [AJer 05]
I.2. LES METAHEURISTIQUES :

 Apparues dans les années 1980. les métaheuristiques forment un ensemble d'algorithmes permettant de trouver la solution la plus rapide et la plus efficace pour une large garnie de problèmes d'optimisation difficile et pour lesquels on ne connaît pas de méthode classique plus efficace. Les métaheuristiques fonctionnent selon un comportement itératif c'est-à-dire que le même schéma se reproduit un certain nombre de fois au cours de l'optimisation, généralement, elles s'articulent autour des trois notions suivantes :

· La diversification (exploration)

· l'intensification (exploitation'.

· la mémorisation (apprentissage)

La diversification ou exploration désigne le processus qui dirige la procédure pour récolter de l'information sur le problème â optimiser. La stratégie de diversification la plus simple consiste â redémarrer périodiquement le processus de recherche â partir d'une solution générée aléatoirement ou choisie judicieusement dans une région non 
encore visitée de l'ensemble des solutions admissibles. Pour sa part, l'intensification ou exploitation utilise l'information déjà_ récoltée pour explorer, en détail, les zones jugées prometteuses dans l'espace de recherche. Sa mise en œuvre réside. Le plus souvent. dans l'élargissement temporaire du voisinage de la solution courante. Quand â la mémorisation, elle est le support de l'apprentissage qui permet à l'algorithme de ne tenir compte que des zones où optimum global est sceptible de se trouver. évitant ainsi, les optima locaux qui sont de bonnes solutions, mais qui ne sont pas les meilleures des solutions possibles. Ainsi, en alternant l'intensification, la diversification et la mémorisation

          le fonctionnement des métaheuristiques est progressif et itératif. L'étape  initiale est souvent choisie de façon aléatoire et l'étape d'arrêt est souvent fixée t l'aide d'un critère d'arrêt. Toutes les métaheuristiques s'appuient sur l'équilibre entre l'intensification et la diversification de la recherche. Sinon, on assistera t une convergence trop rapide vers des minima locaux par manque de diversification ou â une exploration trop longue par manque d'intensification.

Le fonctionnement des métaheuristiques est généralement inspiré à partir de systèmes physiques comme le recuit simulé, de systèmes biologiques comme les algorithmes évoluticranaires. de systèmes ethnologiques comme les algorithmes de colonies de fourmis ou de l'optimisation par essaims particulaires etc.[Youd 09]
I.3. L’algorithme génétique
L’algorithme génétique (AG) est un algorithme de recherche basé sur les mécanismes de la sélection  naturelle et de la génétique. Il combine une stratégie de survie des plus forts avec un échange d’information aléatoire mais structuré. Pour un problème pour lequel une solution est inconnue, un ensemble de solutions possibles est créé aléatoirement. On appelle cet ensemble la population. Les caractéristiques (ou variables à déterminer) sont alors utilisées dans des séquences de gènes qui seront combinées avec d’autres gènes pour former des chromosomes et par la suite des individus. Chaque solution est associée à un individu, et cet individu est évalué et classifié selon sa ressemblance avec la meilleure, mais encore inconnue, solution au problème. Il peut être démontré qu’en utilisant un processus de sélection naturelle inspiré de Darwin, cette méthode convergera graduellement à une solution [AJer 05].

Un algorithme génétique générique a la forme suivante [Pher 96]:
1) Initialiser la population initiale P.

2) Evaluer P.

3) Tant Que (Pas Convergence) faire :


a) P ' = Sélection des Parents dans P


b) P ' = Appliquer Opérateur de Croisement sur P '


c) P ' = Appliquer Opérateur de Mutation sur P '


d) P = Remplacer les Anciens de P par leurs Descendants de P '


e) Evaluer P

Fin Tant Que 
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Fig.I.1: les cinq niveaux d'organisation d'un algorithme génétique
I.3.1. Principes généraux :

Les algorithmes génétiques sont des algorithmes d’optimisation s’appuyant sur des techniques dérivées de la génétique et de l’évolution naturelle. Croisements, mutations, s´élection, etc. Les algorithmes génétiques ont déjà une histoire relativement ancienne puisque les premiers travaux de John Holland sur les systèmes adaptatifs remontent à 1962. L’ouvrage de David Goldberg a largement contribué à les vulgariser. [DaGo 09]
Un algorithme génétique recherche le ou les extrema d’une fonction définie sur un espace de données.Pour l’utiliser, on doit disposer des cinq éléments suivants [CoGa 11]:

· Un principe de codage de l’élément de population : Cette étape associe à chacun des points de l’espace d’état une structure de donnée. Elle se place généralement après une phase de modélisation Mathématique du problème traité. La qualité du codage des données conditionne le succès des AG. Les codages binaires ont été très utilisés à l’origine. Les codages réels sont désormais largement utilisés, notamment dans les domaines applicatifs pour l’optimisation de problèmes à variables réelles.

· Un mécanisme de génération de la population initiale. Ce mécanisme doit être capable de produire une population d’individus non homogène qui servira de base pour les générations futures. Le choix de la population initiale est important car il peut rendre plus ou moins rapide la convergence vers l’optimum global. Dans le cas où l’on ne connaît rien du problème à résoudre, il est essentiel que la population initiale soit répartie sur tout le domaine de recherche.

· Des opérateurs permettant de diversifier la population au cours des générations et d’explorer l’espace d’état : L’opérateur de croisement recompose les gènes d’individus existant dans la population, l’opérateur de mutation a pour but de garantir l’exploration de l’espace d’états.

· Des paramètres de dimensionnement : la taille de la population, nombre total de générations ou critère d’arrêt, probabilités d’application des opérateurs de croisement et de mutation. 

I.3.2. Avantages et inconvénients

D’abord, les algorithmes génétiques sont coûteux en temps de calcul, puisqu’ils manipulent plusieurs solutions simultanément [DaGo 09]. C’est le calcul de la fonction de performance qui est le plus pénalisant, et on optimise généralement l’algorithme de façon à éviter d’évaluer trop souvent cette fonction.

Ensuite, l’ajustement d’un algorithme génétique est délicat. L’un des problèmes les plus caractéristiques est celui de la dérive génétique, qui fait qu’un bon individu se met, en l’espace de quelques générations, à envahir toute la population. On parle dans ce cas de convergence prématurée, qui revient à lancer une recherche locale autour d’un minimum qui n’est pas forcément l’optimum attendu. Les méthodes de sélection proportionnelle peuvent en particulier favoriser ce genre de dérive. 

Un autre problème surgit lorsque les différents individus se mettent à avoir des performances similaires : les bons éléments ne sont alors plus sélectionnés, et l’algorithme ne progresse plus.

Le choix d’une représentation « intelligente » pour permettre un remplacement générationnel efficace est un autre aspect de la question, et l’efficacité d’un algorithme génétique dépend beaucoup de la façon dont on opère le croisement des individus. 
Le grand avantage des algorithmes génétiques [DaGo 09] est qu’ils parviennent à trouver de bonnes solutions sur des problèmes très complexes, et trop éloignés des problèmes combinatoires classiques pour qu’on puisse tirer profit de certaines propriétés connues. Ils doivent simplement déterminer entre deux solutions quelle est la meilleure, afin d’opérer leurs sélections. On les emploie dans les domaines où un grand nombre de paramètres entrent en jeu, et où l’on a besoin d’obtenir de bonnes solutions en quelques itérations seulement – dans les systèmes de régulation de transport en temps réel par exemple.

Par ailleurs, les algorithmes génétiques se prêtent bien, du fait de leur traitement simultané de solutions, à la recherche d’optimum multiples : en créant une fonction de coût partagée, dont la valeur dépend partiellement de la distance entre les individus, on voit se former graduellement des sous-populations d’individus, qui se stabilisent autour des différents pics de la fonction objectif. C’est la technique du nichage par la méthode du partage. 

I.4. Les algorithmes de colonies de fourmi :

Comme les algorithmes génétiques, les algorithmes de colonies de fourmi font évoluer une population d’ « agents », selon un modèle stochastique [DaGo 09]. Cet algorithme est encore inspiré de la nature et de son organisation, et a été mis au point par Doringo au début des années 90. Son principe repose sur le comportement particulier des fourmis qui, lorsqu’elles quittent leur fourmilière pour explorer leur environnement à la recherche de nourriture, finissent par élaborer des chemins qui s’avèrent fréquemment être les plus courts pour aller de la fourmilière à une source de nourriture intéressante. Chaque fourmi laisse en effet derrière elle une traînée de phéromone à l’attention de ses congénères ; les fourmis choisissant avec une plus grande probabilité les chemins contenant les plus fortes concentrations de phéromones, il se forme ainsi ces « autoroutes » à fourmis, qui sillonnent le paysage. Ce mode de communication particulier, qui fait intervenir des modifications dans l’environnement, est appelé stigmergie. [Rpen 13]
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Fig.I.2 : recueil de ressources par des fourmis

I.4.1. Principe de l’algorithme :

Le premier algorithme conçu selon ce modèle était destiné à résoudre le problème du voyageur de commerce, et c’est sous cette forme que nous le présentons dans les lignes suivantes. [Rpen 13]

Le principe consiste à « lancer » des fourmis, et à les laisser élaborer pas à pas la solution, en allant d’une ville à l’autre. C’est donc un algorithme qui repose sur la construction progressive de solutions, qui inclue également une phase de construction. Afin de ne pas revenir sur ses pas, une fourmi tient à jour une liste Tabou, qui contient la liste des villes déjà visitées [DaGo 09].

Soit A un ensemble de k fourmis :

Répeter :

Pour i=1 à k faire



ConstruireTrajet(i)


Fin Pour


MettreàJourPheromones()

Jusqu’à ce que le critère de terminaison soit satisfait.

Dans la procédure ConstruireTrajet(i), chaque fourmi se construit une route en choisissant les villes selon une règle de transition aléatoire très particulière :

Si 
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Où :
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désigne le taux de phéromone sur la route ij à l’itération t
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Désigne l’inverse de la distance séparant les villes i et j.

α et β sont deux paramètres contrôlant respectivement l’influence du taux de phéromone sur le trajet ij, et l’influence de la distance sur le trajet ij
En d’autres termes, plus il y a de phéromone sur le trajet reliant deux villes, plus la probabilité est grande que la fourmi emprunte ce trajet. Mais ceci est contrebalancé par la longueur du trajet. α et β permettent de régler l’effet de ces paramètres.

Lorsque toutes les fourmis ont construit une solution, la procédure MettreàJourPheromones () modifie les taux de phéromone τ sur les routes en fonction des trajets effectivement empruntés par les fourmis, selon la formule :


[image: image10.wmf])

(

)

(

t

L

Q

t

k

k

ij

=

D

t

 si le trajet (i,j) est dans la tournée de la fourmi k
Q est une constante, et 
[image: image11.wmf])

(

t

L

k

est la longueur totale de la tournée de la fourmi k. On constate donc que plus la route suivie par la fourmi a été courte, plus grande est donc la quantité de phéromone laissée derrière elle.

Pour éviter que des chemins ne se forment trop vite, et ne convergent trop rapidement vers des optima locaux, on introduit le concept d’évaporation des pistes de phéromone, au travers du paramètre ρ (0< ρ ≤1) dans la formule complète de mise à jour suivante :
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, et k le nombre de fourmis.

Il est également possible d’introduire des modifications des taux de phéromone  par un processus démon, indépendamment des itérations des fourmis. Ceci permet de biaiser l’évolution du système, afin d’introduire le résultat de certaines recherches locales, ou pour éviter des convergences prématurées [DaGo 09]. 

I.4.2. domaine d'application:

Applications au problème symétrique et asymétrique de voyageur de commerce.
Applications au problème d’ordonnancement séquentiel.

Applications aux problèmes d’affectation quadratique.

Applications aux problèmes de tournées des véhicules.

Applications aux problèmes d'établissement d’horaires.

Applications aux problèmes de coloration de graphe.

Applications aux problèmes de partitionnement.

Applications aux réseaux de télécommunications.

Implémentations parallèles.[Soul 13]
I.4.3. Avantages :

Bien que conçu au départ pour le problème du voyageur de commerce, l’algorithme de colonies de fourmi offre finalement beaucoup de souplesse, et il a été possible de l’adapter à tous les grands problèmes combinatoires classiques. Par exemple, avec le problème des tournées de véhicules, on utilise deux colonies de fourmi simultanément, chacune gérant ses propres pistes de phéromone : une colonie minimise le nombre de véhicules utilisés, et une autre minimise le coût total des tournées.

Par ailleurs, l’algorithme de colonies de fourmi se parallélise de façon très naturelle, en affectant par exemple un processus différent pour traiter la marche de chaque fourmi, et un autre pour mettre à jour les pistes de phéromones. [DaGo 09]

I.5. Algorithme d’optimisation par colonie d’abeille :

Dans cet algorithme, l’emplacement de la source de nourriture représente la solution possible au problème, et la quantité du nectar de cette source correspond à une valeur objective dite fitness [Mpag 00][Naod 04]. 

Les butineuses sont attribués aux différentes sources de nourriture de façon à maximiser l’apport total de nectar. La colonie doit optimiser l’efficacité globale de la collecte. La répartition des abeilles est donc en fonction de nombreux facteurs tels que la quantité du nectar et la distance entre la source de nourriture et la ruche. Ce problème et similaire à la répartition des serveurs d’hébergement web, qui était en fait un des premiers problèmes résolus en utilisant  les algorithmes d’abeilles par NAKRANI et TOVEY en 2004.

Le nombre des butineuses actives ou inactives représente le nombre de solution dans cette populations. 

Dans la première étape, l’algorithme génère une population initiale de SN solutions distribuées de façon aléatoire. Chaque solution[image: image15.png]x;(i=12,..,5N)



 qui est initialisée par les éclaireuses, et représente un vecteur de solution au problème d’optimisation. Les variables que contient chaque vecteur doivent être optimisées.

Après l’initialisation, la population des solutions est soumise à des cycles répétés               [image: image17.png]


, ces cycles représentent des processus de recherches faits par les butineuses actives, inactives et les éclaireuses. 

Les butineuses actives recherchent dans le voisinage de la source précédente[image: image19.png]


 de nouvelles sources[image: image21.png]


ayant plus de nectar, Elles calculent ensuite leur fitness. Afin de produire une nouvelle source de nourriture à partir de l’ancienne, on utilise l’expression ci-contre :

[image: image22.png]i+ @i (x5 — Xy)




Où [image: image24.png]BN}(BN est le nombes des butineuses actives)et j € {1, 2, ...,SN}



 sont des indices choisis au hasard. Bien que [image: image26.png]


 est déterminé aléatoirement, il doit être différent de[image: image28.png]


. [image: image30.png]ij



est un nombre aléatoire appartenant à l’intervalle [-1, 1], il contrôle la production d’une source de nourriture dans le voisinage de[image: image32.png]


.

Après la découverte de chaque nouvelle source de nourriture[image: image34.png]


, un mécanisme de sélection gourmande est adopté, c'est-à-dire que cette source est évaluée par les abeilles artificielles, sa performance est comparée à celle de[image: image36.png]


. Si le nectar de cette source est égale ou meilleur que celui de la source précédente, celle-ci est remplacée par la nouvelle. Dans le cas contraire l’ancienne est conservée.

Pour un problème de minimisation, La fitness est calculée suivant cette formule :

[image: image37.png]% sifi@)=0
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Tel que [image: image39.png]filx,)



est la valeur de la fonction objectif de la solution[image: image41.png]


.

A ce stade, les butineuses inactives et les éclaireuses sont entrain d’attendre au sein de la ruche. A la fin du processus de recherche, les butineuses actives partagent les informations sur le nectar des sources de nourriture ainsi que leurs localisations avec les autre abeilles via la danse frétillante. Ces dernières évaluent ces informations tirées de toutes les butineuses actives, et choisissent les sources de nourriture en fonction de la valeur de probabilité[image: image43.png]


  associée a cette source, et calculée par la formule suivante : [image: image45.png]ALY
I3 fitn

P;




Où [image: image47.png]fit;



 est la fitness de la solution[image: image49.png]


, qui est proportionnelle à la quantité du nectar de la source de nourriture de la position[image: image51.png]


.

La source de nourriture dont le nectar est abandonné par les abeilles, les éclaireuses la remplacent par une nouvelle source. Si durant un nombre de cycle prédéterminé appelé « limite » une position ne peut être améliorée, alors cette source de nourriture est supposée être abandonnée.

Toutes ces étapes sont résumées dans l’algorithme suivant [Mpag 00] :

Entrée : S, W, O (S : nombre de butineuse éclaireuse, W : nombre de butineuse active et O : nombre de butineuse inactive)

Sortie : la meilleure solution

1. Initialiser la population avec S+W solutions aléatoires 

2. Evaluer la fitness de la population

3. Tant que le critère d’arrêt n’est pas satisfait faire 


     Recruter O butineuses inactives et attribuer


Chacune à un membre de la population 


     Pour chaque butineuse inactive affectée à un membren de la population faire



Effectuer une itération de l’algorithme de recherche de nouvelle source


Fin pour


Evaluer la fitness de la population


Si un membre de la population ne s’est pas amélioré au cours des itérations faire



Sauver la solution et remplacer la par une solution aléatoire


Trouver S solutions aléatoires et remplacer les Smembres de la population qui 
ont la mauvaise fitness


Fin Tant que

4. Retourner la meilleure solution

I.5.1. les domaines d’application :
· La résolution du problème du voyageur de commerce qui a donné de très bons résultats.

· L’apprentissage des réseaux de neurones tels que MLP (Multi Layer Perceptron), RBF (Radial Basis Function). 

· Conception électroniques et mécanique.

· Optimisation de filtre digital.

· Clustering de données.

· Contrôle de robot.

· L’ordonnancement de tâches.

· La prédiction de structure de protéine. 

La majorité des problèmes qui ont étaient résolus par cette méthode, ont donné de très bons résultats concernant la valeur de la fonction objective, et le temps d’exécution qui a été acceptable [Naod 04]. 

I.5.2. Principe :
L’emplacement de la source de nourriture représente solution possible au problème, et la quantité du nectar de cette source correspond à la fitness. Les butineuses sont attribués aux différentes sources de nourriture de façon à maximiser l’apport total de nectar. La colonie doit optimiser l’efficacité globale de la collecte. La répartition des abeilles est en fonction de la quantité du nectar et la distance entre la source de nourriture et la ruche [Naod 04].

I.5.3. Avantage et inconvénients :

Parmi les avantages et les inconvénients de la méthode de colonies d’abeilles, on peut citer [Naod04] :

· Très efficace dans la recherche  des solutions optimales.

· Surmonte le problème de l’optimum local.

· Facile à implémenter.

· L’utilisation de plusieurs paramètres réglables.

· Sensible à des problèmes extrêmement difficiles.

                           [image: image52.png]



Fig.I.3 : La danse en rond qu’effectue l’abeille en fonction de la direction de la source de nourriture

I.6. La recherche tabou :
La recherche Tabou (RT) est une métaheuristique utilisée pour la résolution des problèmes d’optimisation, destinée principalement à guider d’autres méthodes afin de trouver de meilleures solutions à partir d’une solution initiale obtenue par l’une des heuristiques       [Pref 12]. Bien que son origine remonte à 1977, la recherche Tabou n’est proposée qu’au milieu des années 80 par Fred Glover.

I.6.1. Domaines d’application :

· Problèmes de transport.

· Planification et ordonnancement.

· Optimisation de graphes.

· Télécommunications.

· Logique et intelligence artificielle [Pref 12].

I.6.2. Principe de la Recherche Tabou : 

· L’utilisation de structures de mémoires flexibles (court, moyen, long terme) permettant l’exploration complète du critère d’évaluation et aussi de l’historique de la recherche.

· Un mécanisme de contrôle basé sur l’alternance entre les conditions qui restreignent (restriction Tabou) et qui libèrent (critère d’aspiration) le processus de recherche.

· L’incorporation des stratégies dites d’intensification et de diversification de la recherche [Pref 12]:

· La stratégie d’intensification utilisant la mémoire à moyen terme, sert à renforcer la recherche dans la région des meilleures solutions trouvées récemment.

· La stratégie de diversification utilisant la mémoire à long terme,  sert à guider la recherche dans de nouvelles régions. 

I.6.3. Algorithme général de la recherche tabou :

1-Initialisation.

2-Créer une liste des mouvements candidats.

3-Choisir le meilleur candidat. Ce choix est basé sur les restrictions Tabou et le critère d’aspiration.

· -On obtient ainsi une autre solution, mais qui ne sera enregistrer que si elle est meilleur que la solution précédente.

4-Appliquer le critère d’arrêt.

· -Continue: changer les candidats d’admissibilité (restriction Tabou et critère d’aspiration). Aller à 2.

· -Stop: passer aux stratégies d’intensification et diversification.
I.6.4. Avantages et inconvénients :

Parmi les avantages et les inconvénients de la Recherche Tabou, on peut citer [Pref 12] :
· Offre des économies de temps de résolution pour des programmes de grosse taille.

· Très bons résultats sur certains types de problèmes.

· Algorithmes faciles à mettre en œuvre. 

· Paramètres peu intuitifs.

· Demande en ressources importantes si la liste des tabous est trop imposante.

· Aucune démonstration de la convergence. 

I.7. La méthode du recuit simulé :

Le recuit simulé est souvent présenté comme la plus ancienne des métaheuristiques, en tout cas, la première à mettre spécifiquement en œuvre une stratégie d’évitement des minima locaux. Elle s’inspire d’une procédure utilisée depuis longtempspar les métallurgistes qui, pour obtenir un alliage sans défaut, chauffent d'abord à blanc leur morceau de métal, avant de laisser l'alliage se refroidir très lentement (technique du recuit). Pour simuler cette évolution d’un système physique vers son équilibre thermodynamique à une température T, la méthode du recuit simulé exploite l'algorithme de Métropolies [DaGo 09].

Dans l'algorithme de Métropolies, on part d'une configuration donnée, et on fait subir au système une modification élémentaire. Si cette perturbation a pour effet de diminuer la fonction objectif (ou énergie) du système, elle est acceptée. Sinon, elle est acceptée avec la probabilité expo (ΔE/T). En appliquant itérativement cette règle, on engendre une séquence de configurations qui tendent vers l'équilibre thermodynamique.

I.7.1. Algorithme général :

On peut systématiser l’algorithme avec le pseudo-code suivant [DaGo 09] :

Procédure recuit simulé (solution initiale s)

Poser T ← T0

Répéter :


Choisir aléatoirement s’etN(s)

Générer un nombre réel aléatoire r dans [0,1]

Si 
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Mettre à jour T


Jusqu’à ce que le critère de terminaison soit satisfait             Fin


Voici l’interprétation de son fonctionnement :

Si f (s’) <f(s) alors 
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>1, donc r est toujours inférieur à cette valeur, et on accepte la solution s’ (une meilleure solution est donc toujours acceptée, ce qui paraît logique).                                                                                                          Si f(s’)>f(s) et T est très grand, alors 
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  1, et on il y a de fortes chances d’accepter s’ (bien que la solution s’ soit plus « mauvaise » que s !)

Si f(s’)>f(s) et T est très petit, alors 
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Dans un premier temps, T étant généralement choisi très grand, beaucoup de solutions, même celles dégradant la valeur de f, sont acceptées, et l'algorithme équivaut à une visite aléatoire de l'espace des configurations. Mais à mesure que la température baisse, la plupart des mouvements augmentant l'énergie sont refusés, et l'algorithme se ramène à une amélioration itérative classique. A température intermédiaire, l'algorithme autorise de temps en temps des transformations qui dégradent la fonction objective. Il laisse ainsi une chance au système de s'extraire d'un minimum local.

Cet algorithme est parfois amélioré en ajoutant une variable qui mémorise la meilleure valeur rencontrée jusqu’à présent (sans cela, l’algorithme pourrait converger vers une certaine solution s, alors qu’on avait visité auparavant une solution s’ de valeur inférieure à f(s) !) 

I.7.2. Paramétrage :

Le choix de la fonction de température est déterminant. Tout d’abord, le choix de la température initiale : il dépend de la qualité de la configuration de départ. Si cette configuration est choisie aléatoirement, il faut une température relativement élevée. Si au contraire, la solution de départ est déjà assez bonne, parce qu’elle a été choisie par un expert du problème considéré par exemple, une température initiale assez basse sera suffisante.       On fait souvent suivre à T une loi géométrique décroissante : 
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, avec α = 0.9 par exemple T peut décroître linéairement, à chaque itération, mais on peut aussi envisager une décroissance par paliers, c'est-à-dire en gardant T constant, tant qu’un certain nombre de conditions n’ont pas été remplies, de façon à atteindre l’équilibre thermodynamique.

Une fois cet équilibre atteint, on abaisse légèrement la température et on recommence une nouvelle chaîne de calculs à ce nouveau palier. Dans la pratique, le processus est stoppé lorsque le système s’est figé, c'est à dire lorsque la température a atteint la valeur nulle ou bien lorsque plus aucun mouvement accroissant l'énergie n'a été accepté au cours du palier : par exemple, lorsque trois paliers successifs de température ont été descendu sans qu’aucune solution nouvelle n’ait pu être trouvée [DaGo 09].

Le choix de 
[image: image58.wmf]0
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 pourra se faire expérimentalement, préalablement au processus d’optimisation proprement dit. En calculant l’évolution du système pendant un temps très limité, on peut acquérir une connaissance sommaire de l’espace des configurations, à partir de laquelle on détermine 
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: en maintenant T à 0, on estime la moyenne des variations d’énergie Δ=f(s’)-f(s), et on pose 
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I.7.3. Variante :

Dans l’algorithme d’acceptation avec seuil (thresholdalgorithm), le critère de Métropolis est écarté, et la décision d’accepter des solutions plus mauvaises que la solution courante est prise de façon déterministe : à chaque itération k, s’ est accepté si r(s',s) <
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La fonction r(s',s) et le seuil Tk peuvent être définis de plusieurs manières. Dans le cas le plus simple, on peut poser r(s',s) = f(s') - f(s)

Ainsi, quand Tk est grand, la plupart des solutions sont acceptées, mais à mesure que T tend vers 0, f(s’)-f(s) doit être de plus en plus petit pour qu’une plus mauvaise solution puisse être élue, et l'algorithme finit par réaliser une recherche de descente aléatoire.

La difficulté essentielle de cette approche se situe au niveau de la détermination des seuils pour une application donnée. On remarque que certains problèmes résolus efficacement par l’algorithme du recuit continuent à l’être avec l’acceptation avec seuil [DaGo 09]. 

I.7.4. Avantages et inconvénients :

Le recuit simulé présente l’avantage d’offrir des solutions de bonne qualité, tout en restant simple à programmer et à paramétrer. Il offre autant de souplesse d’emploi que l’algorithme de recherche local classique [DaGo 09]: on peut inclure facilement des contraintes dans le corps du programme.

Il a été démontré que, sous certaines conditions de décroissance de la température, l’algorithme du recuit simulé converge en probabilité vers un optimum global lorsque le nombre d’itérations tend vers l’infini.

L’un des inconvénients du recuit simulé est qu’une fois l'algorithme piégé à basse température dans un minimum local, il lui est impossible de s'en sortir tout seul. 

Plusieurs solutions ont été proposées pour tenter de résoudre ce problème, par exemple en acceptant une brusque remontée de la température, de temps en temps, pour relancer la recherche sur d’autres régions plus éloignées. Il est également possible d’empêcher la température de descendre trop bas : on lui donne une valeur minimale au-delà de laquelle on ne change plus de palier de température. Mais si cette valeur est trop grande, l'algorithme passera son temps à augmenter et diminuer son énergie car il acceptera trop de perturbations dégradantes et il n'arrivera pas à explorer à fond une vallée.

Ainsi, il est fort possible que l’algorithme arrive à "trouver" la vallée dans laquelle se cache un minimum global, mais il aura beaucoup de mal à l'explorer et donc risque de s'en éloigner sans avoir décelé la solution au problème…

C’est là le principal problème du recuit : le paramétrage de la température peut être rebutant et très empirique. On constate également qu’il faut une diminution de la température « suffisamment lente », donc un certain nombre d’itérations, pour voir la solution s’améliorer.

Corrélativement, le temps de calcul devient parfois excessif avec certaines applications, et l’algorithme exige en particulier le calcul d’une exponentielle [DaGo 09].

I.7.5. Domaines d’applications :
L’algorithme du recuit simulé a montré son efficacité sur les problèmes combinatoires classiques, surtout sur les échantillons de grande taille. Par exemple, l’expérience a montré qu’il ne devenait vraiment efficace sur le problème du voyageur de commerce qu’au-delà d’environ 800 villes. Il a été testé avec succès sur le problème du partitionnement de graphe. Des analyses ont montré qu’il était efficace avec certaines catégories de problème où l’ensemble des solutions possèdent certaines propriétés particulières. Ceci expliquerait le succès du recuit simulé dans le domaine du placement des circuits électroniques, où il est très employé [Pher 96].
I.8.Conclusion :
Dans ce chapitre. Nous avons présenté quelques méthodes d'optimisation combinatoires en s'appuyant sur les caractéristiques principales des métaheuristiques. Ces dernières sont très efficaces en optimisation difficile sans avoir besoin de modifier la structure de base de l'algorithme utilisé. Elles sont devenues très populaires grâce à leur simplicité d'emploi dans différents domaines. Il est à noter qu'une bonne performance nécessite souvent une formalisation adéquate du problème posé et une adaptation intelligente d'une métaheuristique.

         Malgré le succès remarquable de leur démarche. Les métaheuristiques présentent des difficultés â lesquelles est confronté l'utilisateur dans le cas d'un problème concret comme le choix d'une méthode efficace pour avoir une solution optimale.
II.1.introduction : 

        La réalisation d'un module de tests constitue le principal objectif

D’optimisation. Pour tester une métaheuristique, une première étape consiste à utiliser des fonctions mathématiques spécialement conçues. Les algorithmes sont évalués sur la base d’un ensemble de fonctions, plus ou moins difficiles, puis comparés entre eux.

II.2. FONCTIONS DE TEST :

II.2.1. Fonction de Goldstein and Price :
Soit la fonction

[image: image62.png]filx) = [1+ (g +x2+ 1)%(19 — 140y + 3x7 — 14x; + 6x1%; + 3x7)] + [30
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Avec :    −5 ≤ xi ≤ 5

Cette fonction possède un minimum global f1(x) = 3 en x = (0, −1)T . [Rody 12][Rorg 12]

[image: image63.emf]
Fig.II.1 : Représentation graphique de  fonction de Goldstein and Price pour d=2.[ Rody 12]

II.2.2. Fonction deschwefel :

Soit la fonction

[image: image64.png]



Avec :      −500 ≤ xi ≤ 500

Cette fonction possède un minimum f2(x) = 0 en x = (0, 0, ..., 0)T . [Rody 12][DeDo 07]

[image: image65.emf]
Fig.II.2 : Représentation graphique de la fonction de schwefel pour d=2. [Rody 12]

II.2.3. Fonction de Cosine mixture :

Soit la fonction
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Avec :       −1 ≤ xi ≤ 1

Cette fonction possède un minimum f3(x) = −0.1 d en x = (0, 0, ...,0)T  Avec d les dimensions du problème[Rody 12]
[image: image67.emf]
Fig.II.3 : Représentation graphique de la fonction de Cosine mixture pour d=2. [Rody 12]

II.2.4. Fonction de Camel :

Soit la fonction

[image: image68.png]1
) = 43 = 2.0+ 35 +xpxy — 4k + 4




Avec :     −10 ≤ xi ≤ 10


Cette fonction possède un minimum f4 = −1.0316285 en x = (±0.089842∓0.712656)T [Rody 12][Rorg 12]

[image: image69.emf]
Fig.II.4 : Représentation graphique de la fonction de Camel pour d=2.[ Rody 12]

II.2.5. Fonction de Rosenbrock :

Soit la fonction

[image: image70.png]fs(x) = 1000z + x3)% + (1 — x4)°




Avec :           −30 ≤ xi ≤ 30

Cette fonction possède un minimum f5(x) = 0 en x = (1, 1, ..., 1)T . [DeDo 07][Rorg 12]
[Nlab 01].
 La difficulté pour la recherche de ce point est liée au fait qu’il se trouve à l’intersection de deux Vallées de pentes très faibles.

[image: image71.emf]
Fig.II.5 : Représentation graphique de la fonction de rosenbrock pour d=2. [Rody 12] [Psjo13]

II.2.6. Fonction de Shubert :

Soit la fonction 
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Avec :       −10 ≤ xi ≤ 10

Cette fonction possède un minimum global f6 = −186.730909 en x = (−1.42513,−0.80032)T .[ Rody 12]

[image: image73.emf]
Fig.II.6 : Représentation graphique de la fonction de Shubert pour d=2. [Rody 12]

II.2.7. Fonction de Rastrigin :

Soit la fonction

[image: image74.png]f7(2) = 100 + ) [xF ~ 10cos(2mx))





Avec :           −5.12 ≤ xi ≤ 5.12

Cette fonction possède un minimum global f7 = 0 en x = (0, 0)T .[ Rody 12]

[image: image75.emf]
Fig.II.7: Représentation graphique de la fonction de Rastrigin pour d=2.[ Rody 12]
II.2.8. Fonction de Griewank :

Soit la fonction
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Avec :            −600 ≤ xi ≤ 600

Cette fonction possède un minimum global f8 = 0 en x = (0, 0)T .[ Rody 12]

[image: image77.emf]
Fig.II.8 : Représentation graphique de la fonction de Griewank pour d=2. [Rody 12]

II.2.9. Fonction de  sphère :
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Avec :   1<= i =>n      et  -∞ <= xi => +∞ 

Cette fonction possède un minimum global f(x1,…,xn) = f(0,…,0) = 0 [Rorg 12].
[image: image80.emf]
Fig.II.9 : Représentation graphique de la fonction de sphère pour d=2. [Rorg 12]

II.3.Conclusion :
Dans ce chapitre. Nous avons présenté quelques fonction de test Nous avons appris à effectuer un certain nombre de tests. Il en existe d’autres. Tous fonctionnent sur le même principe. 
Les fonctions de test utilisant pour le test et la comparaison ces algorithmes de métaheuristiques pour prendre les solutions optimum.
III.1.Introduction :

Les métaheuristiques ont changé radicalement l’élaboration d’heuristiques : alors que l’on commençait par s’interroger sur les caractéristiques et les particularités du problème à résoudre avant de commencer à programmer une méthode spécifique, les métaheuristiques ont en quelque sorte inversée le processus, la trame de la méthode de résolution étant fournie par la métaphore qui a inspiré les métaheuristiques. Ayant une première heuristique, on cherche ensuite à l’améliorer en observant les faiblesses qu’elle présente pour le problème à résoudre. Il s’agit là d’une conception que l’on peut qualifier de partisane, liée à l’école d’une métaheuristique particulière. Jusque vers le milieu des années 90, une question à laquelle bien des personnes ont cherché à répondre était de savoir si telle ou telle métaheuristique était meilleure ou moins bonne que telle ou telle autre. La réponse n’a bien évidemment jamais été trouvée, pour la simple raison que l’efficacité des méthodes mises au point dépend avant tout des adaptations de la trame de base aux spécificités du problème. [Sner 02]
      Le but de ce projet est d'explorer de manière plus approfondie le thème des algorithmes génétiques et colonie fourmis, en particulier comment varient les résultats en fonction de la valeur donnée aux différents paramètres de l'algorithme et de la fonction d’adaptation.

      On verra que certains paramètres ont une très grande influence sur la qualité du résultat, tandis que d'autres ne semblent pas l'affecter de manière excessive. Comme toute méthode bio - inspirée il sera facile de tracer un parallèle avec les sciences du vivant, et découvrir qu’effectivement même dans la vie réelle ces paramètres ne jouent un rôle que très secondaire dans l'évolution d'une espèce.

     De plus on pourra observer que certaines fonctions d’adaptations parfois présentent des particularités qui peuvent mettre en difficulté l’algorithme génétique et colonie fourmis

III.2. Algorithme génétique 
      Un algorithme génétique va reproduire ce modèle d'évolution dans le but de trouver des solutions pour un problème donné. Il sera fait usage dans ce cours de termes empreintes au monde des biologistes et des généticiens et ceci afin de mieux représenter chacun des concepts abordés : 

Un algorithme génétique va faire évoluer une population dans le but d'en améliorer les individus. Et c'est donc, à chaque génération, un ensemble d'individus qui sera mis en avant et non un individu particulier. Nous obtiendrons donc un ensemble de solutions pour un problème et pas une solution unique. Les solutions trouvées seront généralement différentes, mais seront d'une qualité équivalente. Nous reviendrons sur cette notion de qualité des solutions dans la partie 2 (L'évaluation des individus).

Le déroulement d'un algorithme génétique peut être découpé en cinq parties:[Sobr 12]

[Youd 09]
1. La création de la population initiale.

2. L'évaluation des individus.

3. La création de nouveaux individus.

4. L'insertion des nouveaux individus dans la population.

5. Réitération du processus.

Et on peut détailler le déroulement d »un algorithme génétique dans la figure suivant : 


Po


                           

            Nouvel

            Itération


                                          Insertion dans la population

Fig.III.1 : Le déroulement d'un algorithme génétique.

III.2.1   La création de la population initiale :
      Pour démarrer un algorithme génétique, il faut lui fournir une population à faire évoluer. La manière dont le programmeur va créer chacun des individus de cette population est entièrement libre. Il suffit que tous les individus créés soient de la forme d'une solution potentielle, et il n'est nullement besoin de songer à créer des bons individus. Ils doivent juste rentrer dans le 'moule' du problème posé.  [Soul 13]
Par exemple, si vous cherchez un chemin entre 2 points, les individus créés devront simplement posséder le bon point de départ et le bon point d'arrivée, peu importe par où ils passent. De même si vous cherchez des solutions pour un jeu d'échecs, il suffira que les individus créés possèdent des mouvements autorisés sur de pièces existantes. Même si les individus créés n'ont aucune chance d'être des solutions acceptables pour le problème posé, ils peuvent en avoir la forme. Il n'y a donc aucune objection à les mettre dans la population initiale .[Sner 02][Syquet 04]
Il est tout à fait possible de créer les individus de manière aléatoire. Et cette méthode amène un concept très utile dans les algorithmes génétiques : la diversité. Plus les individus de la population de départ seront différents les uns des autres, plus nous aurons de chance d'y trouver, non pas la solution parfaite, mais de quoi fabriquer les meilleures solutions possibles.
III.2.2   Et le hasard dans tout ça :
      Il est tout à fait possible de créer les individus de manière aléatoire. Et cette méthode amène un concept très utile dans les algorithmes génétiques : la diversité. Plus les individus de la population de départ seront différents les uns des autres, plus nous aurons de chance d'y trouver, non pas la solution parfaite, mais de quoi fabriquer les meilleures solutions possibles. Et pour détailler cett aidé. .[Sobr 12] [ Youd 09]

 III.2.3   La taille de la population à manipuler :
    La taille de la population initiale est également laissée à l'appréciation du programmeur. Il n'est souvent pas nécessaire d'utiliser des populations démesurées. Une taille de 100 ou 150 individus s'avèrera souvent amplement suffisante, tant pour la qualité des solutions trouvées que pour le temps d'exécution de notre algorithme. Evidemment, ce n'est qu'un ordre de grandeur. Ensuite, libre à vous de modifier la taille de la population initiale en fonction du problème à résoudre si les solutions trouvées ne vous conviennent pas. [Syquet 04]
III.2.4   L'évaluation des individus :
     Une fois que la population initiale a été créée, nous allons en sortir les individus les plus prometteurs, ceux qui vont participer à l'amélioration de notre population. Nous allons donc attribuer une 'note' ou un indice de qualité à chacun de nos individus. La méthode d'évaluation des individus est laissée au programmeur en fonction du problème qu'il a à optimiser ou à résoudre.

Cette étape intermédiaire d'évaluation peut même devenir une étape importante du processus d'amélioration de notre population. En effet, les différents individus ne sont pas toujours comparables, il n'est pas toujours possible de dire qu'un individu est meilleur ou moins bon qu'un autre. C'est le cas des problèmes multicritères, lorsqu'une solution dépend de plusieurs paramètres. Vous pourrez toujours dire qu'un nombre est supérieur ou non à un autre, mais vous ne pourrez pas dire si un vecteur est supérieur ou non à un autre. La notion de supériorité pour les vecteurs n'existe pas. Vous pouvez comparer leur norme, mais pas les vecteurs eux-mêmes. [Syquet 04][ Youd 09]
III.2.5   La sélection :
     Comme son nom l'indique, la sélection vise à sélectionner une sous population à partir d'une population parent. La méthode la plus courante est celle initiée par Holland lui-même en 1975 : la "roulette wheel" sélection, qui est une méthode de sélection proportionnelle au niveau de fitness des individus. Le nombre de fois qu'un individu sera sélectionné est égal à son fitness divisé par la moyenne du fitness de la population totale (plus exactement, la partie entière représente le nombre de fois qu'il sera sélectionné, et la partie flottante la probabilité qu'il aura d'être sélectionné à nouveau). [Syquet 04]
Il est tout à fait possible de choisir des individus au hasard et de les mélanger aléatoirement pour créer de nouveaux individus. Nous allons détailler ici quelques-unes de méthodes de sélections souvent utilisées : la roulette, la sélection par rang, la sélection par tournoi et l'élitisme. 

III.2.6   L'élitisme :
   Cette méthode de sélection permet de mettre en avant les meilleurs individus de la population. Ce sont donc les individus les plus prometteurs qui vont participer à l'amélioration de notre population. Cette méthode a l'avantage de permettre une convergence (plus) rapide des solutions, mais au détriment de la diversité des individus. On prend en effet le risque d'écarter des individus de piètre qualité, mais qui aurait pu apporter de quoi créer de très bonnes solutions dans les générations suivantes.

Une autre possibilité relevant aussi du domaine de l'élitisme, pour s'assurer que les meilleurs individus feront effectivement partie de la prochaine génération, est tout simplement de les sauvegarder pour pouvoir les rajouter à coup sûr dans la population suivante (en étape 4 : l'insertion des nouveaux individus dans la population.

Le nombre d'individus que vous allez sélectionner en vue d'un croisement ou d'une mutation est encore une fois laissé à votre appréciation. Pensez juste qu'il n'est pas nécessaire (et pas recommandé non plus) de modifier tous les individus d'une population. [ Sner 02][ Syquet 04]
III.2.7   Les croisements :
      Le croisement a pour but d'enrichir la diversité de la population en manipulant la structure des chromosomes. Classiquement, les croisements sont envisagés avec deux parents et génèrent deux enfants. Initialement, le croisement associé au codage par chaînes de bits est le croisement à découpage de chromosomes (slicing crossover). Pour effectuer ce type de croisement sur des chromosomes constitués de M gènes, on tire aléatoirement une position dans chacun des parents. . [Sner 02][ Sobr 12]On échange ensuite les deux sous-chaînes terminales de chacun des deux chromosomes, ce qui produit deux enfants C1 et C2 (voir figure suivant).
                      [image: image81.png]



                               Fig.III.2 : Slicing crossover « tranchage croisé »

On peut étendre ce principe en découpant le chromosome non pas en 2 sous-chaînes mais en 3, 4, etc., (voir figure suivant).
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                       Fig.III.3 : Slicing crossover à 2 points. « Tranchage croisé à deux points. »

Pour le taux de croisement est en général assez fort et se situe entre 70% et 95% de la population totale.
III.2.8   Les mutations :
           Une autre solution que le croisement pour créer de nouveaux individus est de modifier ceux déjà existants. Une fois de plus, le hasard va nous être d'une grande utilité. Il peut s'avérer efficace de modifier aléatoirement quelques individus de notre population en en modifiant un gène ou un autre. Rien ne nous dit que l'individu muté sera meilleur ou moins bon, mais il apportera des possibilités supplémentaires qui pourraient bien être utiles pour la création de bonnes solutions. De même que pour les croisements, il n'est pas recommandé de faire muter tous les individus. Il est possible de faire muter un individu de la manière qu'il vous plaira. Une seule contrainte : l'individu muté doit être de la forme d'une solution potentielle. . [Sner 02][ Sobr 12]
Généralement, on ne modifie qu'un gène pour passer d'une solution à une autre solution de forme similaire mais qui peut avoir une évaluation totalement différente.

A la différence du croissement le taux de mutation est généralement faible et se situe entre 0.5% et 1% de la population totale. Ce taux faible permet d'éviter une dispersion aléatoire de la population et n'entraine que quelques modifications sur un nombre limité d'individus.

III.2.9   L’insertion des nouveaux individus dans la population :
           Une fois que nous avons créé de nouveaux individus que ce soit par croisements ou par mutations, il nous faut sélectionner ceux qui vont continuer à participer à l'amélioration de notre population. Une fois encore, libre au programmeur de choisir ceux qu'il souhaite conserver. Il est possible de refaire une étape d'évaluation des individus nouvellement créés. De même qu'il est possible de conserver tous les nouveaux individus en plus de notre population.

Il n'est toutefois pas recommandé de ne conserver que les nouveaux individus et d'oublier la population de travail. En effet, rien ne nous dit que les nouveaux individus sont meilleurs que les individus de départ. 

Une méthode relativement efficace consiste à insérer les nouveaux individus dans la population, à trier cette population selon l'évaluation de ses membres, et à ne conserver que les N meilleurs individus.

III.2.10  Comment choisir le nombre N d'individus à conserver :
          Le nombre d'individus N à conserver est à choisir avec soin. En prenant un N trop faible, la prochaine itération de l'algorithme se fera avec une population plus petite et elle deviendra de plus en plus petite au fil des générations, elle pourrait même disparaître. En prenant un N de plus en plus grand, nous prenons le risque de voir exploser le temps de traitement puisque la population de chaque génération sera plus grande. 

Une méthode efficace est de toujours garder la même taille de population d'une génération à l'autre, ainsi il est possible de dérouler l'algorithme sur un grand nombre de générations.

 Et on passe à la génération suivante :
         Une fois la nouvelle population obtenue, vous pouvez recommencer le processus d'amélioration des individus pour obtenir une nouvelle population et ainsi de suite ...

Réitération du processus :
            Le programmeur a l'opportunité d'évaluer les individus de sa population avant et/ou après les phases de création d'individus. En effet, il peut s'avérer pertinent de les évaluer avant de les insérer dans la future population, de même qu'il peut être utile de les réévaluer au début de la génération suivante, si par exemple la méthode d'évaluation dépend de la taille de la population (qui a très bien pu changer). Ainsi on peut être amené à évaluer deux fois par génération chacun des individus. 

Le nombre de génération est aussi laissé à l'appréciation du programmeur. Généralement il n'est pas possible de trouver des solutions convenables en moins de 10 générations et au bout de 500 générations, les solutions n'évoluent plus. Mais ceci n'est qu'un ordre de grandeur, tout dépend du problème à résoudre.
Une fois le nombre maximum de générations atteint, vous obtenez une population de solutions. Mais rien ne vous dit que la solution théorique optimale aura été trouvée. Les solutions se rapprochent des bonnes solutions, mais sans plus. Ce n'est pas une méthode exacte. [ Sner 02][ Sobr 12][ Youd 09] 
III.3.Les origines recuit simulé :

La méthode du recuit simulé est une généralisation de la méthode Monte-Carlo ; son but est de trouver une solution optimale pour un problème donné. Elle a été mise au point par trois chercheurs de la société IBM : S. Kirkpatrick, C.D. Gelatt et M.P. Vecchi en 1983, et indépendamment par V. Cerny en 1985 à partir de l'algorithme de Metropolis ; qui permet de décrire l'évolution d'un système thermodynamique. [Foub 09]
La méthode du recuit simulé est basée sur un processus très utilisé en métallurgie pour obtenir un alliage sans défaut, ce processus est appelé « le recuit ». 

On commence d’abord par chauffer le métal jusqu'à une certaine température où il devient liquide (les atomes peuvent donc circuler librement). Après avoir atteint ce stade, on abaisse la température très lentement de sorte à obtenir un solide 

Si cette baisse de température est brusque on obtient alors du verre ; si au contraire cette baisse de température est très lente (laissant aux atomes le temps d'atteindre l'équilibre statistique), nous obtiendrons des structures de plus en plus régulières, jusqu’à atteindre un état d’énergie minimale correspondant à la structure parfaite d’un Crystal, on dit alors que le système est « gelé ».

Au cas où cet abaissement de température ne se ferait pas assez lentement, il pourrait apparaitre des défauts. Il faudrait alors les corriger en réchauffant de nouveau légèrement la matière de façon à permettre aux atomes de retrouver la liberté de mouvement, leur facilitant ainsi un éventuel réarrangement conduisant à une structure plus stable.[Sila 05] [Meho 06]
III.3.1  Définition :

      L’idée principale du recuit simulé tel qu’il a été proposé par Metropolis en 1953 est de simuler le comportement de la matière dans le processus du recuit très largement utilisé dans la métallurgie. Le but est d’atteindre un état d’équilibre thermodynamique, cet état d’équilibre (où l’énergie est minimale) représente - dans la méthode du recuit simulé – la solution optimale d’un problème ; L’énergie du système sera calculé par une fonction coût (ou fonction objectif) spécifique à chaque problème (Kendall). La méthode va donc essayer de trouver la solution optimale en optimisant une fonction objectif, pour cela, un paramètre fictif de température a été ajouté par Kirkpatrick, Gelatt et Vecchi. En gros le principe consiste à générer successivement des configurations à partir d'une solution initiale S0 et d'une température initiale T0 qui diminuera tout au long du processus jusqu'à atteindre une température finale ou un état d’équilibre (optimum global). [Rafi 11] [Marie 11]

      Le recuit simulé est un algorithme stochastique itératif qui progresse vers l’optimum par échantillonnages d’une fonction objectif, cet algorithme est inspire d’un processus utilise en

Métallurgie. Après avoir subir des déformations au métal, on réchauffe celui-ci à une température, de manière à faire disparaître les tensions internes causées par la déformation,

Puis on laisse refroidir lentement. L’énergie fournie par le réchauffement lent fige peu à peu le système dans une structure d’énergie minimale. [Nicol 08] [Kame 06] [Sila 05]
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                      Fig.III.4: Fonctionnement de l’algorithme de recuit simulé.

III.3.2  Algorithme :

III.3.2.1. L’algorithme de Metropolis :

Dans l'algorithme de Metropolis, on part d'une configuration donnée, et on lui fait subir une modification aléatoire. Si cette modification fait diminuer la fonction objectif (ou énergie du système), elle est directement acceptée ; Sinon, elle n'est acceptée qu'avec une probabilité égale à (Δ𝐸/𝑇) (avec E=énergie, et T=température), cette règle est appelée critère de Metropolis. [Kame 06] [Rafi 11]

III.3.2.2.  L'algorithme du recuit simulé :

Le recuit simulé applique itérativement l’algorithme de Metropolis, pour engendrer une séquence de configurations qui tendent vers l'équilibre thermodynamique :

1) Choisir une température de départ T=T0 et une solution initiale S=S0 ;

2) générer une solution aléatoire dans le voisinage de la solution actuelle ;

3) comparer les deux solutions selon le critère de Metropolis ;

4) répéter 2 et 3 jusqu'a ce que l'équilibre statistique soit atteint ;

5) décroitre la température et répéter jusqu'a ce que le système soit gelé. (Abecasis)

Dans un premier temps, T étant généralement choisi très grand, beaucoup de solutions - même celles dégradant la valeur de f - sont acceptées, et l'algorithme équivaut à une visite aléatoire de l'espace des solutions. Mais à mesure que la température baisse, la plupart des solutions augmentant l'énergie sont refusés, et l'algorithme se ramène à une amélioration itérative classique.

A température intermédiaire, l'algorithme autorise de temps en temps des transformations qui dégradent la fonction objectif. Il laisse ainsi une chance au système de s'extraire d'un minima local. 

Notons aussi que si la température est égale à 0, seules les solutions optimisant f sont acceptées. [Sila 05] [Foub 09] [Nicol 08]
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                    Fig.III.5 : Comparaison entre le recuit simulé et une heuristique classique

III.3.3  Domaines d’applications :

Comme pour toute méta-heuristique, la méthode du recuit simulé peut être appliquée dans de nombreux problèmes d’optimisation, les chercheurs l’ont utilisée essentiellement dans :

· La conception des circuits intégrés (Kirkpatrick, et al., 1988)(problème de placement et de répartition) ;

· Le routage des paquets dans les réseaux ;

· La segmentation d'images ;

· Le problème du voyageur de commerce ;

· Et, le problème du sac à dos. [Marie 11] [Kame 06]
III.3.4 Les applications de recuit simulé :
Cette méthode est très utilisée dans les milieux industriels, parmi les applications citons :

· l'optimisation combinatoire

· La CAO : conception des circuits et installation des composants

· le traitement d'images (restitution d'images brouillées) Elle est aussi appliquée dans les domaines de la physique, la biologie, la géophysique, la finance ,.etc.[Nicol 08]    [Rafi 11]
III.3.5 Avantages et Inconvénients :

III.3.5.1. Avantages :
[Nicol 08] [Sila 05]
· Facile à implémenter;

· Donne généralement de bonnes solutions par rapport aux algorithmes de recherche classiques;

· Peut être utilisé dans la plupart des problèmes d'optimisation;

· Il converge vers un optimum global (lorsque le nombre d’itérations tend vers l’infini 

         Cela fait de lui une option attrayante pour les problèmes d'optimisation difficiles.

III.3.5.2. Inconvénients : [Kame 06] [Rafi 11]
Le principal inconvénient du recuit simulé est qu'une fois l'algorithme piégé à basse température dans un minimum local, il lui est impossible de s'en sortir. Plusieurs solutions ont été proposées pour tenter de résoudre ce problème, par exemple en acceptant une brusque remontée de la température de temps en temps, pour relancer la recherche sur d’autres régions plus éloignées. Appart cela on peut citer quelques autres inconvénients comme :

· La difficulté de déterminer la température initiale :

· Si elle est trop basse, la qualité de recherche sera mauvaise.

· Si elle est trop haute, le temps de calcul sera élevé.

· L'impossibilité de savoir si la solution trouvée est optimale ;

· Dégradation des performances pour les problèmes où il y a peu de minimas locaux
III.4 .Résultat pour algorithme génétique :
	Taille de population
	Nombre itération
	Fonction de
Rosenbrock
	Fonction
De sphère

	120
	120
	26 itération

10 sec

Fitness = 0
	120 itération

20 sec

Fitness = 8400

	160
	80
	10 itération

5 sec

Fitness =0
	80 itération

30 sec

Fitness =1023

	130
	50

	47 itération

6 sec

Fitness =0
	50 itération

20 sec

Fitness =4158

	40

	20
	2 itération

7 sec

Fitness = 20
	2 itération

5 sec

Fitness =9999


                              Fig.III.6 : Résultat pour algorithme génétique 
   III.5 .Résultat pour algorithme recuit simulé :
	Taille de population
	Nombre itération 
	Fonction de
Rosenbrock 
	 Fonction       
De sphère 

	50
	50
	50 itération

2 sec

Fitness = 0,0001
	50 itération

3 sec

Fitness = 0,001

	70
	70
	70 itération

5 sec

Fitness =0,00001
	70 itération 

3 5ec

Fitness = 0,0001


                             Fig.III.7 : Résultat pour algorithme recuit simulé
III.6 .Comparaison des 2 méthodes :

                                     Fig.III.8 : Comparaison des 2 méthodes
III.7.  Etude de fonctions d’optimisation : 

          Les deux fonctions d’optimisation que nous avons considéré (le modèle de la sphère et un problème simple de minimisation d’une variable) ne présentent aucun piège particulier pour un algorithme génétique : ce sont deux fonctions (une en trois dimensions et l’autre en deux) régulières, sans plusieurs maxima (ou minima) locaux : en effet il n’y a que une seule solution locale, qui est aussi la solution globale. 

III.8. Discussion des résultats observes 

    Effets sur l’évolution si on change la taille de la population 
La modification de la taille de la population a une très grande influence sur le résultat final : en effet d'après l’observation faites, plus la population est grande, plus le résultat est proche de l'optimum et plus la vitesse de convergence est élevée (en terme de nombre de générations). Cette observation a été faite en fixant un plafond maximum de générations permises pour ce jeu de paramètres, et une fois ce plafond atteint, les résultats (en particulier la valeur de f(x)) ont étés notés afin de les comparer. 

Afin d'expliquer ce phénomène, il faut se rendre compte que la population initiale est constituée d'individus pris au hasard, donc distribués de manière aléatoire dans l'espace des solutions du problème. Plus il y a d'individus, plus il y a de chances qu'un nombre élevé se trouve près de la solution optimale (l’individu les meilleurs se trouvent toujours près de l'optimum). Les porteurs de gènes optimaux ont plus de chance de se retrouver à la prochaine génération, donc de contribuer encore à la recherche de l'optimum. 

Dans les cas de fonctions présentant un maximum (ou un minimum) global et un ou plusieurs maximum (ou minimum) local, ceci peut être important, car avec une population trop petite il est possible qu'elle se retrouve toute centrée autour d'un optimum local, et qu'il soit donc difficile qu'elle se déplace autour de l'optimum global. Avec une population plus grande, grâce à son étalement sur toute la surface des solutions, on a plus de chances que certains individus se trouvent près de l'optimum global, et que donc on obtienne effectivement le résultat cherché grâce à l’évolution de ces individus. 

Si on utilise une population trop petite, seulement une petite partie de l'espace de recherche sera explorée, ce qui ne garantit pas qu'on trouvera la solution optimale (surtout dans le cas des fonctions multi - modales : un optimum local pourrait être pris pour l'optimum global!). Mais utiliser une très grande population n'aide pas à trouver la solution plus rapidement en termes de temps de calcul, bien au contraire ! Plus la population est grande, plus l'algorithme sera lent, car il devra effectuer toutes les étapes (sélections, croisements, mutations) sur beaucoup d’individus ! Il faut donc trouver le juste milieu ! Les valeurs souvent prises se situent entre 20 et 100 individus. [ Sner 02] [ Sobr 12][ Soul 13]
 III.9 CONCLUSION :
 On a pu observer que malgré le caractère non - déterministe des algorithmes génétiques ils étaient tout de même efficaces pour trouver les solutions optimales! Mais pour que leur efficacité soit maximale il faut choisir de manière intelligente les paramètres en considérant les caractéristiques de la fonction d’adaptation, car sinon on risque d'avoir un résultat complètement faux. Mais en se basant sur des observations de la nature on peut déjà trouver des valeurs raisonnables, qui permettent d’obtenir de bons résultats. .[ Youd 09]
On peut classer les métaheuristiques selon plusieurs critères : nombre des solutions manipulées, source de la méthode, type de voisinage utilisé et autre. Mais le critère le plus utilisé est le nombre des solutions manipulées par la méthode où on distingue deux grandes classes, les méthodes de recherche locale qui manipulent une solution à la fois et les méthodes basées population qui manipulent un ensemble de solutions à la fois. Cette classification influe considérablement sur la manière d’appliquer d’autres techniques telles que le parallélisme et l’hybridation afin d’augmenter l’efficacité des métaheuristiques
                                           CONCLUSION GENERALE

Les métaheuristiques constituent une classe de méthodes approchées adaptables à un grand nombre de problèmes d’optimisation combinatoire. Mais, si l’on a pu constater leur grande efficacité sur de nombreuses classes de problèmes, il existe en revanche très peu de résultats permettant de comprendre la raison de cette efficacité, et aucune méthode particulière ne peut garantir qu’une métaheuristique sera plus efficace qu’une autre sur n’importe quel problème. Concrètement, certaines métaheuristiques présentent l’avantage d’être simples à mettre en œuvre, comme nous l’avons vu avec le recuit simulé ; d’autres sont plutôt bien adaptées à la résolution de certaines classes de problème, très contraints, comme le système de colonies de fourmis.
Dans ce projet nous avons définie quelque algorithme de métaheuristiques et test deux algorithme sur fonction de test et comparai ces algorithme pour trouve le optimisation minimum. 
La qualité des solutions trouvées par les métaheuristiques dépend de leur paramétrage (il faut éviter que les algorithmes ne convergent trop rapidement vers un optimum local), et de l’équilibre à trouver entre un balayage de tout l’espace des solutions (diversification) et une exploration locale poussée (l’intensification). Le choix d’une bonne représentation, d’un bon voisinage, sont également, nous l’avons dit, des facteurs influençant grandement l’efficacité de la méthode choisie, quelle qu’elle soit.

Depuis une dizaine d’années, l’hybridation des métaheuristiques est devenue un enjeu important, à tel point que toutes les différentes métaheuristiques que nous avons examinées, recuit simulé, Tabou, algorithmes génétiques, sont maintenant perçues comme des points de départ au développement de nouveaux algorithmes d’optimisation. Les différentes caractéristiques de ces métaheuristiques (mémoires, listes de candidats, populations d’agents, transformations de la fonction objectif, etc.) sont recomposées entre elles pour former de nouvelles méthodes. [DaGo09]
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