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The goal of this project lies in the recognition of facial expressions of person on photo or video, by comparing his face with those saved in database, while using Deep Learning which is an increasingly widespread technology, based on artificial intelligence.
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Introduction Générale
La reconnaissance de visages humains est considérée actuellement comme l’une des tâches les plus importantes pour relever le défi en reconnaissances des formes. La facilité et la précision avec lesquelles nous pouvons identifier nos amis et nos ennemis, même dans des conditions défavorables, sont des capacités les plus étonnantes du système visuel humain, le but de la reconnaissance de visages est de concevoir des systèmes informatiques capables d'égaler les êtres humains dans ce domaine.

S’investir dans le domaine de la reconnaissance de visages est sans doute motivé par la multiplicité et la variété des champs d’applications de celui-ci (télésurveillance et vérification d’identités, chirurgie plastique, langage des signes…). L’intérêt pour ce domaine s’explique aussi par le fait que par rapport aux autres filières de la reconnaissance des formes (reconnaissance de l’écriture, de la voix, etc.), Le visage offre un potentiel plus important que la plupart des autres biométries. En effet, le visage est facilement accessible (ce qui n’est pas le cas de l’iris), bien acceptée par les utilisateurs, sans contact (ce qui n’est pas le cas des empreintes digitales) et offre un potentiel énorme dans les années à venir.
Les chercheurs se sont mis à concevoir des systèmes de plus en plus performants. Dès lors, la reconnaissance des visages a connu un fort développement et elle reste un domaine qui suscite toujours des interrogations et un engouement par les chercheurs.

L’objectif de ce mémoire consiste à proposer une approche de reconnaissance faciale en se basant sur les méthodes d’apprentissage profond (Deep Learning).

Structure du mémoire

Le chapitre 1 nous présentons un aperçu général sur la reconnaissance faciale et Les techniques de détection.

Le chapitre 2 est consacré à l’étude du modèle proposé à savoir le réseau de neurones, les différents algorithmes d’apprentissages utilisés et le Deep Learning utilisé dans notre application.

Le chapitre 3 concerne la présentation des étapes d’implémentation de l’approche utilisée afin de reconnaitre automatiquement des expressions faciales.
Et enfin, nous terminons ce mémoire par une conclusion générale.
Chapitre 1 
Reconnaissance Faciale
1.1 Introduction
Au quotidien, chacun de nous rencontre des visages différents tout au long de la journée. Donc, lorsque nous rencontrons quelqu'un, notre cerveau cherche sur notre mémoire et vérifie si cette personne est répertoriée ou non, c'est une tâche facile pour les humains mais pas pour la machine. Dans ce premier chapitre, nous présenterons avec précision les grandes lignes de notre travail, en expliquant les concepts généraux sur la reconnaissance faciale, le travail de système de reconnaissance faciale, et nous discuterons également certaines technologies utilisées. 

1.2 Définition

La reconnaissance de visages consiste à associer un visage à une identité. Cette étape est effectuée chez les êtres humains d’une façon naturelle et évolutive. Mais, dans un système artificiel de reconnaissance faciale, cette application nécessite la construction d’une base de données des visages des individus. 

Le système de reconnaissance de visage peut fonctionner sur deux modes : le mode temps réel (en-ligne) ou le mode a posteriori (hors-ligne). Au cours du mode hors-ligne, le système de reconnaissance récolte les informations de chaque visage qu'il détecte. Ces données sont ensuite notées dans une base de données qui est facilement accessible. En cas de besoin (en-ligne), un utilisateur est en mesure d'accéder à celle-ci et de choisir un visage en particulier pour une authentification ou une identification. 
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Dans chacun des deux modes, le système exécute des opérations essentielles, à savoir : l’acquisition de l’image, le prétraitement, détection, extraction de caractéristiques (features), classification et la décision (Authentification /reconnaissance) (Figure 1).

Figure 1 - Schéma standard d’un système de reconnaissance faciale.

Un système de reconnaissance faciale est une application logicielle visant à reconnaître une personne grâce à son visage de manière automatique. C'est un domaine de la vision par ordinateur consistant à reconnaître automatiquement une personne à partir de l’image de son visage. La reconnaissance de visage à de nombreuses applications en vidéo-surveillance, biométrie, robotique, indexation d'images et de vidéos, recherche d'images par le contenu. A l’aide d’algorithmes, cette application analyse toutes les caractéristiques faciales telles que l’écartement des yeux, des arêtes du nez, des commissures des lèvres, des oreilles, du menton, à partir d’une image de son visage qui peut provenir à la fois d’une photo ou d’une vidéo. La reconnaissance de visages basée sur la vidéo est préférable à celle basée sur des images fixes, puisque l’utilisation simultanée des informations temporelles et spatiales aide dans la reconnaissance. 

1.3 Historique

      L'une des premières tentatives de reconnaissance de visage est faite par Takeo Kanade en 1973 lors de sa thèse de doctorat à l'Université de Kyoto. 

Le 7 juin 2011, Facebook lance un service de reconnaissance faciale accessible à tous. Celui-ci a été vivement critiqué par un bon nombre d'associations de protection de la vie privée et du droit à l'oubli. Sous cette pression, Facebook a dû abandonner ce service le 22 septembre 2012 en Europe.  

    Un autre projet de reconnaissance de visage, appelé DeepFace, développé par le groupe de recherche de Facebook a également commencé à voir le jour début 2015. Cet outil a pour but de reconnaître un visage, quelle que soit son orientation, ainsi que d'y associer une personne. DeepFace permet donc de faire correspondre un très grand nombre de photos différentes d'une même personne, même si celle-ci n'est pas identifiée explicitement. Pour réaliser cela, le système est composé d'un réseau de neurones artificiels entraîné via l'apprentissage profond sur des millions d'images. 

Toutefois, cette technologie évolue rapidement et cherche à se démocratiser via le développement de nombreux cas d'usage. Depuis fin 2018, les annonces se multiplient faisant entrer progressivement la reconnaissance faciale dans le quotidien, tous les systèmes montrent une avancée spectaculaire, tant au niveau de l'efficacité des algorithmes employés qu'au niveau de la masse de données pouvant être traitée par les programmes. En 2019, Cydral Technology diffuse un système utilisable depuis un simple téléphone et propose de ce fait le tout premier moteur de recherche grand public fonctionnant à l'image de la recherche inversée proposée par Google mais pour l'identification de profils exclusivement.  

En janvier 2020, le New York Times révèle l'existence de la société Clearview AI qui commercialise auprès d'agences de sécurité une application de reconnaissance faciale qui permet d'identifier quelqu'un à partir d'une photographie. 

En juin 2020, la société espagnole Herta Security remporte un label d'excellence pour une technologie capable d'analyser des visages et de surveiller la foule. Cette technologie pourrait être utilisée en cas de nouvelle vague de Covid-19. Ce logiciel, nommé Aware, est capable de vérifier la distanciation sociale et d'identifier les personnes à différents points de contrôles [1].
1.4 Les techniques de détection et de reconnaissance faciale

    Les algorithmes de reconnaissance de visage peuvent être classés en deux grandes catégories selon les schémas d'extraction de caractéristiques utilisés pour la représentation de visage : les méthodes basées sur les caractéristiques et les méthodes basées sur l'apparence. Les propriétés et les relations géométriques, telles que les zones, les distances et les angles entre les points caractéristiques du visage, sont utilisés comme descripteurs pour la reconnaissance des visages. D'autre part, les méthodes basées sur l'apparence considèrent les propriétés globales du motif d'intensité de l'image du visage. Ces algorithmes utilisent généralement des vecteurs de base pour représenter efficacement les données de visage. Les algorithmes populaires tels que PCA, LDA, …etc. [Benamiour et al, 2019].
1.4.1 Le traitement automatique du visage

    Le traitement automatique de visage est une technologie rudimentaire, elle caractérise les visages par des distances et des proportions entre des points particuliers comme les yeux, le nez les coins de la bouche. Aussi éprouvé que les autres technologies, le traitement automatique de visage est la plus efficace dans des situations de capture d’image avec peu d’éclairage [2]. 
1.4.2 Eigenface

Eigenface se réfère à une approche de reconnaissance faciale basée sur l'apparence qui cherche à capturer la variation d'une collection d'images de visage, et à utiliser ces informations pour coder et comparer des images de visages individuels de manière holistique (par opposition à une méthode basée sur les parties ou les caractéristiques). En effet, les Eigenface sont les composantes principales d'une distribution de faces, ou de manière équivalente, les vecteurs propres de la matrice de covariance de l'ensemble des images de faces, où une image à N pixels est considérée comme un point (ou vecteur) dans un espace à N dimensions. L'idée d'utiliser des composants principaux pour représenter des visages humains a été développée par Sirovich et Kirby (Sirovich et Kirby 1987) et utilisée par Turk et Pentland (Turk et Pentland 1991) pour la détection et la reconnaissance des visages. 

    L'approche Eigenface est considérée par beaucoup comme la première technologie de reconnaissance faciale fonctionnelle, et elle a servi de base à l'un des meilleurs produits de technologie de reconnaissance faciale commerciale. Depuis son développement et sa publication initiaux, il y a eu de nombreuses extensions de la méthode originale et de nombreux nouveaux développements dans les systèmes de reconnaissance faciale automatique. Les Eigenface sont encore souvent considérées comme une méthode de comparaison de base pour démontrer les performances minimales attendues d'un tel système.

La motivation des Eigenface est double : 

1- Extraire les informations faciales pertinentes, qui peuvent ou non être directement liées à l'intuition humaine des caractéristiques du visage telles que les yeux, le nez et les lèvres. Une façon de le faire est de capturer la variation statistique entre les images de visage.

2- Représentez efficacement les images de visage. Pour réduire la complexité du calcul et de l'espace, chaque image de visage peut être représentée à l'aide d'un petit nombre de paramètres.

Les Eigenface peuvent être considérées comme un ensemble de caractéristiques qui caractérisent la variation globale entre les images de visages. Ensuite, chaque image de face est approximée à l'aide d'un sous-ensemble des Eigenface, celles associées aux plus grandes valeurs propres. Ces caractéristiques représentent la plus grande variance dans l'ensemble d'entraînement [3].
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Figure 2 - Exemple de reconnaissance de visages en utilisant Eigenface.
1.4.3 L'analyse des points particuliers

    L’analyse de points particuliers est la technologie d’identification faciale la plus largement utilisée. Cette technologie se rapproche de Eigenface, mais elle est capable de s’adapter à des changements d’aspect facial (sourire, froncer des sourcils, ...) [4]. 
1.4.4 LDA (Linear discriminant analysis) Fisher
    L’algorithme LDA adapté à l’analyse et l’identiﬁcation de visage est connu sous le nom de FisherFaces et a été développé par Belhumeur à l’université de Yale aux USA en 1997. Contrairement à l’algorithme précédent qui permet d’extraire des caractéristiques particulières à chaque image, celui-ci permet de réaliser une véritable séparation de classes. Il utilise en eﬀet une étiquette de classe associée à chacune des variables lors de l’apprentissage. Cette technique est donc basée sur un apprentissage supervisé, c’est à dire que l’on dispose cette fois-ci d’informations supplémentaires concernant les données d’apprentissage qui doit nous permettre de réaliser une classiﬁcation de ces données et de trouver la classe à laquelle appartient toute nouvelle observation. Cela demande donc de diviser au préalable la base d’apprentissage en c classes différentes. Autrement dit, chaque personne de cette base est équivalente à une classe et à chacune d’entre-elles est associée au moins deux images.  

     L’objectif de cet algorithme est cette fois de maximiser le rapport entre les variations inter-classe (les variations entre les images de personnes diﬀérentes) et les variations intra-classe (les variations entre les images d’une même personne). Ainsi, comme précédemment, la méthode FisherFace consiste à trouver un espace adéquat sur lequel vont être projetées les images de la base d’apprentissage tout comme celles de la base test. L’identiﬁcation est réalisée en comparant la projection de l’image test avec chacune des projections des images de la base d’apprentissage. Cette méthode est utilisée eﬃcacement dans de nombreux problèmes de classification et de réduction de dimension. Cependant, dans le cas où les données sont de trop grandes dimensions, il n’est pas possible d’appliquer directement cette méthode sur les images sans diminuer au préalable la dimension des données. Dans ce cas, au lieu d’utiliser directement la valeur des pixels des images, une ACP est premièrement appliquée sur les données et c’est la représentation des images dans l’espace des visages qui [image: image37.png]3
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est utilisée [Mekkani, 2014].
Figure 3 - Les quatre premiers Fisherfaces d'un ensemble de 100 classes.

1.4.5 Filtre de Haar
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Cette méthode de détection du visage utilise un ﬁltre multi-échelles de Haar. Les caractéristiques d’un visage sont décrites dans un ﬁchier XML. Elles ne sont pas choisies au hasard et reposent sur un échantillon de quelques centaines d’images tests. Cette méthode proposée par Paul Viola et Michael Jones. 

Figure 4 - Un exemple des types de caractéristiques utilisées par Viola et Jones.

1.4.6 Méthode LBP (Local Binary Patterns)

Le motif binaire local (LBP) est un opérateur de texture simple, mais très efficace qui étiquette les pixels d'une image en seuillant le voisinage de chaque pixel et considère le résultat comme un nombre binaire. En raison de sa puissance discriminante et de sa simplicité de calcul, l'opérateur de texture LBP est devenu une approche populaire dans diverses applications. Elle peut être considérée comme une approche unificatrice des modèles statistiques et structurels traditionnellement divergents de l'analyse des textures. La propriété la plus importante de l'opérateur LBP dans les applications réelles est peut-être sa robustesse aux changements d'échelle de gris monotones causés, par exemple, par des variations d'éclairage. Une autre propriété importante est sa simplicité de calcul, qui permet d'analyser des images dans des paramètres en temps réel difficiles.
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Figure 5 -Description des expressions faciales avec des motifs binaires locaux.

1.5 Problématique

     La tâche cruciale est de trouver ou de vérifier l’identité d’une personne par comparaison de son visage à l’ensemble des images de visages stockées dans une base de données. En général, un système de biométrie faciale est constitué de deux modules : un module de segmentation de visages (détection ou localisation de visage), et un module de reconnaissance qui se déroule en trois étapes : normalisation ou prétraitement, extraction de caractéristiques faciales, classification et reconnaissance. Notons que la reconnaissance faciale pose de nombreux défis car les visages sont des objets déformable 3D. Nous nous limitons dans notre projet de fin d’étude à une reconnaissance à partir d’une image 2D de visage en environnements.

1.6 Conclusion

Dans ce chapitre nous avons présenté les notions importantes qui sont en relation avec la reconnaissance faciale. Ensuite nous avons focalisé notre attention sur les différentes techniques utilisées pour la reconnaissance et la détection des visages. Le prochain chapitre concerne la citation de quelques travaux dans ce domaine, et la définition des réseaux de neurones en général  tout en mettant l’accent sur le Deep Learning que nous avons utilisé pour la réalisation de notre application de la reconnaissance faciale.

Chapitre 2 
État de l’Art et Réseaux de neurones
2.1 Introduction

    Différentes recherches ont été introduites pour la reconnaissance de visages comme Viola-Jones, Real Adaboost et Cascade Object Detector, tandis que d'autres se sont concentrées sur les systèmes de reconnaissance comme la machine à vecteurs de support et les réseaux de neurones à convolution profonde. Par la suite nous allons citer quelques travaux de la littérature consacrés à ce domaine.

2.2  État de l’Art
    Dans [Sarhan et al, 2020], un classificateur de quantification vectorielle adaptative et profonde combinée est proposé. Le classificateur proposé a renforcé la faiblesse des classificateurs de quantification vectorielle par apprentissage profond adaptatif en utilisant l'algorithme de vote majoritaire avec l'extracteur de caractéristiques robuste accéléré. Les résultats expérimentaux indiquent que le classificateur proposé a fourni des résultats prometteurs en termes de sensibilité, de spécificité, de précision et d'exactitude par rapport aux approches récentes de l'apprentissage profond, des statistiques et des réseaux neuronaux classiques. Enfin, la comparaison est effectuée empiriquement en utilisant la matrice de confusion pour assurer la fiabilité et la robustesse du système proposé.

    Des recherches approfondies dans [Yousaf et al, 2020], ont montré que dans le passé la reconnaissance des visages invariants selon l'âge (AIFR) n’a pas été explorée de manière aussi approfondie. L'apparence du visage d'une personne change considérablement au fil du temps, ce qui entraîne l'introduction de variations intra-classes significatives, ce qui fait de la reconnaissance des visages invariants selon l'âge une tâche très difficile. La plupart des études de reconnaissance des visages qui ont abordé le problème du vieillissement dans le passé ont utilisé des modèles complexes et des caractéristiques fabriquées à la main avec de fortes hypothèses paramétriques. Dans leur travail, les auteurs ont proposé un nouveau cadre d'apprentissage profond qui extrait des caractéristiques généralisées et invariables selon l'âge des images faciales des sujets. Le modèle proposé, entraîné sur des images faciales d'une partie mineure (20-30%) de la durée de vie des sujets, les identifie correctement tout au long de leur vie. Une variété de réseaux neuronaux convolutifs 2D pré-entraînés sont comparés en termes de précision, de temps et de complexité de calcul afin de sélectionner le réseau le plus approprié. Des résultats expérimentaux approfondis sont effectués sur le populaire. La méthode proposée donne des résultats prometteurs atteignant une précision de 99 %, ce qui prouve l'efficacité de l'apprentissage profond dans la recherche sur le vieillissement du visage.

    À l'heure actuelle, l'apprentissage profond favorise le développement rapide de la reconnaissance des visages. Cependant, dans le scénario sans contrainte, le changement de posture du visage a un grand impact sur la reconnaissance des visages. En outre, le modèle actuel présente encore des lacunes en termes de précision et de robustesse. La recherche existante a formulé deux méthodes pour résoudre les problèmes ci-dessus. La première méthode consiste à modéliser et à entraîner chaque posture séparément. Ensuite, une décision de fusion est prise. L'autre méthode consiste à créer des visages "frontaux" au niveau de l'image ou des caractéristiques et à les transformer en reconnaissance de visages "frontaux". Sur la base de la deuxième idée, les auteurs [Ruanet al, 2020] ont proposé un module de profil à la cartographie de révision frontale (PTFRM). Ce module réalise la révision de poses arbitraires au niveau des caractéristiques et transforme les caractéristiques multi-poses en une représentation frontale approximative afin d'améliorer la capacité des modèles de reconnaissance existants. Enfin Les résultats montrent que la méthode choisie pour cette étude atteint de bonnes performances.

    Dans [Zhao et al, 2020], les auteurs ont formulé une nouvelle architecture profonde pour augmenter la précision de la reconnaissance des visages humains multi-vues. En particulier, en premier lieu, un nouveau réseau neuronal profond est construit pour coder profondément les régions du visage, où un nouvel algorithme d'alignement du visage est employé pour localiser les points clés à l'intérieur des visages. Ensuite, ils ont utilisé l'ACP bien connue pour réduire la dimension des caractéristiques profondes et, simultanément, supprimer les caractéristiques visuelles redondantes. Ensuite, ils ont proposé un cadre bayésien conjoint afin d'évaluer la similarité des vecteurs de caractéristiques, ce qui permet d'obtenir une précision de classification des visages très compétitive. Des expériences complètes ont été menées sur le jeu de données CAS-PEAL compilé et ont permis d'atteindre une performance de reconnaissance des visages de 98,52 %. 

D’autres travaux [Yovel et al, 2021], se sont concentrés sur la reconnaissance intacte des visages familiers qui est essentielle pour des interactions sociales appropriées. Ainsi, le système de traitement des visages humains devrait être optimisé pour la reconnaissance des visages familiers. Blauch et al. (2020) ont utilisé des réseaux de neurones convolutifs profonds (DCNN) de reconnaissance des visages, qui sont entraînés pour maximiser la reconnaissance des identités entraînées (familières), pour modéliser la reconnaissance des visages humains non familiers et familiers. En accord avec ce modèle, les auteurs ont discuté des résultats comportementaux, neuro-imagerie et informatiques qui indiquent que la reconnaissance des visages humains se développe à partir de la génération de concepts spécifiques d'identité de visages familiers qui sont appris de manière supervisée, jusqu'à la génération de représentations perceptives générales d'identité invariantes. Les DCNNs entraînés pour les visages semblent partager certaines similarités fondamentales avec ce cadre.

L'épidémie mondiale de COVID-19 fait prendre conscience aux gens que le port d'un masque est l'un des moyens les plus efficaces de se protéger des infections virales, ce qui pose de sérieux problèmes au système de reconnaissance des visages existant. Pour résoudre ces difficultés, une nouvelle méthode de reconnaissance des visages masqués est proposée 
[Li et al, 2021], les auteurs ont intégré une approche basée sur le recadrage au module d'attention par blocs convolutifs (CBAM). Le recadrage optimal est exploré pour chaque cas, tandis que le module CBAM est adapté pour se concentrer sur les régions autour des yeux. Deux scénarios d'application spéciaux, l'utilisation de visages sans masque pour l'entraînement à la reconnaissance de visages masqués et l'utilisation de visages masqués pour l'entraînement à la reconnaissance de visages sans masque, ont également été étudiés. Des expériences complètes sur les jeux de données SAMFORD, CASIA-Webface, AR et Extend Yale B montrent que l'approche proposée peut améliorer de manière significative les performances de la reconnaissance des visages masqués par rapport aux autres approches de pointe.

2.3 Les réseaux de neurones artificiels

2.3.1 Introduction
Depuis une dizaine d’années, l’utilisation des réseaux de neurones artificiels (RNA) s’est développée dans de nombreuses disciplines (sciences économiques, écologie et environnement, biologie et médecine…), ils sont au cœur des progrès récents de l’intelligence artificielle. Ils utilisent notamment des principes mathématiques et des techniques d’analyse en provenance de l’apprentissage automatique et des bases de données.

Néanmoins, ils n'ont pas encore atteint leur plein développement pour des raisons plus psychologiques que techniques, liées aux connotations biologiques du terme et au fait qu'ils sont considérés, à tort, comme des outils d'Intelligence Artificielle.

Or l'intérêt des réseaux de neurones, dans de nombreuses disciplines ne doit rien à la métaphore biologique, il est uniquement dû aux propriétés mathématiques spécifiques de ces réseaux.

Les réseaux de neurones ont été développés pour résoudre des problèmes de contrôle, de reconnaissance de formes ou de mots, de décision, de mémorisation comme une alternative à l'intelligence artificielle, et en relation, plus ou moins, étroite avec la modélisation de processus cognitifs réels et des réseaux de neurones biologiques [Taouche, 2010].
2.3.2 Définition
Un RNA (Réseau de Neurones Artificiels) est un ensemble de neurones formels (d'unités de calcul simples, de nœuds processeurs) associés en couches (ou sous-groupes) et fonctionnant en parallèle. Dans un réseau, chaque sous-groupe réalise un traitement indépendamment des autres et transmet le résultat de son analyse au sous-groupe suivant. L'information donnée au réseau va donc se propager couche par couche, de la couche d'entrée à la couche de sortie, en passant soit par aucune, soit par plusieurs couches intermédiaires (dites couches cachées).

Habituellement (excepté pour les couches d'entrée et de sortie), chaque neurone dans une couche est connecté à tous les neurones de la couche précédente et de la couche suivante. Les RNA ont la capacité de stocker de la connaissance empirique et de la rendre disponible à l'usage. La connaissance du réseau va être stockée dans les poids synaptiques, obtenu par des processus d'adaptation ou d'apprentissage [Dreyfus, 1998].
2.3.3 Les différents types de réseaux de neurones
2.3.3.1 Perceptron multicouche (MLP)

Les réseaux multicouches sont actuellement les plus employés. Plusieurs couches de traitement leur permettent de réaliser des associations non linéaires entre l’entrée et la sortie. Le perceptron à niveaux multiples (perceptron multi couche ’PMC’ ou ‘MLP’ en anglais) est une extension du perceptron qui a une ou plusieurs sous-couches cachées entre ses couches d'entrée et de sortie [Power, 2001].

[image: image1.emf]
Figure 6 - Architecture du perceptron multicouche [Power, 2001].
Chaque couche contient un ou plusieurs neurones. Cela dépend du nombre de données qu’on désire faire apprendre au réseau, et du nombre de sortie qu’on désir avoir. Il n’existe pas une méthode bien précise pour déterminer le nombre de neurones dans la couche cachée, car il dépend de la complexité du problème. Chaque neurone de chaque couche possède une liaison avec tous les neurones de la couche suivant. Ce qui diffère par rapport au perceptron, c’est la fonction d’activation d’un neurone. Dans le perceptron, un seuil détermine l’état de la sortie, alors que pour un neurone d’un réseau multicouche, on utilise une fonction continue et dérivable, le plus souvent la fonction sigmoïde dont l’équation est :
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 Cette fonction, de par sa forme, permet d’avoir en entrée et en sortie des valeurs continues comprises entre 0 et 1 [François et al, 1996].

Les différentes couches du MLP sont les suivantes :

• Cellules réparties dans q couches : C0, C1, …, Cq.

• C0 : couche d’entrée.

• Cq : couche de sortie.

• C1, …, Cq-1 : les couches cachées.

Fonction de transfert :

• fonction sigmoïde logsig : [image: image4.png]oy (kx) =

kx
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• k = 1 : [image: image6.png]o (x) = Sl Tve




Dérivée :[image: image8.png]o'(x) =0(x)*(1-0(x))




Notations :

• n cellules

• Cellules désignées par un indice i, 0 ≤ i < n

• p cellules de sortie

• k indice d’une cellule de sortie

• ck : sortie attendue pour la cellule de sortie k avec l’entrée x.

• ok : sortie calculée pour la cellule de sortie k avec l’entrée x.

• xij : entrée associée au lien entre cellule I vers cellule j.

• wij : coefficient synaptique associé au lien entre cellule i vers cellule j.

• Succ(i) : ensemble des cellules qui prennent comme entrée la sortie de la cellule i.

• Pred(i) : ensemble des cellules dont la sortie est une entrée de la cellule i.

• yi : entrée totale de la cellule i : yi = Σ(j ∈Pred(i)) (wij∗xij).

• oi : sortie de la cellule I : oi = σ(yi)

[image: image9.emf]
Figure 7 – Une couche i d’un MLP.
a. L’apprentissage du Perceptron multicouche

Avant de pouvoir être utilisé, le réseau doit pouvoir déterminer la valeur des poids (w) de chacune de ses connections. Cette valeur est déterminée durant la phase d’apprentissage en utilisant la règle de rétro-propagation du gradient. Cette règle permet de déterminer les valeurs des poids dans toutes les couches du réseau en fonction de l’erreur entre la valeur obtenue et la valeur désirée, donc le but de l’apprentissage est de minimiser cette erreur. On définit une erreur totale E qui permettra de stopper l’apprentissage.
b. Algorithme de retro-propagation 
· Algorithme de rétro-propagation du gradient :

• Initialiser aléatoirement les coefficients wij dans [-0.5 ; 0.5]

• Répéter

• Prendre un exemple (x, c) de S

• Calculer la sortie o

• Pour toute cellule de sortie i

• δi = σ‘(yi) ∗(ci −oi) = oi∗(1 −oi) ∗(ci −oi)

• Fin Pour

• Pour chaque couche de q −1 à 1

• Pour chaque cellule i de la couche courante

• δi = σ’(yi) ∗[Σ(k ∈Succ(i)) (δk∗wki)]

= oi∗(1 −oi) ∗[Σ(k ∈Succ(i)) (δk∗wki)]

• Fin Pour

•Fin Pour

• Pour tout poids wij

• wij = wij + ε∗δi∗xij

• Fin Pour

• Fin Répéter

2.3.3.2 Les cartes auto‐organisatrice de Kohonen

Ce type de réseau, aussi appelé SOM « Self OrganisedMaps », est un réseau à apprentissage non supervisée, un apprentissage qui établit une carte discrète, ordonnée topologiquement en fonction de patterns d’entrée. Le réseau forme ainsi une sorte de treillis où, chaque nœud du treillis est un neurone associé à un vecteur de poids. La correspondance entre chaque vecteur de poids est calculée pour chaque entrée. Par la suite, le vecteur de poids ayant la meilleure corrélation, ainsi que certains de ses voisins, vont être modifiés afin d’augmenter encore cette corrélation. 

Les LVQ (pour « Learning Vector Quantization ») sont un cas particulier des SOM, où seul le nœud ayant la meilleure corrélation est adapté. On parle, pour ce type de réseau où seul le vainqueur est sélectionné, de réseaux à compétition [Djerah, 2006].
a. Algorithme d’apprentissage SOM :

• Initialiser aléatoirement les coefficients wij

• Répéter

• Prendre une entrée e = (e1, …, ei, …, en)

• Calculer la distance dj de chaque neurone xj par rapport à e
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• Sélectionner le neurone xk le plus proche de e : dk = Min(dj)

• Modifier les coefficients pour le neurone sélectionné et ses plus proches voisins (4 pour une carte 2D) :

• Pour tout i :

• wik = wik + μ∗ (ej−wik)

• wil = wil + β∗ (ej−wil) où xl est un voisin de xk

• Fin Pour

• Fin Répéter

2.3.3.3 les réseaux de Hopfield

Les réseaux de Hopfield sont donc des réseaux récurrents et entièrement connectés. Dans ce type de réseau, chaque neurone est connecté à chaque autre neurone et il nʹy a aucune différenciation entre les neurones d’entrée et de sortie. Ils fonctionnent comme une mémoire associative non linéaire et sont capables de trouver un objet stocké en fonction de représentations partielles ou bruitées. L’application principale des réseaux de Hopfield est l’entrepôt de connaissances mais aussi la résolution de problèmes d’optimisation. Le mode d’apprentissage utilisé ici est le mode non supervisé [Djerah, 2006].
2.3.3.4 L’Apprentissage en profondeur (Le Deep Learning)
Le terme "Deep Learning" ou Apprentissage profond, a été introduit pour la première fois au ML par Dechter (1986), et aux réseaux neuronaux artificiels par Aizenberg et al (2000) [Aizenberg, 2013].
a. Définition

L’apprentissage en profondeur est un ensemble d’algorithmes d’apprentissage automatique qui tentent d’apprendre à plusieurs niveaux, correspondant à différents niveaux d’abstraction. Il a la capacité d’extraire des caractéristiques à partir des données brutes grâce aux multiples couches de traitement composé de multiples transformations linéaires et non linéaires et apprendre sur ces caractéristiques petites à petit à travers chaque couche avec une intervention humaine minime [Djaloul, 2017].
[image: image12.emf]
Figure 8 - Schéma illustratif de DL avec plusieurs couches [Diallo, 2019].
b. Pourquoi le choix “apprentissage profond”

Tout d’abord les différents algorithmes du Deep Learning ne sont apparus qu’à l’échec de l’apprentissage automatique tentant de résoudre une grande variété de problèmes de l’intelligence artificielle (l’IA) :

- Afin d’améliorer le développement des algorithmes traditionnels dans de telles tâches de l’IA.

- De développer une grande quantité de données telle que les big data.

- De s’adapter à n’importe quel type de problème.

- D’extraire les caractéristiques de façon automatique [Diallo, 2019].
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Figure 9- Comparaison entre la machine Learning classique et le Deep Learning [Diallo, 2019].
c. Les différentes Architectures du Deep Learning 

Bien qu’il existe un grand nombre de variantes d’architectures profondes. Il n’est pas toujours possible de comparer les performances de toutes les architectures, car elles ne sont pas toutes évaluées sur les mêmes ensembles de données. Le Deep Learning est un domaine à croissance rapide, et de nouvelles architectures, variantes ou algorithmes apparaissent toutes les semaines.
· Les réseaux de neurones convolutifs : 
Convolutional Neural Network (CNN) (réseaux de neurones convolutifs) sont un type de réseau de neurones spécialisés en traitement de données ayant une topologie semblable à une grille. Qui se sont avérés très efficaces dans des domaines tels que la reconnaissance et la classification d’images et vidéos. CNN a réussi à identifier les visages, les objets, panneaux de circulation et auto-conduite des voitures. Récemment, les CNN ont été efficaces dans plusieurs tâches de traitement du langage naturel (telles que la classification des phrases). 

Dans le ML, un réseau convolutif est un type de réseau de neurones feed-forward, il a été inspiré par des processus biologiques. Il existe cinq (5) principales opérations illustrées dans le CNN à savoir : 

– La couche convolution.

– La couche Rectified Linear Unit. 

– La couche pooling. 

– La couche entièrement connectée. 

– La couche de perte. 

· Réseau de neurones récurrents : 

Les humains ne commencent pas leurs pensées à zéro à chaque seconde. Lorsqu’ont un livre on comprend chaque mot en fonction de la compréhension des mots précédents. On n’oublie pas tout et recommençons à réfléchir à nouveau. Nos pensées ont une persistance. 

RNN (les réseaux de neurones récurrents) traitent ce problème. Ce sont des réseaux avec des boucles, permettant aux informations de persister. 

L’idée derrière les RNN est d’utiliser des informations séquentielles. Dans un réseau neuronal traditionnel, nous supposons que toutes les entrées (et les sorties) sont indépendantes les unes des autres. Mais pour de nombreuses tâches, c’est une très mauvaise idée. Si on veut prédire le prochain mot dans une phrase, il faut connaitre les mots qui sont venus avant. Les RNN sont appelés récurrents car ils exécutent la même tâche pour chaque « élément d’une séquence, la sortie étant dépendante des calculs précédents. Une autre façon de penser les RNN est qu’ils ont une mémoire qui capture l’information sur ce qui a été calculé jusqu’ici. En théorie, les RNN peuvent utiliser des informations dans des séquences arbitrairement longues, mais dans la pratique, on les limite à regarder seulement quelques étapes en arrière. 

Les RNN ont connu un grand succès dans de nombreuses taches de traitement du langage naturel. Les plus grands exploits des RNN ont été accomplis par l’architecture LSTM, car ils sont bien meilleurs pour capturer des dépendances à long terme. 

• Modélisation du langage et génération de texte. 

• Traduction automatique. 

• La reconnaissance vocale description des images. 

· Modèle génératif : 

Si les modèles discriminatifs comme (CNN, RNN) sont utilisés pour prédire les données du label et de l’entrée, tant dis que le modèle génératif décrit comment générer les données, il apprend et fait des prédictions en utilisant la loi de Bayes. Les modèles génératifs sont capables de bien plus que la simple classification comme par exemple générer de nouvelles observations. Voici quelques exemples de modèle génératif : 

• Boltzmann Machines. 

• Restricted Boltzmann Machines. 

• Deep Belief. 

• Generative Adversarial Networks.
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Figure 10 - Différents modèles du Deep Learning et les couches du CNN.
2.4 Conclusion
Dans ce chapitre nous avons présenté les notions importantes qui sont en relation avec les réseaux de neurones (définition, architectures…etc.). Ensuite nous avons focalisé notre attention sur l’apprentissage profond « Deep learning » que nous avons exploité pour la réalisation de notre projet de fin d’étude. Le prochain chapitre est consacré à la présentation concrète de notre approche de reconnaissance faciale et les différents outils utilisés ainsi que son implémentation.
Chapitre 3
Implémentation Et Résultats

2.3 Introduction

L’objectif de ce chapitre est de présenter les étapes de l’implémentation de l’approche utilisée afin de reconnaitre automatiquement des expressions faciales.
Nous commençons tout d’abord par la présentation des ressources, du langage et de l’environnement de développement que nous avons utilisé. Puis les étapes de la réalisation du modèle.

Nous poursuivons ce chapitre par la présentation des différents résultats expérimentaux obtenus, quelques captures d’écrans de notre application à la fin de ce chapitre.
2.4 Environnement de travail   

2.4.1 Environnement matériel
Pour l’entraînement de notre réseau, nous avons utilisé un ordinateur ayant les

Caractéristiques suivantes :

• Marque de PC : LENOVO ideapad 100

• Système d’exploitation : Windows 10

• Processeur : Intel(R) Core(TM) i3-5005U CPU @ 2.00GHz   
• Carte graphique : Intel(R) HD Graphics 5500

• RAM : 4Go

2.4.2 Environnement de développement
En utilisant le langage généraliste python, la bibliothèque de vision par ordinateur Opencv, Tensorflow de Google et le Framework Keras pour la mise en œuvre de nos réseaux de neurones, ainsi que d’autre modules et bibliothèques (numpy, matplotib, etc...).
2.4.2.1 Langage de programmation

Python est un langage de programmation de haut niveau utilisé pour la programmation générale, Créé par Guido van Rossum et sorti en 1991, Python a une philosophie de conception qui met l’accent sur la lisibilité du code, notamment en utilisant des espaces importants.

Ce langage de programmation présente de nombreuses caractéristiques intéressantes :

– Il est gratuit et multiplateforme. : Windows, Mac OS X, Linux, Android, iOS, depuis les

   Mini-ordinateurs Raspberry Pi jusqu’aux supercalculateurs.

– C’est un langage de haut niveau. Il demande relativement peu de connaissance sur le fonctionnement d’un ordinateur pour être utilisé.

–  C’est un langage interprété. Un script Python n’a pas besoin d’être compilé pour être exécuté, contrairement à des langages comme le C ou le C++.

· C’est un langage dynamique, extensible Il favorise la programmation structurée fonctionnelle et orientée objet. C’est-à-dire qu’il est possible de concevoir en Python des entités qui miment celles du monde réel (une cellule, une protéine, un atome, etc.) avec un certain nombre de règles de fonctionnement et d’interactions.

– Il est relativement simple à prendre en main.
– La syntaxe de Python est très simple et, combinée à des types de données évolués (listes,

dictionnaires, ...), conduit à des programmes à la fois très compacts et très lisibles.

– Il gère ses ressources (mémoire, descripteurs de fichiers...) sans intervention du programmeur.
– Enfin, il est très utilisé en bio-informatique et l’intelligence artificielle et plus généralement

en analyse de données. Toutes ces caractéristiques font que Python est un outil idéal pour

Implémenter notre application. 

2.4.2.2 Bibliothèques

 Pour faire l’entraînement et le teste de base de données nous avons utilisé les bibliothèques suivantes :
a. OpenCV
OpenCV (Open Source Computer vision) est une bibliothèque graphique libre, initialement développée par Intel et maintenant soutenu par la société de robotique Willow Garage, spécialisée dans le traitement d’images en temps réel, Elle est livrée avec une interface de programmation en C, C++, Python et Android.

La bibliothèque OpenCV met à disposition de nombreuses fonctionnalités très diversifiées, elle propose la plupart des opérations classiques en traitement d’images :

· Lecture, écriture et affichage d’image.
· Calcul de l’histogramme des niveaux de gris ou d’histogramme de couleur.
· Lissage, filtrage.

Cette bibliothèque s’est imposée comme un standard dans le domaine de la recherche parce qu’elle propose un nombre important d’outils en traitement vidéo :

·  Lecture, écriture et affichage d’une vidéo depuis un fichier ou une caméra.
·  Détection de visage par la méthode de Viola et Jones, détection de mouvements, poursuite d’objets [Khefif, 2013].
b. Numpy

Numpy est la bibliothèque de base pour le calcul scientifique en Python. Il fournit un objet de tableau multidimensionnel hautes performances et des outils pour travailler avec ces tableaux, cette bibliothèque est hautement optimisée pour les opérations numériques avec une syntaxe proche de celle MATLAB. Le principe fondamental de NumPy est l’apport de tableaux multidimensionnels. Aussi, NumPy peut être vu comme la base du calcul matriciel dans Python, et a été conçu dans l’optique de résoudre des problèmes mathématiques et scientifiques. 

c. Tensorflow

Tensorflow est une bibliothèque de Machine Learning, il s’agit d’une boite à outils permettant de résoudre des problèmes mathématiques extrêmement complexes avec aisance. Elle permet aux chercheurs de développer des architectures d’apprentissages expérimentaux et de les transformer en logiciels.

Tensorflow regroupe un grand nombre de modèles et d’algorithmes de Machine Learning et de Deep Learning. Son API front-end développement d’applications repose sur le langage de programmation Python, tandis que l’exécution de ces applications s’effectue en C++ haute-performance.

Cette bibliothèque permet notamment d’entrainer et d’exécuter des réseaux de neurones pour la classification de chiffres écrits à la main, la reconnaissance d’image, les plongements de mots, les réseaux de neurones récurrents, les modèles séquence-to-séquence pour la traduction automatique, ou encore le traitement naturel du langage. 

d. Keras

Keras est une API de réseaux de neurones de haut niveau, écrite en Python et capable de fonctionner sur Tensorflow. Il a été développé en mettant l’accent sur l’expérimentation rapide. Être capable d’aller de l’idée à un résultat avec le moins de délai possible est la clé pour faire de bonnes recherches. Il a été développé dans le cadre de l’effort de recherche du projet ONEIROS (Open-ended Neuro-Electronic Intelligent Robot Operating System), et son principal auteur et mainteneur est François Chollet, un ingénieur Google. En 2017, l’équipe Tensorflow de Google a décidé de soutenir Keras dans la bibliothèque principale de Tensorflow  [Imane, R et all] .                                                                                                                                                                                                                       
e.   Matplotlib
Matplotlib est une bibliothèque complète permettant de créer des visualisations statiques, animées et interactives en Python. Matplotlib rend les choses les choses difficiles possibles.

· Créez des graphiques de qualité professionnelle.

· Créez des figures interactives qui peuvent être zoomées, panoramisées et mises à jour.

· Personnalisez le style visuel et la mise en page.

· Exportez vers de nombreux formats de fichiers.

· Intégration à JupyterLab et aux interfaces graphiques.

· Utilisez un large éventail de paquets tiers construits sur Matplotlib [5].
2.4.2.3 Les logiciels
a. Anaconda navigateur

Le Navigateur Anaconda est une interface graphique (GUI) incluse dans la distribution Anaconda, et qui permet aux utilisateurs de lancer des applications, mais aussi de gérer les librairies conda, les environnements et les canaux sans utiliser la moindre ligne de commande.

Le Navigateur peut également accéder à des librairies présentes sur le Cloud Anaconda ou dans un Repository Anaconda local, afin de les installer dans un environnement, les exécuter et les mettre à jour. Il est disponible pour Windows, MacOs et Linux.

b. Spyder editor

Spyder  (nommé Pydee dans ses premières versions) est un environnement de développement pour Python. Libre (Licence MIT) et multiplateforme (Windows, Mac OS, GNU/Linux), il intègre de nombreuses bibliothèques d'usage scientifique : Matplotlib, NumPy, SciPy et IPython.

Créé et développé par Pierre Raybaut en 2008, Spyder est maintenu, depuis 2012, par une communauté de développeurs qui ont pour point commun d'appartenir à la communauté Python scientifique.

En comparaison avec d'autres IDE pour le développement scientifique, Spyder a un ensemble unique de fonctionnalités - multiplateforme, open-source, écrit en Python et disponible sous une licence non-copyleft. Spyder est extensible avec des plugins, comprend le support d'outils interactifs pour l'inspection des données et incorpore des instruments d'assurance de la qualité et d'introspection spécifiques au code Python, tels que Pyflakes, Pylint et Rope.
2.5 La Base De Données BDD    [Guerradi, N et all]
La base de données utilisée dans notre expérimentation est FER2013, Elle été préparée par Pierre-Luc Carrier et Aaron Courville. 
Elle est disponible sur la plateforme des compétitions en science des données kaggle « Https://www.kaggle.com/datasets/msambare/fer2013 ». 
 La base d’image de FER2013 se compose de 35887 images de visages en niveaux de gris comme indiqué dans la figure 11. 

Chaque image à une taille de 48x48, ces images sont étiquetées en 7 classes présentées dans le tableau 1 sous dessous. 

Dans cette base, on trouve 28 709 images pour l’apprentissage et 7178 images pour le test. Nous choisissons cette base parce qu’elle contient des images en niveaux de gris, les images en couleurs qui contiennent des données ne sont pas nécessaires pour notre entraînement. Notons qu’une taille des images à une résolution (48 x 48) garantit que l’émotion est détectable. 
	Catégorie 
	Entrainement 
	Test 

	Colère 
	3 995 
	958 

	Dégout 
	436 
	111 

	Peur 
	4 097 
	1 024 

	Heureux 
	7 215 
	1 774 

	Neutre 
	4 965 
	1 233 

	Triste
	4 830 
	1 247 

	Surprise 
	3 171 
	831 

	Total 
	28 709 
	7 178 


Tableau 1 – Nombres d’images correspondantes a chaque émotion.
2.6  Implémentation et Réalisation
Cette section décrit les différents modules de notre système de reconnaissance.

3.4.1 Module de reconnaissance

Importer les paquets nécessaires

On va utiliser la fonction ImageDataGenerator qui permet d’initialiser des générateurs Python pour charger des images, ImageDataGenerator permet aussi de redimensionner les valeurs RVB, C’est une méthode idéale qui permet au modèle d’être plus précis. Nous allons donc redimensionner cette échelle de 0 à 255 en 0 à 1.
[image: image15.png]# Initialize image data generator with rescaling
train_data_gen = ImageDataGenerator(rescale=1./255)
validation data gen - ImageDataGenerator(rescale=1./255)




Prétraitement de toutes les images de test et d’entraînement
Nous allons maintenant effectuer l'étape principale et la plus importante, c'est-à-dire générer des images de données d'entraînement et de test.

Pour ce faire tout d'abord, nous allons choisir les données pour l’apprentissage Ici, nous avons utilisé une fonction de train_data_gen qui provient de ImageDataGenerator, c'est-à-dire, flow_from_directory qui prend quelques paramètres comme le chemin du jeu de données, target_size (taille de l'image de sortie égale 48*48), color_mode (couleur des images de sortie, nous avons défini grayscale qui donne des images grises), batch_size (nous avons fixé la taille du lot à 64, ce qui signifie qu'à chaque époque, ceci veut dire que lorsque le modèle est exécuté à travers le jeu de données d'entraînement de chaque cycle, le nombre d'images qui seront passées sera de 64. Cela signifie que le modèle prendra les 64 premières images pour l'entraînement lors de la première époch et continuera ainsi jusqu'à ce que toutes les épochs soient terminées.), class_mode (détermine le type de tableaux d'étiquettes qui sont retournées, nous avons spécifié categorical).

Maintenant, nous allons faire la même chose pour générer les images de l'ensemble de données de test. Le seul changement sera le chemin du dossier de test.
 Créer le model de structure
Un modèle séquentiel est approprié pour une simple pile de couches où chaque couche a exactement un tenseur d'entrée et un tenseur de sortie.
 a- 1er Convolution

   Nous voulons produire 32 cartes de caractéristiques "32 filtre". 

   La taille du kernel sera de 3*3 et nous spécifions que notre forme d'entrée est de 48x48 avec 1 canal.

   Padding=same signifie que nous voulons la même dimension en sortie qu'en entrée.

b- 2ème couche de Convolution 

   64 cartes de caractéristiques, La taille du kernel sera de 3*3, Maxpool avec un kernel de 2x2, 25 % des nœuds sont à 0.
c- 3ème couche de Convolution 

    128 cartes de caractéristiques, La taille du kernel sera de 3*3, Maxpool avec un kernel de 2x2.  

 d- 4ème couche de Convolution

    128 cartes de caractéristiques, La taille du kernel sera de 3*3, Maxpool avec un kernel de 2x2, 25 % des nœuds sont à 0.

 Flattening

    Dans un CNN, nous devons aplatir nos données "flatten" avant de pouvoir les entrer dans la couche output/dense.
 La couche Fully connected 

    La couche Dense avec 512 unités cachées, 50 % des nœuds sont à 0.

 Et en fin la couche dense de sortie avec 7 unités cachées correspond à nos 7 classes. 

Figure 11 - Architecture de notre module CNN.
La compilation est la dernière étape à faire. Une fois la compilation terminée, nous pouvons passer à la phase training.

    Categorical_crossentropy : Utilisée comme fonction de perte pour les modèles de classification multi-classes où il y a deux étiquettes de sortie ou plus. 

    optimizer=Adam() : algorithme d'optimisation de la technique de descente du gradient.

    metrics=['accuracy'] : la proportion du nombre total de prédictions qui étaient correctes.
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 Apprentissage du réseau/modèle neuronal

         steps_per_epoch : il spécifie le nombre total de pas effectués par le générateur dès qu'une époque est terminée et que la suivante a commencé.

        Nous pouvons calculer la valeur de steps_per_epoch comme le nombre total d'échantillons dans notre jeu de données divisé par la taille du lot. 

          epochs : le nombre d'époques pour lesquelles nous voulons former notre modèle.

         validation_data : est un générateur.
         validation_steps : uniquement si validation_data est un générateur alors seul cet argument peut être utilisé. Il spécifie le nombre total d'étapes effectuées par le générateur avant qu'il ne soit arrêté à chaque époque et sa valeur est calculée comme le nombre total de points de données de validation dans notre jeu de données divisé par la taille du lot de validation.

3.4.2 Résultat de l’apprentissage

    Sachant que nous n’avons pas utilisé une unité de traitement graphique, le temps de l’apprentissage a été si longtemps et il peut prendre plus de 7 heures pour terminer le processus de l’apprentissage.
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[image: image42.png]emotion_model. compile(loss="categorical_crossentropy’, optimizer=Adam(1r=8.0061, decay=le-6), metrics=[ ‘accuracy])




 Figure 12 -Résultat de l’entrainement du modèle.
Une fois que le modèle est formé, nous allons essayer de lui attribuée certains paramètres :

1- Epoch : désigne Le nombre d’époques (le nombre de fois où le modèle parcourt les données).
2- Loss : désigne le taux d’erreur.

3- Accuracy : désigne le taux de précision.

4- Val_loss : désigne la valeur perdue.

5- Val_acc : désigne la valeur de précision.
On peut voir que le réseau s’est entraîné pendant 50 époques et nous avons atteint une grande précision (95%) et une faible perte d’entraînement, comme le montre le tableau ci-dessous.
	Epoch 
	perte de l’apprentissage
	Précision de l’apprentissage
	valeur perdue
	Valeur 

de précision

	1
	1.7917
	0.2645
	1.5903
	0.3471

	2
	1.6106
	0.3762
	1.4463
	0.4299

	3
	1.4935
	0.4298
	1.4690
	0.4611

	4
	1.4087
	0.4644
	1.2986
	0.4859
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	47
	0.1606
	0.9447
	1.5564
	0.6254

	48
	0.1580
	0.9460
	1.8188
	0.6147

	49
	0.1409
	0.9518
	1.5354
	0.6220

	50
	0.1510
	0.9492
	1.5292
	0.6192


Tableau 2 - Résultats de l’apprentissage 
Après l’analyse des résultats obtenus, On constate les remarques suivantes :

La précision de l’apprentissage et de test augmente avec le nombre d’époque, ceci reflète qu’à chaque époque le modèle apprend plus d’informations. Si la précision est diminuée alors on aura besoin de plus d’information pour faire apprendre notre modèle, et par conséquent on doit augmenter le nombre d’époque et vice versa.

De même, l’erreur d’apprentissage et de validation diminue avec le nombre d’époque
3.4.3 Module de détection

Pour détecter des visages nous avons utilisé une méthode, proposée par Paul Viola et Michael Jones dans leur article "Détection rapide d’objets utilisant une cascade de fonctions simples" en 2001. 
Dans notre système nous avons utilisé haarcascade_frontalface_default.xml de la bibliothèque OpenCV qui fournit la méthode Haar Cascade.
2.7 Présentation de l’application
C’est l’interface de notre application où nous testons notre modèle, le système présente les visages captés via une webcam et détecte l’état émotionnel de l’individu.
	Tests
	Résultats
	Observations

	Colère
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Tableau 3 - Tests et résultats avec webcam.
Le tableau 3 montre les résultats obtenus du model CNN, sur l’ensemble de test en direct sur la webcam, le tableau donne le nombre de prédictions d’émotion et quelques indications.
Le modèle fonctionne très bien sur la classification des émotions, sur les 17 essais qu’on a faits 14 sont positives et 03 négatifs, ce qui se traduit par des scores de précision relativement élevés pour l’heureux, le neutre, la peur la colère et la surprise puisque l’utilisateur ne peut pas rester devant la webcam une durée très longue. Mais après plusieurs tests, on peut voir que notre classificateur fonctionne très bien sur la classification des expressions : heureux, peur, neutre, et surpris.

En revanche, le classificateur semble faible pour les expressions : colère, dégoût et tristesse.

Notons que pour l’expression de « surpris », la plupart des prédictions ont été mal prédites confondues par l’expression de « peur », cause de la ressemblance de ces expressions faciales. La même chose pour l’expression de « dégoût », ou les prédictions ont été mal prédites à cause de la ressemblance avec l’expression de « la tristesse ».
2.8 Conclusion

Dans ce dernier chapitre on a projeté la lumière sur l’environnement de travail, côté matériel et coté logiciel pour la réalisation de notre système.

On a créé un classificateur d’expressions faciales à l’aide de Deep learning avec une architecture CNN simple, les expérimentations ont montré que le modèle de CNN est efficace 

en cas général, et présente quelques lacunes pour certaines expressions.

Conclusion Générale
La capacité de l’ordinateur à reconnaitre le visage de la personne constitue un nouveau défi pour la recherche scientifique moderne. D’autant plus que la communication entre humaine et appareils électroniques a augmenté considérablement, les chercheurs cherchent à développer des programmes intelligents capables de faire la reconnaissance faciale en peu de temps.

Nous avons présenté à travers ce projet une étude de la reconnaissance faciale en utilisant l’apprentissage profond des réseaux de neurone convolutifs (CNN),  et qui a montré un taux de reconnaissance d’émotions élevé de 94 %, ce qui favorisant pour s’investir dans cet axe de recherche.
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