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Introduction Générale


La reconnaissance des formes a pour objet de simuler les activités de perception sensorielle du cerveau. En premier lieu, la perception visuelle et auditive, y compris dans des bandes spectrales non perçues par l'homme (infra rouge, radar, sonar, ...). La reconnaissance a besoin d’un modèle de l’objet. Pour l’être humain, ce modèle correspond à une représentation mentale de l’objet qui peut être apprise en retenant les caractéristiques les plus discriminantes de l’objet. Les caractéristiques peuvent être toutes sortes d’attributs de l’objet : forme, couleur, texture, taille, volume, etc. 

Objet de recherches depuis l'apparition de l'informatique, cette discipline prend désormais un essor considérable dans l'industrie, car les progrès de l'électronique permettent désormais de doter les systèmes opérationnels de fortes puissances de calcul à des prix raisonnables. Elle regroupe un certain nombre de techniques allant de la simple identification d'objets isolés à l'analyse de scènes complexes ou la compréhension de la parole. Dans ces derniers cas, il faut tout à la fois segmenter en objets, identifier ces objets et établir un réseau de relations entre objets. La notion d'apprentissage est au cœur de la plupart des techniques développées. Ces techniques peuvent être utilisées soit seules dans le cas de systèmes dont la mission principale est d'identifier des objets, soit en relation étroite avec des techniques d'intelligence artificielle dans le cas de systèmes devant à la fois percevoir et raisonner sur les choses perçues.

En d’autres termes, le problème que cherche à résoudre la reconnaissance des formes est d'associer une étiquette à une donnée qui peut se présenter sous la forme d'une image brute ou d’un signal. Des données différentes peuvent recevoir la même étiquette ; ces données sont les réalisations ou les exemplaires de la classe identifiée par l'étiquette. Par exemple, l'écriture manuscrite du caractère A varie d'un scripteur à l'autre mais le lecteur identifiera le caractère A pour chacune de ces réalisations. 

Parallèlement aux travaux sur les méthodes de reconnaissance, se développaient le traitement d'image et la vision par ordinateur. Ces domaines ont focalisé le problème de la reconnaissance sur des données spécifiques, mais par ailleurs ils ont permis de situer la reconnaissance dans un processus plus vaste d'interprétation d'image impliquant des niveaux de perception et des connaissances propres au domaine.

Le cours est organisé en cinq sections correspondant à des types différents des méthodes de la reconnaissance des formes. Les quatre premières sections correspondent aux quatre chapitres abordés dans ce cours (décrit dans le paragraphe suivant). La dernière section est réservée aux séries de travaux dirigés (TD) proposées pour ce cours.  

Le premier chapitre de ce document est consacré à la présentation de la Reconnaissance des Formes, son utilisation et les domaines qui font appel à cette discipline. 

Le deuxième chapitre est consacré aux chaines de Markov et à la leurs formulation mathématique, c’est-a-dire les contraintes et la fonction objective d’un modèle Markovien. 

Le troisième chapitre traitera les réseaux de neurones. La résolution de ces problèmes fait appel à des techniques et des algorithmes de résolution. Parmi eux nous présenterons dans un premier temps les différents types de ces réseaux, suivis par des algorithmes les plus utilisés dans le domaine de l’apprentissage machine. 

Le quatrième chapitre concerne l’Analyse en Composante Principale (ACP) qu’est une méthode largement utilisée dans l’analyse des données et qui permet de résoudre efficacement certains types de problèmes d’optimisation. Dans ce chapitre nous avons introduit un exemple de données, pour concrétiser l’ensemble des opérations faites par une ACP à savoir la résolution analytique et la résolution graphique. 

Chaque chapitre est suivi d'une série d'exercices proposés aux étudiants sous forme de travail demandé.  La dernière partie de ce document concerne les énoncés des différentes séries d'exercices à traiter. 
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Chapitre 1 : Introduction à la Reconnaissance Des Formes 


1.1. Introduction

La reconnaissance des formes (ou RDF) est issue de différentes disciplines qui sont les mathématiques (probabilités et statistiques), les sciences de l'ingénieur, l'informatique et l'intelligence artificielle. C'est à partir des années 60 que la reconnaissance des formes est devenue une discipline spécifique. L'extraordinaire développement des ordinateurs des dernières années a donné un élan à la RDF en permettant des applications temps réel, en particulier dans le domaine des applications visuelles et auditives. Les procédés d'acquisition tels que caméra, scanner sont très accessibles, ainsi que des ordinateurs à la fois puissants et bons marchés. Ils permettent le traitement de nombreuses données en un temps raisonnable comme cela est souvent nécessaire en RDF. 
L'objectif de la RDF est de réaliser des systèmes informatisés qui simulent les activités humaines de perception, de reconnaissance et de compréhension: reconnaissance de l'écrit, de la parole, interprétation de scènes, robotique, reconnaissance de signaux médicaux EEG (électroencéphalogramme), ECG (électrocardiogramme). Cela implique aussi une certaine pluridisciplinarité pour comprendre l'aspect physique des capteurs, les aspects mathématiques de la classification, ceux relatifs à l'informatique.
Les systèmes de reconnaissance des formes intègrent toute la chaine perception-reconnaissance depuis l'acquisition des données brutes jusqu'à la compréhension élaborée de ces données. Ces dernières ont entre temps subi de nombreuses transformations. De ce fait, la RDF fait appel à des disciplines connexes telles que le traitement du signal et de l'image, l'intelligence artificielle ou le traitement automatique des langues (TAL).

1.2. Domaines d'application
Parmi les domaines les plus populaires de la RDF on trouve l'interprétation d'images aériennes ou satellites conduisant à la surveillance ou aux prévisions agricoles, celles des images et signaux médicaux pour des tâches de comptage ou de repérage de cellules ou d'événements anormaux, la détection de défauts (pièces industrielles, industrie alimentaire,…). Sans être exhaustifs, citons aussi d'autres domaines récents et très actifs: la reconnaissance de gestes, de l'attitude et même des émotions è partir de séquences vidéos ou audios, la reconnaissance des opinions à partir de tweets.  

Parmi les domaines les plus populaires de la RDF on trouve la reconnaissance de l'écriture et de la parole. En ce qui concerne l'écrit, on pense souvent à l'OCR (Optical Character Recognition) qui est la reconnaissance des caractères dans les textes imprimés. On parle de système monofonte, multifonte, omnifonte selon que le système traite une, plusieurs ou n'importe quelle police de caractères. On trouve dans le commerce de bons systèmes OCR multifontes qui nécessitent toutefois des documents de bonne qualité pour atteindre les taux de reconnaissances affichés. La reconnaissance des adresses postales, montants de chèques, formulaires et courriers manuscrits sont des applications industrielles importantes qui traitent l'écriture manuscrite non contrainte. Le vocabulaire doit cependant être limité. La variabilité inra-scripteur et inter-scripteur de l'écriture sont un défi majeur  pour la reconnaissance. L'écriture manuscrite en ligne est obtenue à partir d'un style adapté et d'une tablette graphique. Des paramètres de vitesse, pression du mouvement de l'écriture sont alors enregistrés pour la reconnaissance des mots ou l'authentification des scripteurs.

Pour le traitement de la parole, on parlera de même de système mono-locuteur si celui-ci est adapté à une personne donnée, multi-locuteurs sil est adapté à plusieurs personnes connues du système ou omni-locuteurs pour les usages tout public.

1.3. Schéma général d'un système de reconnaissance

Une chaine de traitement dans un système de reconnaissance comprend plusieurs modules (Figure 1.1) et plusieurs espaces de travail. L'objectif de la reconnaissance des formes va être de définir une suite d'opérations permettant de passer de l'espace des données ou formes, à l'espace des classes ou la catégorie de la forme est estimée. Ces opérations sont en pratique des procédures informatisées.
Avant d'estimer la classe d'une forme, celle-ci doit être numérisée puis représentée.
[image: RÃ©sultat de recherche d'images pour "schÃ©ma de la reconnaissance des formes"]
Figure 1.1 :- Schéma général d'un système de reconnaissance

1.4. Système d'acquisition et prétraitement

Suivant la nature du signal, un capteur (caméra, miscrophone,…) est  pour acquérir le signal sous forme numérique ou analogique (il faut alors le convertir en numérique) pour qu'il soit traitable par un système informatisé. On passe ainsi du monde réel au monde des formes ou données.
Les prétraitements sont spécifiques à un domaine et ont pour utilité de réduire les bruits de capteurs ou inhérents au signal. Ils peuvent servir aussi de préparation aux phases suivantes en réduisant la variabilité du signal.
1.5. Apprentissage

L'apprentissage consiste à apprendre les caractéristiques communes aux classes et à distinguer les différentes classes entre elles. On constitue un ensemble d'apprentissage à partir d'exemples issus des différentes classes.
Le nombre minimum d'exemple dépend de la dimension d de l'espace de représentation R et de la méthode utilisée: plus la dimension de R est élevée, plus il faudra d'exemples. De même, les méthodes nécessitant une estimation ou les méthodes basées sur les k-ppv ont de bonnes propriétés de convergence si elles sont élaborées
Si l'ensemble d'apprentissage sert à construire la procédure ou fonction de décision, il faut aussi que les performances du système restent bonnes pour des exemples ne faisant pas partie de l'ensemble d'apprentissage: c'est la propriété de généralisation.
On distingue deux types d'apprentissages statique: supervisé et non-supervisé. Lors d'un apprentissage supervisé, la classe (représentée par son étiquette) de chaque objet est fournie  au programme d'apprentissage en même temps que les données.
Parfois un apprentissage non supervisé est nécessaire, quand les classes sont mal définies a priori. Les classes sont alors déterminées automatiquement en formant des nuages de points dans l'espace de représentation. Ce type d'apprentissage est l'objet des méthodes de classification automatique.
1.5.1. Méthodes statistiques et structurelles

Le principe des méthodes statistiques consistent à partitionner, lors de l'apprentissage, l'espace de représentation en régions. Chaque région est affectée à une classe. Lors de la décision, une réalisation sera affectée à a classe de la région à laquelle elle appartient. Cette partition est explicite dans les méthodes de discrimination linéaire ou paramétrique  où  la frontière entre classes est recherchée. Elle est implicite dabs les méthodes bayésiennes ou celles de k-ppv (k plus proches voisins).
Les méthodes structurelles s s'appuient sur la comparaison des représentations structurées avec des représentations prototypes conservées en mémoire: comparaison de graphes, de chaines et d'arbres. Les grammaires permettent aussi de représenter de manière générique les classes. Une représentation est alors acceptée ou rejetée par la grammaire dans un mécanisme d'analyse syntaxique utilisant des automates. 
1.5.2. Approches stochastiques et neuronales

Les méthodes stochastiques sont actuellement en vogue pour leurs bonnes capacités d'apprentissage et de généralisation dans les systèmes de traitement de la parole et plus récemment de l'écriture. Elles évitent la segmentation des mots en unités élémentaires (phonèmes ou lettres) pas toujours nettement présentes d dans le signal. Ces méthodes sont utilisables pour un signal, de type stochastique qui se déroule temporellement ou spatialement : l'analyse par fenêtre glissante permet d'en extraire une représentation de type séquence de vecteurs. Les méthodes stochastiques sont également utilisées en traitement de la langue.
Les méthodes neuronales imitent le fonctionnement du cerveau en s'appuyant sur certaines caractéristiques des neurones humains. Elles peuvent traiter des formes isolées ou des séquences de vecteurs. De nombreuses architectures neuronales ont été développées: réseaux en avant, convolutionnels, récurrents, à couches cachées, etc…
1.6. Présentation des résultats de reconnaissance

Une fois le système de reconnaissance construit, on espère qu'il fonctionnera parfaitement. Concrètement if fera tout de même des erreurs du fait de l'ambiguïté des formes. Analyser ces erreurs permet de mieux appréhender le problème que vous avez à résoudre, de mieux comprendre vos données et l'approche que vous avez choisie.

1.6.1. Erreurs de type I et II
La performance d'un système peut se résumer au simple comptage des erreurs ( comptage brut ou pourcentage d'erreur). Mais dans certaines applications, cette métrique n'est pas la meilleure. Par exemple dans un problème de diagnostic médical, supposons qu'une personne soit affectée d'une maladie grave et que celle-ci ne soit pas détectée par le système de reconnaissance. Si le système au contraire détecte la maladie alors que la personne n'est pas atteinte, cette erreur est bien différente de la précédente. Quelle est l'erreur la plus grave est laissé à votre appréciation personnelle. Cependant le concepteur du système doit être bien conscient de cette différence dans les erreurs. En particulier ces erreurs seront présentées chacune séparément :

Probabilité de non détection :  

Probabilité de fausse alarme :  
Notons que ces probabilités correspondent à des probabilités conditionnelles.

La probabilité d'erreur totale du système  est la somme de ces 2 probabilités pondérées par les  probabilités a priori des classes: 




On peut également définir: probabilité de non détection correcte et probabilité de détection correcte. 

On a :   

                
Dans ce problème à 2 classes ou la casse 0 correspond à l'absence de maladie et la classe 1 à  la présence de maladie, on peut regrouper les résultats du système dans un tableau tel que le Tableau I.1.
	
	décision 0 (absence)
	décision 1 (présence) 

	T=0
	

	


	T=1
	

	



Tableau 1.1-Probabilités d'erreur conditionnelles différenciées dans un problème de détection.


Dans un problème de détection, les probabilités d'erreurs  et  correspondent à un facteur prés, aux probabilités d'erreurs de type I et de type II respectivement.


De manière générale dans un problème à 2 classeset, il y a erreur de décision dans les cas suivants :
· 

On classe une représentation (vecteur par exemple) dans la classe  mais celle-ci appartient en fait à une forme de la classe.
· 

On classe la représentation de la forme dans la classealors qu'elle appartient en réalité à la classe.
Nous pouvons ainsi exprimer la probabilité d'erreur par :




Le premier terme correspond à la probabilité d'erreur de type II et le second à la probabilité d'erreur de type I. Les 2 types d'erreur sont indiqués dans le Tableau 1.2. L'erreur de type I (resp.II) correspond donc aux mauvaises classifications des vecteurs dont la classe véritable est (resp. ).
Tableau 1.2-Erreurs de type I et de type II dans un problème de décision à 2 classes. d est la décision, T est la variable aléatoire de classe.
	
	T=1
	T=2

	d=1
	décision correcte
	Erreur de type II

	d=2
	Erreur de type I
	décision correcte




Dans un système de détection il y a des cas ou on ne dispose pas d'assez de données pour estimer correctement, la probabilité de bonne détection. On utilise alors les mesures de précision et rappel :

1.6.2. Précision et rappel
On mesure l’efficacité d’une technique de recherche d’informations en utilisant deux mesures distinctes qui sont la précision et le rappel.
a. La précision permet de répondre à la question suivante :
Quelle proportion d'identifications positives était effectivement correcte ?
La précision peut être définie comme suit :


b. Le rappel permet de répondre à la question suivante :
Quelle proportion de résultats positifs réels a été identifiée correctement ?
Mathématiquement, le rappel est défini comme suit :
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Chapitre 2 : Approche Markovienne


2.1. Processus stochastiques

Nous abordons maintenant l’approche markovienne de reconnaissance. Le cœur de cette approche sont les modèles de Markov cachés. Cette approche est de type modélisation comme l’approche bayésienne. En effet à chaque classe va correspondre un modèle constitué de l’ensemble des paramètres spécifiques à cette classe. Contrairement à l’approche bayé sienne qui représente une forme par un vecteur, dans l’approche markovienne la forme est représentée par une séquence de vecteurs ou de symboles. Cette séquence !est considérée comme générée par un processus aléatoire, donc            stochastique. Ce processus fait intervenir des vecteurs ou variables aléatoires observées ou cachées qui change de valeur au cours du temps. On considérera généralement le processus comme stationnaire : les propriétés statistiques du processus sont les mêmes quel que soit l’instant d’observation t. Des signaux temporels comme la parole, les textes et l’écriture, dont les propriétés dépendent d’états générateurs sous-jacents, peuvent être modélisés par cette approche.
Nous considérons des processus à temps discret, c-a-cl pouvant changer de valeur à des temps (ou position dans l’espace) t entiers, t = 1,2,.. .T. Nous considérons aussi des espaces d’états discrets et finis.
2.2. Chaînes de Markov

Nous présentons tout d’abord les chaînes de Markov qui sont des modèles de Markov totalement observés. Une chaîne de Markov est un processus stochastique dont les états sont observables. L’hypothèse markovienne suppose  que l’état que l’on observe à un instant on nue position donnés ne dépend que de l’état précédent, ou de quelques états précédents. On peut donc faire abstraction des états plus lointains.

Notons Q(t)  la variable d’état au temps t. La valeur de la variable aléatoire Q(t) est notée on minuscule [image: ] qt Q(t) prend ses valeurs dans l’ensemble fini 1, 2,..., Q, ce qui signifie que  [image: ].
Considérons l’exemple de la station météorologique[footnoteRef:2]. Les états observés oui, pour Valeurs I : pluie , 2 : nuages ou 3 : soleil. Pour une interprétation plus facile d’une Un des états, on peut associer les symboles r (rainy, pluvieux), c (cloudy, nuageux), s (anncy ensoleillé) aux valeurs d’états numériques 1, 2 et 3. Ainsi, observer la séquence d’états cssr signifie : Q(1) = 2, Q(2) = 3, Q(3) = 3, Q(4). = 1. Nous allons maintenant; alléger la notation et écrire : P(qt) pour P(Q(t) = qt) et P(qt = i) pour P(Q(t) = i). [2: ] 


Le problème est le suivant : partant d’un état connu qi = 3 (ensoleillé) le premier (t = 1), quelle est la probabilité d’observer les 7 jours suivants (t = 2, ...8) la séquence d’états ssrrscs : q2 = 3, q3 = 3, q4= 1, q5 = 1, q6 = 3, q7 = 2, q8 = 3. Notons que puisque le premier état est connu alors P(q1 = 3) = 1. Cette probabilité notée 3.

Reprenons la séquence d’états : q1=3 ,q2=3 ,q3 = 3, q4= 1, q5= 1 ,q6 = 3, q7= 2,   qT = 3 (T=8) et calculons la probabilité (jointe) de cette séquence.

En appliquant la formule : P(A, B) = P(A|B)P(B)
Si on applique de nouveau cette formule sur le dernier terme de l’équation 3.1 et en  itérant, on obtient :




L’ensemble des valeurs i = P(q1 = i) i {1,2, ...Q} Constitue la loi de probabilité initiale. Ce sont les probabilités que la séquence débute par un état i donné, {1,2,… Q}. Ces valeurs sont regroupées dans le vecteur   = (1, 2, ...,  q). Dans exemple, nous avons vu que 3= 1 et par conséquent 1 = 0, 2= 0. D’où la valeur du vecteur  = (0 0 1)

sont des probabilités conditionnelles. On dit que le processus markovien, d’ordre k si la dépendance se limite aux k instant précédents, c-à-d : 




Dans le cas où k = 1, le processus est markovien d’ordre 1 et :




La valeur de l’état à l’instant t ne dépend que de la valeur de l’état à l’instant t-1.
On fait de plus l’hypothèse que le processus est stationnaire, c-à-d que la probabilité de passer de l’état i à l’état j ne dépend pas de l’instant t considéré :





Pour les k tels que (t + k) ≤ T afin de ne pas dépasser la fin de la séquence. On peut donc écrire : P(qt = j|qt-1 =i) = aij et définir ainsi une matrice A = {aij } i,j  {1,2, ...Q} dont les éléments sont indépendants du temps, appelée matrice de transition entre états. Les éléments de la matrice A doivent vérifier :


Les éléments du vecteur  vérifient de même :


Un modèle de Markov d’ordre 1 peut être, représenté graphiquement par un automate probabiliste à états finis. Un nœud de l’automate correspond à un état. Un arc est dessiné entre deux nœuds (états) si la probabilité de transition entre ces deux états est non nulle. On peut aussi rester dans un état i si la probabilité an est non nulle.
[image: ]
Figure. 2.1 – Chaîne de Markov représentée par un automate probabiliste à 3 états. Les nœuds du graphe sont les états, et les arcs sont les probabilités de transition entre états.
On peut éviter l’utilisation du vecteur  en introduisant un état supplémentaire-, initial 0 sur lequel commence obligatoirement la chaîne de Markov (Figure 3.2). Les valeurs du vecteur  sont ainsi incluses dans la matrice de transition A modifiée de taille (Q +1) x (Q +1)

[bookmark: bookmark5]2.2.1 Exemple de chaîne de Markov d’ordre 1

Reprenons l’exemple précédent avec la matrice de transition suivante incluant la probabilité initiale 3 = 1 puisque l’on commence sur l’état 3 :




La matrice A, ou l’ensemble des {aij } et du vecteur , sont des paramètres, constituant le modèle de la chaîne de Markov d’ordre 1.


Reprenons la modélisation proposée en (Figure 2.1) Connaissant le modèle, c.-à-d. les probabilités de transition entre états et un premier état observé i{1,2, ..Q}, il est possible de générer la suite future des états.[footnoteRef:3] [3: 
] 

Supposons que nous cherchions à générer une chaîne de T états à partir de l’état qt = 2 (ici t = 1 mais cela est valable pour tout t puisque le processus est stationnaire). 
Nous-partons de qt et cherchons qt+1. La loi de probabilité aqtqt+1 correspond à une ligne de la matrice de transition A, celle correspondant aux transitions de qt vers tous les autres états. On peut représenter ces probabilités de transition par des intervalles sur la droite [0 1]. Plus la transition de l’état qt =i vers un état qt+1 = j est probable, plus l’intervalle sera grand.
[image: ]
Figure 2.2 - Chaîne de Markov précédente (Figure 2.1) représentée par ses 3 états, plus un état initial 0 sur lequel commence obligatoirement la chaîne. De cet état initial, on se déplace sur l’état numéro 3 si le premier état observé est l’état 3.

2.3. Modèles de Markov cachés

Dans le début du chapitre, nous avons présenté les processus stochastiques markoviens où des suites d’états sont observées. On s’intéressait à calculer la probabilité de la suite d’états observés. Dans cette Section, nous abordons les modèles de Markov cachés (ou HMM : Hidden Markov Models), processus formés de deux chaînes de Markov : une chaîne d’états non observés et une chaîne de valeurs (ou vecteurs ou symboles) observées appelée "séquence d’observations”. Les observations sont supposées être générées par les états sous jacents. En pratique les observations sont liées aux états de manière statistique via les lois de probabilité des observations en fonction des états.
      On peut imaginer l’attribution d’états aux observations comme un processus de  groupement ou clustering. Chaque observation est associée principalement à un état. le caractère est découpé verticalement en ensembles de colonnes. Chaque ensemble de colonnes constitue une observation. Ces ensembles de colonnes sont obtenus ici à partir d’une fenêtre déplacée de gauche à droite sur l’image du caractère. La fenêtre est de largeur w pixels et de hauteur, la hauteur de l’image du caractère. A l’instant suivant, la fenêtre est déplacée de  pixels. L’ensemble des colonnes de la fenêtre peut être considéré comme un grand vecteur et le caractère est représenté ici par sept vecteurs d’observations. L’état 1 correspond au début; du caractère (trois premières observations), l’état 2 à son milieu (deux observations suivantes) et l’état 3 à la fin du caractère.
Les observations sont obtenues ici par une fenêtre dite glissante. Dans cette fenêtre d’autres caractéristiques que les valeurs de pixels peuvent être extraites : concavités, centre de gravité et directions locales des traits, densités de pixels. 

2.3.1. Modélisation par modèle de Markov caché





On appelle  une séquence d’observations, de longueur T. Chaque observation  est un symbole, une variable ou un vecteur. Si l’observation est un symbole, on parle d’observation discrète et chaque appartient à un ensemble fini de N symboles :. Ces symboles sont associés par une bijection à l’ensemble {1,2, ...N}. L’observation est dite continue quand c’est une variable ou un vecteur appartenant à un ensemble continu.
La séquence d’observations o correspond à une suite d’états q = q1, q2 .. qT On suppose que l’espace des états est fini : les valeurs possibles des états appartiennent à l’ensemble {1,2, ...Q}. On a généralement Q inférieur à N.
Comme pour les chaînes de Markov, on dispose d’une matrice de transition entre états A et d’une loi de probabilité initiale .



A = {} et = P(qt = j|qt-i = i) i,j {1,2, ...Q}

= (1, 2……..,q) et i = P{ql = i) i{1,2, ...Q}

Calculons la probabilité P(o1,o2,...,oT|q1,q2……….qT)- C’est la probabilité d’observer la séquence de symboles (ou vecteurs) connaissant la séquence sous-jacente.


= 
Cette expression est due à l’hypothèse fondamentale d’indépendance conditionnelle des observations. Chaque observation est générée par un état sous-jacent. Si celui ci ost connu, les observations (conditionnellement aux états) sont indépendantes les unes (les autres.

On définit donc la probabilité d’émission de l’observation  dans l’état i :

 
  Cette probabilité ne dépend pas de la variable t (indiquant le temps ou la position) car le processus est stationnaire.

   Pour des observations continues, est en réalité une densité de probabilité modélisée par une loi gaussienne ou une loi de type mélange de gaussiennes ou toute f autres lois adaptée à la nature des observations.

Si la loi des observations est modélisée par une loi mélange de gaussiennes, on a :






où  et , sont respectivement le vecteur moyenne et la matrice de covariance de la kème loi gaussienne composante du mélange associée à l’état  est le poids de la kème loi gaussienne du mélange.














Chapitre 3
 Réseaux de neurones artificiels

3.1. Introduction .........................................................................................................................................25
3.2. Réseaux de neurones artificiels (RNA)................... .............. ..... ....................................................25
3.3. Les Réseaux de neurones usuels........................................................................................................26
3.3.1. Le perceptron Multicouche (multi layer Perceptron)..................................................................26
3.3.2. Rétropropagation du gradient de l’erreur......................................................................................28
3.3.3. Les réseaux à fonction radiale (RBF).............................................................................................30 
3.3.4. Les réseaux ART........................................ ......................................................................................31 
3.3.5. Les réseaux de Hopfield...................................................................................................................31
3.3.6. Les cartes auto-organisatrices de Kohonen (SOM).....................................................................32










Chapitre 3 : Réseaux de neurones artificiels

3.1. Introduction 
A l'origine, l'idée de réseaux de neurones était de développer un analogue informatique du cerveau humain. Beaucoup de termes relatifs à ce sujet sont empruntés à la neuroscience, mais jusqu'à présent, les réseaux de neurones peuvent seulement imiter le cerveau humain a un certain degré. Cependant, un réseau de neurones se compose de plusieurs éléments de traitement simples, qui interagissent à travers un réseau dense d'interconnexions. Grâce à cette structure en réseau, un réseau de neurones peut apprendre et à mémoriser des configurations complexes.
	
3.2. Réseaux de neurones artificiels (RNA)
Un réseau de neurones est un modèle de calcul dont la conception est très schématiquement inspiré du fonctionnement de vrais neurones. Les réseaux de neurones sont généralement optimisés par des méthodes d’apprentissage de type statistique, si bien qu’ils sont placés d’une part dans la famille des applications statistiques, qu’ils enrichissent avec un ensemble de paradigmes permettant de générer de vastes espaces fonctionnels souples et partiellement structurés, et d’autre part dans la famille des méthodes de l’intelligence artificielle qu’ils enrichissent en permettant de prendre des décisions s’appuyant d’avantage sur la perception que sur le raisonnement logique des formes .
Il y a trois types possibles de neurones, qui sont organisés en sous-ensembles disjoints appelés couches (couche d’entrée, couche cachée et couche de sortie). Un neurone est connecté à un autre neurone avec une connexion, qui fonctionne comme un signal instantané unidirectionnel. Chaque connexion entre ces neurones est associée à une quantité appelée le poids ou la force de liaison (Hecht-Nielsen, 1990) (voir Figure 3.1).





[image: ]







Figure 3.1- Un réseau de neurones et son élément de traitement de base.

Un neurone caché ou de sortie calcule une sortie y, qui est envoyée vers les autres neurones du réseau ou à l'extérieur. La sortie est généralement déterminée comme suit : tout d'abord, le neurone calcule une valeur de réseau d'entrée en additionnant les valeurs d'entrée multipliées par leurs pondérations correspondantes. Ensuite, le neurone qui détermine la valeur de sortie en appliquant une fonction de transfert, qui est généralement une fonction de seuil comme la sigmoïde. En outre, les mises à jour des poids des neurones se font selon la procédure du gagnant, par rapprochements successifs entre les sorties obtenues par le réseaux et les formes ou classes d’appartenance désirées.
Les neurones d'entrée se comportent d'une manière différente de celle des autres neurones. Chacun des neurones d'entrée reçoit exactement un signal d'entrée, qui représente un élément d'une configuration d'entrée à l'extérieur du réseau. Par  conséquent, les neurones de la couche d'entrée présentent ainsi un modèle d'entrée pour tous les neurones de sortie. En règle générale, ces neurones ne font que distribuer les signaux aux neurones dans la couche suivante [Haykin, 1999].
[bookmark: _Toc504637262][bookmark: _Toc504637553][bookmark: _Toc504637960]3. 3. Les Réseaux de neurones usuels
[bookmark: _Toc504637263][bookmark: _Toc504637554][bookmark: _Toc504637961]3.3.1. Le perceptron Multicouche (multi layer Perceptron)
Historiquement le premier RNA, nommé le Perceptron de Rosenblatt, est un réseau simple mono couche, qui se compose d'une couche d'entrée et d'une couche de sortie. Il est calqué, à la base, sur le système visuel et de ce fait a été conçu dans un but premier de reconnaissance des formes. Cependant, il peut aussi être utilisé pour faire de la classification et pour résoudre des opérations logiques simples (telle "ET" ou "OU"). Sa principale limite est qu'il ne peut résoudre que des problèmes linéairement séparables. Il suit généralement un apprentissage supervisé selon la règle de correction de l'erreur (ou selon la règle de Hebb).
Notons que le perceptron multicouche (PMC) constitue le réseau le plus utilisé. Il s’agit d’un réseau de type (feedforward) composé de couches successives, ce type de réseau est très performant pour les problèmes de classification. L’idée consiste à regrouper les neurones par couches interconnectées. Une première couche appelée couche d’entrée est composée d’un certain nombre de neurones dont la tâche est de recevoir l’information de l’extérieur. Ces informations sont transformées puis transmises aux neurones de la (ou des) couches intermédiaires qui vont effectuer certains traitements puis envoyer les résultats vers une dernière couche appelée couche de sortie (voir Figure 3.2). 

[image: ]
                                              Figure 3.2- Perceptron Multi Couches.

A l'heure actuelle, il n'existe pas de règles ou lois régissant le nombre de couches cachées et le nombre de neurones par couche cachée à utiliser. Le choix reste heuristique et il est établi en fonction de l'utilisation du réseau. Le but est d'obtenir le réseau le plus simple possible afin de limiter le temps de calcul, mais suffisamment élaboré pour répondre aux critères de discrimination désirés. L'utilisation d'un tel réseau pour la classification impose le nombre de neurones pour la couche d'entrée.
En effet, cette couche correspond au vecteur de mesure ou vecteur d’entrée. La couche d'entrée aura alors un nombre de neurones équivalent au nombre de composantes du vecteur d’entrée. En ce qui concerne la couche de sortie, un des choix possibles est de faire correspondre le nombre de neurones au nombre de classes estimées. Pour gérer les neurones, les fonctions d'activation permettent de définir l'état de leur sortie en fonction de leurs entrées. En effet, chaque neurone est relié à tous les neurones de la couche précédente et chacune des connexions est affectée d'un poids w pondérant la sortie du neurone précédent. La somme des entrées est alors introduite dans une fonction d'activation qui décide de l'état de sortie du neurone [Graupe, 2007].
3.3.2. Rétropropagation du gradient de l’erreur






Soit le réseau (voir Figure 3.2) dans lequel les unités de sortie sont notées[image: ], les unités cachées  et les unités d’entrée. Les connexions des unités d’entrée aux unités cachées sont notées  et celles des unités cachées aux unités de sortie par. L’entrée k a pour valeur[image: ]lorsque la donnée p est présentée au réseau. Ces valeurs peuvent être binaires (0/1 ou +1/-1) ou continues.

Pour la donnée d’entrée p, la valeur de sortie de l’unité cachée j est donnée par :
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	[image: ]     (3.1)        [image: ]



Les unités de sortie ont comme valeur : 
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	[image: ]     (3.2)        [image: ]



Les fonctions d’erreurs partielles et globales sont alors définies par :
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	[image: ]     (3.3)        [image: ]



[image: ]
La minimisation de la fonction d’erreur globale va se faire par une descente de gradient. Par conséquent, après la présentation de tous les vecteurs d’entrée de la base d’apprentissage, la valeur de chaque connexion est modifiée par la règle suivante:
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	[image: ]     (3.4)        [image: ]
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Cette règle d’apprentissage est généralement appelée la règle de delta généralisée. Dans l’expression (3.3), seule la sortie dépend du paramètre[image: ] w. Selon la position des poids des connexions, deux cas se présentent :

Cas des connexions entre la couche cachée et celle de sortie () :

Pour le cas des neurones de sortie, l’expression (3.3) devient fonction du paramètre  qui influe uniquement sur la sortie du neurone d’indice i. Nous pouvons donc décomposer la dérivée de l’expression (3.3) par :
	           [image: ]
	[image: ]     (3.5)        [image: ]



L’expression (3.4) devient alors :
	[image: ]       
	[image: ]     (3.6)        [image: ]




Pour le cas des neurones cachés, l’expression (3.4) est fonction du paramètrequi influe non seulement sur la sortie du neurone j de la deuxième couche, mais aussi sur tous les neurones i de la couche de sortie (en aval) qui lui sont connectés. On obtient alors l’équation suivante :

                                              
Après avoir calculé la variation des poids des connections pour tous les neurones de sortie (équation (3.5)), on calcule alors la variation des poids des connexions de la couche cachée. On met ainsi à jour les poids des connections de la couche de sortie jusqu’à la couche d’entrée: on rétropropage ainsi le signal d’erreur. C’est de là que vient le nom de cet algorithme: rétropropagation du gradient de l’erreur. 

Du fait de sommer les  pour tous les vecteurs p de la base d’apprentissage puis de remettre à jour les poids avec la variation totale ainsi calculée, l’algorithme est appelé gradient total. Une autre façon de faire, appelée version séquentielle, modifie les poids des connexions après chaque présentation d’un vecteur d’entrée p. Une version stochastique permet de prendre en compte les vecteurs d’apprentissage p d’une façon aléatoire.
L’algorithme de rétropropagation du gradient de l’erreur a permis de dépasser les limites du Perceptron simple. Il s’avère capable de résoudre un grand nombre de problèmes de classification et de reconnaissance des formes et a donné lieu à beaucoup d’applications. Cet algorithme souffre néanmoins de nombreux défauts, parmi lesquels:
• Une des limitations importantes est le temps de calcul: l’apprentissage est très long;  Une grande sensibilité aux conditions initiales, c'est-à-dire à la manière dont sont initialisés les poids des connexions;
•  De nombreux problèmes sont dus à la géométrie de la fonction d’erreur: minimums locaux. Ce problème est en partie résolu avec le gradient stochastique, mais il subsiste quand même;
• Le problème de dimensionnement du réseau. La rétropropagation apprend une base d’apprentissage sur un réseau dont la structure est fixée a priori. La structure est définie par le nombre de couches cachées, le nombre de neurones par couches et la topologie des connections. Un mauvais choix de structure peut dégrader considérablement les performances du réseau.
Durant l’apprentissage, il y a lieu d’appliquer l’algorithme de rétropropagation également pour les biais aux niveaux des neurones des couches cachées et de sortie. Ces biais ou seuils tolérables constituent aussi les paramètres du réseau mais dans une moindre mesure d’importance.
[bookmark: _Toc504637264][bookmark: _Toc504637555][bookmark: _Toc504637964]3.3.3. Les réseaux à fonction radiale (RBF)
Les réseaux de neurones à fonction de base radiale (Radial Basis Functions) (voir Figure II.3), sont des réseaux de neurones à une seule couche cachée dont les fonctions d'activation sont des fonctions à base radiale, le plus souvent des gaussiennes. La fonction d'activation du neurone de la couche de sortie est l'identité. Les entrées sont directement connectées aux neurones de la couche cachée. L'architecture est la même que pour les PMC, les RBF sont donc employés dans les mêmes types de problèmes que les PMC à savoir, en classification et en approximation de fonctions particulièrement. L'apprentissage le plus utilisé pour les RBF est le mode hybride et les règles sont soit, la règle de correction de l'erreur soit, la règle d'apprentissage par compétition [Kros et al., 1993].
[image: ]
Figure 3.3- Schéma d’un réseau RBF.

3.3.4. Les réseaux ART
ART (Adaptive Resonance Theory) est un modèle de RNA à architecture évolutive, développé en 1987 par Carpenter et Grossberg qui ont proposé une théorie pour modéliser l'apprentissage reposant sur l'auto-organisation des connaissances en structures qui tend à résoudre le délicat dilemme stabilité-plasticité. La plasticité spécifiant la capacité du système à appréhender des informations nouvelles, et la stabilité, sa capacité à organiser les informations connues en structures stables. En effet, dans un apprentissage par compétition, rien ne garantit que les catégories formées vont rester stables. La seule possibilité, pour assurer la stabilité, serait que le coefficient d'apprentissage tende vers zéro, mais le réseau perdrait alors sa plasticité [Parizeau, 2004]. Les ART ont été conçus spécifiquement pour contourner ce problème. Dans ce genre de réseau, les vecteurs de poids ne seront adaptés que si l'entrée fournie est suffisamment proche, d'un prototype déjà connu par le réseau. On parlera alors de résonnance. A l'inverse, si l'entrée s'éloigne trop des prototypes existants, une nouvelle catégorie va alors se créer, avec pour prototype, l'entrée qui a engendrée sa création. Il est à noter qu'il existe deux principaux types de réseaux ART : les ART-1 pour des entrées binaires et les ART-2 pour des entrées continues. Le mode d'apprentissage des ART peut être supervisé ou non .
3.3.5. Les réseaux de Hopfield
Les réseaux de Hopfield sont des réseaux récurrents et entièrement connectés. Dans ce type de réseau, chaque neurone est connecté à chaque autre neurone et il n'y a aucune différence entre les neurones d'entrée et de sortie. Ils fonctionnent comme une mémoire associative non-linéaire et sont capables de trouver un objet stocké en fonction de représentations partielles ou bruitées. L'application principale des réseaux de Hopfield est l'entrepôt de connaissances mais aussi la résolution de problèmes d'optimisation. Le mode d'apprentissage utilisé est le mode non-supervisé.

3.3.6. Les cartes auto-organisatrices de Kohonen (SOM)
Les cartes auto-organisatrices de Kohonen (1988) (voir Figure 3.4), sont des réseaux à apprentissage non supervisé qui constituent une classe importante des réseaux de neurones. Ils ont reçu une importance particulière depuis les travaux de Kohonen [Kohenen, 1997].
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Figure 3.4- La carte de Kohonen.
Ces réseaux sont composés d’une grille de neurones (ou nœuds), auxquels seront présentés des stimulus. Un stimulus (voir Figure 3.5), est un vecteur, de dimension d, qui décrit un objet à classer. Ce vecteur peut aussi être une description des caractéristiques physiques des objets stimuli. Chaque unité de la grille est reliée au vecteur d’entrée (stimulus) par l’intermédiaire de d synapses de poids w. En fait, à chaque unité est associé un vecteur de dimension d qui contient les poids w.

[image: ]
Figure 3.5- Schéma d’une carte de Kohonen connectée à un stimulus.
 
a. Formulation mathématique

La cartographie de l'espace d'entrée est réalisée en adaptant les vecteurs référents . L'adaptation est faite par un algorithme d'apprentissage dont la puissance réside dans la compétition entre neurones et dans l'importance est  donnée à la notion de voisinage. Une séquence aléatoire de vecteurs d'entrée est présentée pendant l'apprentissage. Avec chaque vecteur v, un nouveau cycle d'adaptation est démarré. Pour chaque vecteur v dans la séquence, on détermine le neurone vainqueur, c'est-à-dire le neurone dont le vecteur référent approche v le mieux possible par la fonction d’affectation φ : 
	
                                                
	


Le neurone vainqueur  c et ses voisins (définis par une fonction d'appartenance au voisinage) déplacent leurs vecteurs référents vers le vecteur d'entrée.
	
                                                       
	


Avec
	
                                                    
	




Où t désigne le temps, η(t), (0 <η(t) <1), est le pas d’apprentissage ou paramètre de la vitesse d'apprentissage qui représente l'amplitude du déplacement global de la carte et la fonction définit l'appartenance au voisinage, c’est un multiplicateur scalaire donnant le noyau voisin autour du neurone gagnant c du cluster k.


La forme de la carte ou topologie définit les voisinages des neurones et donc les liaisons entre neurones. La fonction de voisinage  décrit comment les neurones dans la proximité du vainqueur c sont entraînés dans le mouvement de correction. On utilise en général une fonction continue de forme gaussienne:
	
                                              
	


Où {\displaystyle \sigma } σ est le coefficient de voisinage. Son rôle est de déterminer un rayon de voisinage autour du neurone vainqueur. La décroissance de la taille du voisinage s’obtient par diminution de l’écart type σ : σ grand, beaucoup de neurones se rapprochent du noyau c, σ petit, l’adaptation reste très localisée. 
La fonction de voisinage h force les neurones qui se trouvent dans le voisinage de c à rapprocher leurs vecteurs référents du vecteur d'entrée v. Moins un neurone est proche du vainqueur dans la grille, moins son déplacement est important.
La correction de vecteurs référents est pondérée par les distances dans la grille. Cela fait apparaître, dans l'espace d'entrée, les relations d'ordre dans la grille.
Pendant l'apprentissage la carte décrite par les vecteurs référents du réseau évolue d'un état aléatoire vers un état de stabilité dans lequel elle décrit la topologie de l'espace d'entrée tout en respectant les relations d'ordre dans la grille.
b. Propriétés 
Similitude des densités dans l'espace d'entrée : la carte reflète la distribution des points dans l'espace d'entrée. Les zones dans lesquelles les vecteurs d'entraînement v sont tirés avec une grande probabilité d'occurrence sont cartographiées avec une meilleure résolution que les zones dans lesquelles les vecteurs d'entraînement v sont tirés avec une petite probabilité d'occurrence.

Préservation des relations topologiques : des neurones voisins dans la grille occupent des positions voisines dans l'espace d'entrée (préservation des voisinages de la grille) ; et des points proches dans l'espace d'entrée se projettent sur des neurones voisins dans la grille (préservation de la topologie de l'espace d'entrée). Les neurones ont tendance à discrétiser l'espace de façon ordonnée.

[bookmark: _Toc504637267][bookmark: _Toc504637558][bookmark: _Toc504637967]     c.  Apprentissage compétitif du SOM
L'algorithme SOM est basé sur le concept d'apprentissage compétitif. Lorsqu'un échantillon d’apprentissage est alimenté en entrée au réseau, une distance métrique est calculée pour tous les vecteurs de poids. Le neurone de la carte avec le vecteur de poids le plus semblable au motif d'entrée est appelé la meilleure unité d'adaptation (BMU: Best Matching Unit). Les poids du BMU et de ses neurones voisins sont ensuite ajustés en fonction du modèle d'entrée. 
L'ampleur du changement diminue avec le temps et avec la distance au BMU. Après l’apprentissage, la carte produite par l'algorithme SOM préserve la propriété topologique des motifs d'entrée, c'est-à-dire que les vecteurs de poids qui sont voisins dans l'espace d'entrée sont mappés sur des neurones voisins de la carte.


Plus précisément, soit X ∈ Rd et W ∈, l'ensemble des vecteurs d'entrée et de poids dans un espace d-dimensionnel, respectivement. Soit à chaque neurone k de la carte, un vecteur poids est associé  ∈ W. Les valeurs initiales pour les vecteurs de poids peuvent être définies au hasard. L'algorithme SOM suit un apprentissage séquentiel (incrémental) ou en différé (en batch) pour mettre à jour les vecteurs poids [Kohonen, 2001].

Apprentissage séquentiel: Dans cette méthode, les vecteurs de poids sont mis à jour immédiatement après la présentation d'un modèle d'entrée. Ainsi, l'algorithme SOM séquentiel peut être formalisé comme suit:







Algorithme 1 : Apprentissage SOM séquentiel

1: Sélectionner aléatoirement un échantillon xi de l'ensemble d'apprentissage X. 
2: Trouver le BMU correspondant, noté comme ci, comme suit:
	
                                                              (3.7)
	


3: Mettre à jour le vecteur de poids du neurone k (k = 1, 2, ..., |W|) comme suit:

                                        (3.8)
        Où t désigne le temps, 0 <η(t) <1 est le paramètre de la vitesse d'apprentissage, et le 

        multiplicateur scalaire est le noyau voisin autour du neurone gagnant ci.
4: Répéter à partir de l'étape 1 pour toutes les instances d’apprentissage xi (i = 1, 2, ...,|X|), complétant une époque.
5: Diminuer la valeur du noyau du voisinage et le taux d’apprentissage.
6: Répéter à partir de l'étape 1 jusqu'à ce que le critère de convergence soit atteint.


Apprentissage par lot (batch): Dans cette méthode, la totalité de l'ensemble d'apprentissage est analysée immédiatement, et seulement après cette analyse la carte est mise à jour compte tenu des effets de tous les échantillons. Les nouveaux vecteurs de poids sont calculés comme suit:
	                                    [image: ]
	(3.9)






L'algorithme SOM en batch peut être formalisé comme suit:

Algorithme 2 : Apprentissage SOM en batch

1: Trouver le BMU pour un vecteur d'entrée xi en utilisant  (3.7).
2: Accumuler le numérateur et le dénominateur de (3.9) pour tous les neurones.
3: Répéter à partir de l'étape 1 pour toutes les instances d’apprentissage xi (i = 1, 2, ..., |X|), complétant une époque.
4: Mise à jour des poids des neurones avec (3.9).
5: Diminuer la valeur du noyau du voisinage.
6: Répéter à partir de l'étape 1 jusqu'à ce que le critère de convergence soit atteint.

Le facteur du taux d'apprentissage n'est pas présent dans la méthode par batch qui est plus rapide que l’apprentissage séquentiel. Le processus d’apprentissage des deux algorithmes SOM peut être décomposé en deux phases: une phase d’ordonnancement, suivie d'une phase de convergence. Dans la phase d’ordonnancement, le paramètre du taux d'apprentissage et la fonction de voisinage commencent par de grandes valeurs et puis se rétrécissent lentement avec le temps (époque). Dans la phase de convergence, le paramètre du taux d'apprentissage conserve de petites valeurs et la fonction de voisinage ne contient que les voisins les plus proches du BMU.
e.  Avantages et inconvénients des cartes auto adaptatives 
Les ancêtres des cartes auto-organisatrices, les algorithmes comme k-means, réalisent la discrétisation de l'espace d'entrée en ne modifiant à chaque cycle d'adaptation qu'un seul vecteur référent. Leur processus d'apprentissage est donc très long.
L'algorithme de Kohonen dont le concept a été développé en 1984, exploite des relations de voisinage dans la grille pour réaliser une discrétisation dans un temps très court. On suppose que l'espace n'est pas constitué de zones isolées, mais de sous-ensembles compacts. Donc en déplaçant un vecteur référent vers une zone, on peut se dire qu'il y a probablement d'autres zones dans la même direction qui doivent être représentées par des vecteurs référents. Cela justifie le fait de déplacer les neurones proches du vainqueur dans la grille dans cette même direction, avec une amplitude de déplacement moins importante. L'algorithme présente des opérations simples; il est donc très léger en termes de coût de calcul.
Il s’avère que lorsque la taille de la base de données est faible, la taille des clusters représentatifs qui est nécessaire pour l’apprentissage des classifieurs n'est pas assez grande, d’où l’intérêt d’utiliser, dans le cadre de l'approche non supervisée, les grandes bases pour récupérer un nombre relativement assez grand de clusters représentatifs des caractéristiques générales des données d'entrée. Cependant, pour de grandes bases de données, la topologie de la structure des données n’est pas totalement préservée, due à l’augmentation de l’erreur de compression [Benyettou, 2017].
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Chapitre 4 : 
 L’Analyse en Composantes Principales 

4.1. Définition 

L’analyse en composantes principales (ACP) est un outil extrêmement puissant de compression et de synthèse de l’information, très utile lorsque l’on est en présence d’une somme importante de données quantitatives à traiter et interpréter. L’apparition au cours des dernières années de logiciels chaque fois plus performants et faciles à utiliser rend aujourd’hui accessibles ce type d’analyses des données à tous les chercheurs et non plus aux seuls spécialistes. L'ACP est une méthode mathématique d'analyse graphique de données qui consiste à rechercher les directions de l'espace qui représentent le mieux les corrélations entre n variables aléatoires (relation linéaire entre elles).
Simplement dit, une ACP permet de trouver des similitudes de comportement d'achat entre les classes des données observées.
Même si l'ACP est majoritairement utilisée pour visualiser des données, il ne faut pas oublier que c'est aussi un moyen :
- De décorréler ces données. Dans la nouvelle base, constituée des nouveaux axes, les points ont une corrélation nulle (nous le démontrerons).
- De classifier ces données en amas (clusters) corrélés (dans l'industrie c'est surtout cette possibilité qui est intéressante!).
Lorsqu'il y a plus de deux effets, par exemple trois effets, il y a trois coefficients de corrélations à prendre en compte. La question qui a donné naissance à l'ACP est : comment avoir une intuition rapide des effets conjoints?
En dimension plus grande que deux, une ACP va toujours déterminer les axes qui expliquent le mieux la dispersion du nuage des points disponibles.
L'objectif de l'ACP est de décrire graphiquement un tableau de données d'individus avec leurs variables quantitatives de grande taille :



	individus/variables
	[image: equation]

	[image: equation]
	[image: equation]


Tableau: 4.1-Représentation type d'un tableau ACP.
Afin de ne pas alourdir l'exposé de cette méthode et de permettre au lecteur de refaire complètement les calculs, nous travaillerons sur un exemple.
4.2. Exemple :
Considérons pour l'exemple une étude d'un botaniste qui a mesuré les dimensions de 15 fleurs d'iris. Les trois variables (p=3) mesurées sont :



-  : longueur du sépale,  : largeur du sépale,  : longueur du pétale
Les données sont les suivantes :
	Fleur n°
	[image: equation]
	[image: equation]
	[image: equation]

	1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
	5.1
4.9
4.7
4.6
5.0
7.0
6.4
6.9
5.5
6.5
6.3
5.8
7.1
6.3
6.5
	3.5
3.0
3.2
3.1
3.6
3.2
3.2
3.1
2.3
2.8
3.3
2.7
3.0
2.9
3.0
	1.4
1.4
1.3
1.5
1.4
4.7
4.5
4.9
4.0
4.6
6.0
5.1
5.9
5.6
5.8


Tableau : 4.2 - Exemple pratique de données tabulaires ACP.

Pour nous un tel tableau de données sera tout simplement une matricée réelle à n lignes (les individus) et à p colonnes (les variables) :
[image: equation]   

Par suite l'indice i correspondra à l'indice ligne et donc aux individus. Nous identifierons donc l'individu i avec le point ligne  qui sera considéré comme un point dans un espace affine de dimension p. L'indice j correspondra à l'indice colonne donc aux variables. Nous identifierons la variable j avec le vecteur colonne :
[image: equation]   

C’est donc un vecteur dans l'espace vectoriel de dimension n dans.
Nous nous placerons dans la suite suivant deux points de vue : Soit nous prendrons le tableau de données comme n points dans un espace affine de dimension p, soit nous prendrons ce tableau comme p points d'un espace vectoriel de dimension n. Nous verrons qu'il y a des dualités entre ces deux points de vue.
L'outil mathématique que nous allons utiliser ici est l'algèbre linéaire, avec les notions de produit scalaire, de norme euclidienne et de distance euclidienne.
Afin de simplifier la présentation, nous allons dans un premier temps considérer que chaque individu, comme chaque variable, a la même importance, le même poids. Nous ne considérerons aussi, que le cas de la distance euclidienne.
4.3. Les données centrées réduites :




Nous allons commencer en centrant les données, c'est-à-dire mettre l'origine du système d'axes au centre de gravité du nuage de points. Ceci ne modifie pas l'aspect du nuage, mais permet d'avoir les coordonnées du point M égales aux coordonnées du vecteur et donc de ce placer dans l'espace vectoriel pour pouvoir y faire les calculs! Comme nous supposons dans toute la suite que le poids des individus sont identiques, nous prendrons donc  avec .




Nous considérons le repère orthonormé dans la bas canonique  de. Soit donc G le centre de gravité du nuage de point, Comme nous considérons ici chaque variable, comme chaque individu, ayant le même poids, G a alors pour coordonnées dans le repère  :
[image: equation]   
Avec :
[image: equation]   
4.4. La représentation graphique :

Nous avons alors pour l'instant sous forme graphique :
[image: equation]

Nous appelons "matrice centrée" la matrice :
[image: equation]   



Remarque: La matrice des données centrées contient les coordonnées centrées (que nous noterons  es individus dans le repère. Nous nous placerons dans la suite toujours dans ce repère pour le nuage de points des individus et nous prendrons.
Pour notre exemple, nous avons :
[image: equation]   
Et pour la matrice centrée :
[image: equation]   
Et sous forme graphique :
[image: equation]

4.5. La variance des données :

Pour donner une importance identique à chaque variable afin que le type d'unités des mesures n'influence pas l'analyse, nous travaillerons avec les données centrées réduites. Pour cela, nous noterons d'abord:

[image: equation]

   

La variance d'échantillon de la variable est donc égale à un facteur 1/n près à la norme de cette même variable mais centrée. La matrice des données centrées réduites (sans dimensions) est alors :

[image: equation]   


Si nous notons   la matrice diagonale suivante :

[image: equation]   
Nous avons alors :
[image: equation]

4.6. La matrice des données centrées normées :
   

La moyenne de la variableest nulle et donc sa variance est alors 1 (ce qui revient à dire que la norme de la variable centrée réduite est de norme unitaire comme nous allons de suite le démontrer).
Nous définissons la "matrice des données centrées normées" par :
[image: equation]   
Soit encore (il s'agit simplement de l'erreur quadratique moyenne que nous avions introduit dans le chapitre de Statistiques) :
[image: equation]   

La terminologie vient bien évidemment du fait que la variable (vecteur)est de norme unitaire. En effet :
[image: equation]  
Ce qui donne:
[image: equation]   
Nous avons graphiquement :
[image: equation]

Représenter le nuage de points des données centrées réduites ou centrées normées ne modifie rien à la forme de celui-ci. En effet, la différence entre les deux n'est qu'un changement d'échelle.


L'information intéressante pour les individus est la distance entre les points! En effet plus cette distance sera grande entre deux individus  et plus les deux individus seront différents et mieux on pourra les caractériser. Mais il faut d'abord choisir une distance. Nous prendrons la distance euclidienne :
[image: equation]   
4.7. Les projections orthogonales :



Les figures suivantes montrent les projections orthogonales dans l'espace de ce nuage de points respectivement dans les plans et enfin dans qui est la meilleure projection, appelé "plan factoriel" (ou parfois "diagramme des scores"), dans le sens où elle respecte le mieux les distances entre les individus (in extenso, elle déforme moins le nuage de points dans l'espace). L'objectif de l'ACP est de déterminer ce meilleur plan et nous démontrerons comment.
[image: equation]



[image: equation]

[image: equation]

Et la vue plane de chacune des projections :
[image: equation]

Avant de déterminer le plan factoriel, nous allons maintenant chercher à détecter les liens possibles entre les variables.

4.8. La matrice des covariances et de corrélations :


Nous rappelons que la covariance entre deux variables et est donnée par :
                               [image: equation]   
Et que le coefficient de corrélation linéaire est :
[image: equation]   
Nous noterons par la suite:
[image: equation] et [image: equation][image: equation]   

Les matrices des covariances et de corrélations carrées (toutes deux étant pour rappel des matrices carrées et symétriques) avec .

Nous voyons facilement que la matrices des covariances et au coefficient 1/n près, la matrice des produit scalaires canoniques des vecteurs de la matrice des données centrées (en d'autres termes, chaque composante de la matrice des covariances est égale au produit scalaire des variables centrées). Nous en déduisons la relation suivante :
[image: equation]   
La matrice des covariances-variances est un outil connu d'interprétation sur ce site. Par contre ce qui est nouveau et va nous être très utile pour déterminer le plan factoriel est la matrice de corrélation linéaire qui peut aussi être écrite sous la forme suivante :
[image: equation]   
Ce qui donne pour notre exemple où nous avons trois variables, la matrice carrée suivante (que les données soient centrées ou non les composantes de la matrice sont identiques):

[image: equation]   
Pour continuer, toujours dans le but de déterminer le plan factoriel, définissons le concept d'inertie de nuage de point.
4.9. L’inertie d'un nuage de points :

Nous appelons "inertie d'un nuage de points" la quantité :
[image: equation]



Où G est le centre de gravité du nuage de point et le point de de coordonnées.
La matrice de corrélation R est symétrique donc, selon le théorème spectral, elle est diagonalisable dans une base orthonormée de vecteurs propres. Ainsi, nous avions démontré dans le théorème spectral que :
[image: equation]   
est diagonale si R est symétrique et S orthogonale (qui donc une matrice carrée 3x3 dans notre exemple!). Donc :
[image: equation]
Et comme S avait été démontrée comme orthogonale, nous avons:
[image: equation]
Donc :
[image: equation]


où nous choisissons pour  la matrice diagonale des valeurs propres mises en ordre décroissant :.
Nous avons donc :
[image: equation]   
Mais U étant orthogonale nous avons par conséquent :
[image: equation]
Comme les valeurs propres sont dans l'ordre croissant nous avons :
[image: equation]
Or le terme entre parenthèses est strictement inférieur ou égal à1. Donc :
[image: equation]
Soit :
[image: equation]


Or rappelons que notre objectif est de maximiser cette inégalité. En d'autres termes de chercher  tel que l'égalité soit respectée. Or nous voyons immédiatement que cela est faire si. Ainsi, une solution de notre problème de maximisation est donc :
[image: equation]  





soit puisque   qui est alors le premier vecteur propre de R (puisque R se diagonalise dans cette base) associé à la plus grande valeur propre. D'où le fait que cette solution soit notée souvent sous la forme  avec   (il est donc relativement aisé de déterminer S avec des logiciels lorsque R et sont connus).
Une fois que l'on a trouvée la première droite vectorielle, nous cherchons une deuxième droite dans le sous-espace vectoriel orthogonal à la droite vectorielle qui maximise l'inertie du nuage de point projeté. Nous démontrons, et devinons, que la solution est donnée par la droite vectorielle dirigée par le vecteur propre associé à la deuxième valeur propre de la matrice de corrélation est ainsi de suite...


Ainsi, nous obtenons une nouvelle base  dont un des plans constitue le plan factoriel. Cependant il nous faut connaître les composantes de Z dans cette base. Comme cette base a été construite sous la condition que R y est diagonalisable via la matrice S alors cette dernière matrice est l'application linéaire qui va nous permettre d'exprimer Z dans la base  via la relation :
[image: equation]   
Ainsi, dans notre exemple les trois valeurs propres sont:
[image: equation]
Remarque: Certains logiciels indiquent les poids en % respectifs et cumulés pour chacune des valeurs propres. Ainsi, nous avons dans le cas présent respectivement les poides suivants en % du total:
[image: equation]


Nous avons alors comme cordonnées des points  dans la base :
[image: equation]   

Les coordonnées des projections du nuage de points dans le meilleur plan défini par les vecteurs  sont donc les deux premières colonnes de la matrice précédente (correspondant donc à la longueur du sépale et la largeur du sépale).
Effectivement nous voyons immédiatement que ce sont ces deux colonnes qui maximiseront la somme des normes dans le plan donné:
[image: equation] 
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TD N° 1  
Reconnaissance des Formes
















TD N° 1 : Reconnaissance des Formes


Exercice 1 : 



Q1 : Dans un système de RDF, l’apprentissage est implémenté au niveau  du  module :
· Extraction
· Prétraitement
· Post-traitement
· Aucune réponse correcte
Q2 : Dans un système de RDF, les
« features » sont mises en évidence à l’étape :
· Extraction
· Prétraitement
· Post-traitement
· Aucune réponse correcte
Q3 : Le perceptron est un :
· Neurone de base
· Neurone formel
· Un réseau particulier de neurones
· Aucune réponse correcte
Q4 : La reconnaissance optique de l’écriture est :
· Moins difficile si l’écriture est manuscrite.
· Moins difficile si l’écriture est non manuscrite.
· Identiquement difficile dans les deux cas.
· Aucune réponse correcte
Q 5 : Le classifieur naïf de Bayes s’appuie sur les méthodes d’apprentissage :
· Supervisées
· Non supervisées
· Statistiques
· Aucune réponse correcte



Q6 : Le classifieur naïf de Bayes est appelé ainsi, parce qu’il :
· ignore certains attributs des individus
· ne tient pas compte de la totalité de la population
· se base uniquement sur l’échantillon
· Aucune réponse correcte
Q7 : Dans un HMM, ce qui est « caché » c’est :
· L’état initial
· L’état final
· L’état initial et l’état final
· Aucune réponse correcte
Q 8 : Si N est le nombre d’états d’un HMM et T la taille d’une séquence d’observation. L’application de la méthode « directe » de calcul de la probabilité de génération de la séquence est de l’ordre de :
· T.NT.
· N.T2
· T.N2.
· Aucune réponse correcte
Q9 : L’algorithme Viterbi de recherche de chemin optimal s’applique :
· Uniquement pour les HMM non typés
· Uniquement pour les HMM typés
· Pour les HMM typés et non typés.
· Aucune réponse correcte
Q10 : L’algorithme Welch-Baum appliqué aux HMM est utilisé pour :
· Calculer le chemin optimal de la génération d’une séquence.
· Permettre aux HMM de reconnaître au mieux les séquences proposées.
· Calculer les probabilités de génération des séquences.
· Aucune réponse correcte


Exercice 02 :

Q1. Donnez le schéma général d’un processus de reconnaissance.
Q2. Expliquez le rôle de l’étape « prétraitement » d’un système de reconnaissance de formes.
Q3.Certains systèmes de reconnaissances de formes ont une étape de traitement supplémentaire appelée « post-traitement ». Quel peut être son rôle ?.
Q4. Expliquez la différence entre les méthodes d’apprentissage « supervisée » et « non supervisée ».
Q5. Un algorithme de classification inspiré de la règle de Bayes est appelé « naïf». Pourquoi ?
Q6. Qu’est ce qui est caché dans un HMM ?.

  Exercice 3 : 
On veut construire par apprentissage un perceptron qui calcule le « ET » logique en utilisant l’algorithme « par correction d’erreur ».
Q1. Quels sont les critères d’arrêt possibles de cet algorithme :
Q2. En choisissant comme critère d’arrêt la stabilité des poids comme valeurs initiales des poids : (-1, 1, 1), en introduisant les exemples de l’échantillon complet dans l’ordre lexicographique, c’est à dire : 100, 101, 110, 111, 100. Reproduisez la trace d’exécution de l’algorithme.
Q3. Dessinez le perceptron ainsi construit.


















TD N° 2 
 Chaîne de Markov













TD N° 2 : Chaîne de Markov



Exercice 1 : Soit X une chaîne de Markov sur {1, 2, 3} de mesure initiale  et de matrice de transition 

     
Q1. Dessiner le graphe de transition de la chaîne de Markov.


Q2. Montrer que, pour tout n, p ≥ 1, la loi du coupleest donnée par




Q3. Calculer, pour tout n ≥1, la loi de .


Q4. Donner explicitement les valeurs de et 

Exercice 2 : 

Soit X une chaîne de Markov homogène sur {1, 2, 3} de loi initiale et de matrice de transition 



Enfin, on définit la suite de variables aléatoires  par



Q1. Dessiner le graphe de transition de la chaîne de Markov X.
Q2. Montrer que, à un ensemble négligeable près,


et 



Q3. Montrer que n’est pas une chaîne de Markov.

Exercice 3 : 

Soient S et T deux temps d’arrêt pour tels que S ≤T presque sûrement. Montrer que FS ⊂FT.

Exercice 4 :


Une suite récurrente aléatoire est une suite de variables aléatoires définies par récurrence : est une variable
aléatoire de loi µ sur une espace E et




où  est une suite de variables aléatoires sur une espace F, indépendante de, et 
f : E ×F →E est une application mesurable.
Q1. Montrer que toute suite récurrente aléatoire est une chaîne de Markov homogène.

Q2. Montrer qu’étant donnée une loi µ sur N et une matrice  
telle que


il existe une chaîne de Markov sur N de matrice de transition P.
Q3. Montrer que toute chaîne de Markov homogène sur un espace dénombrable a même loi qu’une suite récurrente aléatoire.


Exercice 5 :


On considère une file d’attente avec 0 clients au temps 0 et on suppose que, à chaque instant n, un client est retiré de la file d’attente et  nouveaux  clients se présentent, où  est une suite de loi q sur N.

Q1. Montrer que la suite des nombres de clients aux instants successifs est une chaîne de Markov.
Q2. Donner la matrice de transition de cette chaîne lorsque 
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TD N° 3 : Réseaux de Neurones

Exercice 1 :
Soient les deux Réseaux de neurones suivants:



	X1
	X2
	D

	-1
	-1
	-1

	-1
	1
	1

	1
	-1
	1

	1
	1
	-1




 (
X
0
X
1
O
X
2
) (
X
0
X
1
H
O
X
2
)[image: ]Problème XOR
[image: ]réseau 1	réseau 2



Notations : (biais), fonction de coût quadratique 

[image: ][image: ]Q1. Considérons le réseau 1, avec une sortie linéaire  

[image: ]Calculer le (vecteur) gradient :   
Q2. Même question en changeant la fonction de transfert :


Q3. Considérons maintenant le réseau 2, avec les fonctions de transfert suivantes : 



       Calculer le vecteur gradient et la matrice Hessien .

Q4. On rajoute un terme à la fonction de coût :


(a) Quelle est l’utilité de ce terme supplémentaire ?
(b) Quelles sont les répercussions sur le gradient (faites le calcul) ?
(c) Quelles sont les répercussions sur le gradient (faites le calcul) ?


Q5. On considère maintenant les réseaux 1 et 2 avec une fonction de transfert signe et le problème XOR.
(a)  Choix de la structure :
Les réseaux 1 ou 2 sont-ils capables de résoudre ce problème. Si c’est le cas, expliquer pourquoi, sinon proposer un autre réseau du même genre résolvant le problème.

  (b) Détermination des paramètres :
Déterminer la valeur des poids du réseau choisi à la question précédente pour résoudre le problème XOR.
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TD N° 4 : L’Analyse en Composantes Principales 


Exercice 1 : Considérons le tableau suivant des superficies des types de peuplements d'arbres en Picardie en 1984 en hectares:

	 
	Feuillus
	Résineux
	Mixtes
	Total par dép.

	L'Aisne (A)
	106'500
	3'380
	1'470
	111'350

	L'Oise (O)
	101'700
	10'000
	0
	111'700

	La Somme (S)
	45'200
	4'350
	50
	49'600

	Total
	253'400
	17'730
	1'520
	272'650


Tableau: 1- Tableau de contingence (tableau croisé) de l'AFC.
Q.1- Analyser s'il existe les degrés de ressemblance et de différence entre les variables, en choisissant la distance euclidienne suivante:
[image: equation] 

Q.2- Calculer les tableaux croisés dynamiques qui inclut la fonction index.
Q.3- Quels seraient les effectifs théoriques qui auraient été obtenus si les proportions des arbres dans les régions étaient rigoureusement équivalentes à la proportion d'ensemble (soit de telle manière à ce que les index soient tous unitaires)?
Exercice 2 :
Considérons le tableau suivant des équipements de type bureau:

[image: equation]

Q.1- Calculer les tableaux croisés dynamiques qui inclut la fonction index ou élasticité et qui est donné par: 
[image: equation]
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Solution TD N°1 


Solution d'exercice 01 :
Q1 : Dans un système de RDF, l’apprentissage est implémenté au niveau  du  module :
· Extraction
· Prétraitement
·  Post-traitement  
· Aucune réponse correcte
Q2 : Dans un système de RDF, les
« features » sont mises en évidence à l’étape :
· Extraction
· Prétraitement
· Post-traitement
· Aucune réponse correcte
Q3 : Le perceptron est un :
· Neurone de base
· Neurone formel
· Un réseau particulier de neurones
· Aucune réponse correcte
Q4 : La reconnaissance optique de l’écriture est :
· Moins difficile si l’écriture est manuscrite.
· Moins difficile si l’écriture est non manuscrite.
· Identiquement difficile dans les deux cas.
· Aucune réponse correcte
Q 5 : Le classifieur naïf de Bayes s’appuie sur les méthodes d’apprentissage :
· Supervisées
· Non supervisées
· Statistiques
· Aucune réponse correcte



Q6 : Le classifieur naïf de Bayes est appelé ainsi, parce qu’il :
· ignore certains attributs des individus
· ne tient pas compte de la totalité de la population
· se base uniquement sur l’échantillon
· Aucune réponse correcte
Q7 : Dans un HMM, ce qui est « caché » c’est :
· L’état initial
· L’état final
· L’état initial et l’état final
· Aucune réponse correcte
Q 8 : Si N est le nombre d’états d’un HMM et T la taille d’une séquence d’observation. L’application de la méthode « directe » de calcul de la probabilité de génération de la séquence est de l’ordre de :
· T.NT.
· N.T2
· T.N2.
· Aucune réponse correcte
Q9 : L’algorithme Viterbi de recherche de chemin optimal s’applique :
· Uniquement pour les HMM non typés
· Uniquement pour les HMM typés
· Pour les HMM typés et non typés.
· Aucune réponse correcte
Q10 : L’algorithme Welch-Baum appliqué aux HMM est utilisé pour :
· Calculer le chemin optimal de la génération d’une séquence.
· Permettre aux HMM de reconnaître au mieux les séquences proposées.
· Calculer les probabilités de génération des séquences.
· Aucune réponse correcte

Solution exercice 02 :

Q1.

	Entrée →
	Acquisition
	→
	Prétraitement
	→
	Extraction
	de
	→
	Reconnaissance
	→ Décision

	 
	 
	 
	 
	 
	caractéristiques
	 
	 
	 

	 
	 
	 
	 
	 
	 
	 
	 
	 
	


Q2. Ce qui est caché dans un HMM c’est la succession d’états suivie pour générer une séquence de symboles.

Q3. L’étape de « post-traitement » vient après la sortie du processus de reconnaissance. Elle sert pour le test et la validation. C’est une étape importante car elle peut mettre en cause le choix des primitives ou le choix de la méthode d’apprentissage.

Q4. Dans le cas de l’apprentissage supervisé, un échantillon représentatif de l’ensemble des formes à reconnaître est fourni au module d’apprentissage. Chaque forme est étiquetée par un opérateur appelé professeur, cette étiquette permet d’indiquer au module d’apprentissage la classe dans laquelle le professeur souhaite que la forme soit rangée.
Dans le cas de l’apprentissage non supervisé, aucun exemple n’est fourni à l’apprenant. Il doit lui même deviner les différentes caractéristiques communes à chaque classe de formes.

Q5. L’algorithme de classification de Bayes est qualifié de « naïf » parce qu’il suppose l’indépendance des attributs (descriptions), et par conséquent exprime la probabilité d’appartenance à une classe comme un produit de probabilités, mais en général ce n’est pas toujours le cas.

Q6. L’objectif des pré-traitements est de faciliter la caractérisation de la forme (caractère, chiffre, mot) ou de l’entité à reconnaître soit en nettoyant la forme (élimination du bruit) ou en réduisant la quantité d’information à traiter pour ne garder que les informations les plus significatives.

Solution exercice 03 :
Q1. 1er critère : stabilité des poids (les poids ne changent plus après un certain nombre d’itération). 
       2ème critère : après avoir présenté tous les exemples de l’échantillon.
Q2.

	Etape
	W0
	W1
	W2
	Entrée
	wi.xi
	O
	C
	W0
	W1
	W2

	1
	-1
	1
	1
	100
	-1
	0
	0
	-1
	1
	1

	2
	-1
	1
	1
	101
	0
	0
	0
	-1
	1
	1

	3
	-1
	1
	1
	110
	0
	0
	0
	-1
	1
	1

	4
	-1
	1
	1
	111
	1
	1
	1
	-1
	1
	1


On remarque qu’il y a stabilité des poids dès la première étape.
Q3. Le perceptron ainsi construit est comme suit :

 (
x0
+1
o
x1
x2
)
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Solution TD N°2 

Solution d'exercice 01 :
[image: ]1. Voici le graphe de la chaîne de Markov X :





2. Pour tout x et pour tout y,




                                

                                




3. La loi de  est donnée par. On a , où


    et     .
On en déduit que, pour tout n ≥1,




                                                

                                                  

En définitive, la loi de est donnée par



                                                
4. On en déduit que


Et


Ce dernier résultat est logique puisque la chaîne de Markov ne peut pas aller de 3 vers 2.
Solution d'exercice 02 :
[image: ]1. Le graphe de la chaîne est donné par
[image: ]


[image: ]
[image: ]

2. On remarque l’égalité entre les événements


Et


Or 




 et  et P(et 
Donc, à un ensemble négligeable près,


et 



3. Par conséquent,




 et   et 
Et




 et  et 
Solution d'exercice 03 :
Soit A ∈FS. On a alors  A∩{T ≤n}= A∩{S ≤n}∩{T ≤n},
où A∩{S ≤ n} ∈ F n car A ∈ F S et {T ≤ n} ∈ F n car T est un temps d’arrêt. En
définitive,  A∩{T ≤n∈F n, ∀n ∈N,
donc      A ∈F T
Solution d'exercice 04 :



1. Soit  une suite récurrente aléatoire. On a alors, pour tout n≥0, tout ensemble mesurable A ⊂E et presque sûrement,



                                                                 

                                                                 



car  est indépendant de  et a fortiori de 



(mesurable par rapport à X par construction).Par conséquent, la loi de  sachant est donnée par



                                                  


Elle en dépend que de  et de façon homogène en temps, donc  est une chaîne de Markov homogène en temps.



2. Pour construire la chaîne de Markov, il suffit de considérer une variable aléatoire de loi µ et une suite de variables aléatoires mutuellement indépendantes  de loi uniforme sur [0,1] définies sur un même espace de probabilité (Ω,F,P) (dont on admet l’existence). On définit alors  par récurrence :


 est l’unique élément tel que  


La suite récurrente aléatoire  est alors une chaîne de Markov de matrice de transition P.

Q3. Supposons, sans perte de généralité, que l’espace d’état est N. Soit une chaîne de Markov homogène sur N, de matrice de transition P et de distribution initiale µ. La suite récurrente aléatoire



 construite dans la section précédente est alors une chaîne de Markov de même loi initiale que et de même matrice de transition, donc de même loi. En définitive, a la même loi qu’une suite aléatoire récurrente.
Solution d'exercice 05 :

 .On a  presque sûrement et, pour tout n ≥0,






Où est une fonction mesurable et  sont des variables aléatoires indépendantes identiquement distribuées, indépendantes de. On en déduit que la suite  est une suite aléatoire récurrente, il s’agit donc d’une chaîne de Markov.
1. On a, pour tout n ≥1 et tout i, j ∈N,



Si  i ≥1, alors , 

Donc 
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Solution TD N°3

Solution d'exercice 01 :
Q1.
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Q3.  Couche de sortie : 







[image: ]
Q4.  Ce terme permet de limiter l’amplitude des poids lors de l’apprentissage pour garantir 
un meilleur estimateur (au sens de l’erreur en généralisation). On peut rapprocher cela à la régression ridge.
(a) les répercussions sur le gradient sont :





(b) Choix de la structure :
Les réseaux 1 ou 2 sont-ils capables de résoudre ce problème. Si c’est le cas, expliquer pourquoi, sinon proposer un autre réseau du même genre résolvant le problème.

L’équation du réseau 1 correspond à celle d’un plan dans l’espace {X1, X2}. Si la fonction de transfert est la fonction signe, le réseau 1 ne permet de résoudre que des problèmes linéairement séparables, ce qui n’est pas le cas du problème XOR.
L’équation du réseau 2 permet seulement de déplacer le plan déterminé par la couche cachée. Ce n’est pas suffisant pour résoudre XOR (on peut même noter que tout problème linéairement séparable résolvable par le réseau 2 peut l’être par le réseau 1 tout seul !)
Pour résoudre XOR, il faut donc combiner 2 frontières de décision, ce qui ne peut se faire qu’en utilisant 2 neurones dans la couche cachée.

(c) Détermination des paramètres :
Déterminer la valeur des poids du réseau choisi à la question précédente pour résoudre le problème XOR.




Imaginons que l’on cherche seulement à distinguer le point en "haut à droite" (1,1) des 3 autres. Dans le plan {X1, X2}, cela correspond à la frontière de décision  ou (soit  
point (-1,-1) des 3 autres, avec la frontière de décision


 (soit).

	X1
	X2
	D
	Haut & droite
	Bas & gauche
	(haut & droite+bas & gauche)

	-1
	-1
	-1
	-1
	1
	0

	-1
	1
	1
	-1
	-1
	-2

	1
	-1
	1
	-1
	-1
	-2

	1
	1
	-1
	1
	-1
	0
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Solution TD N°4 

Solution d'exercice 01 :
Sur les données brutes pour mesurer ces différences entre départements, nous obtenons les écarts suivants :
[image: equation]

Et ainsi de suite pour les autres régions. Nous obtenons alors:

[image: equation]

Nous voyons en regardant le tableau et avant tout calcul que les départements de l'Aisne et l'Oise se ressemblent alors que le département de la Somme se diffère nettement. Les distances obtenues mettent en évidence cette observation.

Mais! Pourtant, sur dans le tableau ci-dessus les profils de l'Oise et de la Somme, avec une forêt mixte très faible, sont pourtant très proches en proportion.

Dans ce contexte, nous voyons que la distance euclidienne transcrit les différences de masse entre les départements. En d'autres termes, l'Aisne et l'Oise se ressemblent car leurs superficies sont proches. Pour éliminer l'artefact lié aux ordres de grandeur, il nous faut transformer les données en pourcentage. Nous obtenons alors:

	 
	Feuillus
	Résineux
	Mixtes
	%Région

	Aisne
	95.6
	3.0
	1.3
	40.8

	Oise
	91.0
	9.0
	0.0
	41.0

	Somme
	91.1
	8.8
	0.1
	18.2


Tableau: 1- Transformation du tableau de contingence en pourcents

Si nous choisissons la distance euclidienne sur les proportions (données relatives), nous obtenons:
[image: equation]   
Soit:
[image: equation]   

Cette fois, l'Oise et la Somme apparaissent bien comme se ressemblant le plus avec leurs forêts. Nous voyons que travailler avec les données relatives semblent donc plus pertinent dans ce cas.

Q.2. Le tableau des index effectifs est le suivant:

[image: equation]

Nous voyons encore clairement à l'aide de ce tableau que ce sont l'Oise et la Somme qui se ressemblent le plus.

Q.3 Eh bien simplement en faisant le calcul suivant:

	 
	Feuillus
	Résineux
	Mixtes

	Aisne
	=(253'400/272'650)*111'350
=103'488
	=(17'730/272'650)*111'350
=7'240
	=(1'470/272'650)*111'350
=620

	Oise
	=(253'400/272'650)*111'700
=103'813
	=(17'730/272'650)*111'700
=7'263
	=(1'470/272'650)*111'700
=622

	Somme
	=(253'400/272'650)*49'600
=46'098
	=(17'730/272'650)*49'600
=3'225
	=(1'470/272'650)*49'600
=276


Tableau: 2- Respect des proportions de l'AFC

Et nous obtenons avec ces nouvelles valeurs le tableau des index des effectifs théoriques suivant dans MS Excel:

[image: equation]

Ce qui montre que les proportions sont maintenant respectées! Paranthèse fermée (mais sur laquelle nous reviendrons un peu plus loin)!
Eh bien quand nous voulons faire de l'analyse factorielle de correspondance, notre relation:
[image: equation]
Devient alors:
[image: equation]
Soit:
[image: equation]   

Cette fois encore, l'Oise et la Somme apparaissent bien comme se ressemblant le plus.
La distance ci-dessus se nomme la "métrique du Khi-2" car elle ressemble (mais c'est tout!) à la distance utilisée dans le test d'ajustement du même nom (cf. chapitre de Statistiques) mais ici, elle permet seulement de mettre en place une hiérarchie dans le cadre d'un tableau de contingences et d'observer les variables similaires de manière plus aisée!!

Solution Exercice 02 :

Les tableaux croisés dynamiques qui inclut la fonction Index est le suivant :

[image: equation]

Pour voir d'où viennent ces valeurs, regardons par exemple l'article Desk dans la région Alberta a un rendement de :
[image: equation]
par rapport à toutes les régions ce qui est au-dessus de la valeur de 33.33% qu'aurait comme rendement cette article dans toutes les régions confondues s'il n'y avait pas de préférences de région!
La région Alberta a elle un rendement de :
[image: equation]
par rapport à toutes les régions ce qui est en-dessous des 33.33% de rendement qu'elle aurait s'il n'y avait de préférences de région. Ainsi, ce tableau d'index permet de savoir si les différences sont significatives!!
Le rapport donne donc:
[image: equation]  

Ce qui montre un fort décalage entre la valeur obtenue et la valeur que nous aurions si les proportions étaient respectées.
C'est donc une sorte de calcul de conformité: si le rapport valait 1, c'est que le rendement régional des ventes de cet article particulier serait conforme au rapport de toutes les ventes de cette région relativement à un marché national. Il n'y aurait alors pas d'anomalies.
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Conclusion et Références bibliographiques


La reconnaissance est un concept complexe. L’analyse de son contenu, de ses formes et de ses critères reste fragmentaire. La compréhension de la reconnaissance est d’autant plus importante que face au flou. 

Des méthodes générales ont été développées en reconnaissance des formes pour extraire automatiquement des informations des données sensibles afin de caractériser les classes de formes (apprentissage) et d'assigner automatiquement des données à ces classes (reconnaissance). La mise en œuvre de ces méthodes générales pour des problèmes particuliers amène à introduire la notion de processus de reconnaissance qui pose la question de l'intégration des méthodes de la reconnaissance de formes dans un système qui a pour but de reconnaître des formes.
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