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INTRODUCTION GENERALE 
Les entreprises, mais aussi, dans une certaine mesure, les administrations, subissent aujourd’hui l’intensification de la concurrence ou la pression des administrés. Ces facteurs les poussent à porter une attention toujours plus grande aux clients (d’autant plus que leurs richesses aujourd’hui résident dans leurs clients), à améliorer constamment la qualité de leurs produits et à accélérer de manière générale leurs processus de mise sur le marché de nouveaux produits et services.

Pour répondre à ces besoins de découvertes, un ensemble d’architectures, de démarches et d’outils, certains nouveaux, d’autres existants depuis longtemps, a été regroupé sous le terme «Data-Mining que nous appelons en français fouille de données (FDD)» [LAM13].

Le Data-Mining est l'un des maillons de la chaîne de traitement pour la découverte des connaissances à partir des données. Sous forme imagée, nous pourrions dire que l’extraction de connaissances à partir de donnée (ECD) est un véhicule dont le Data-Mining est le moteur.

Généralement, le processus d’extraction de connaissances à partir de donnée, sous la supervision d’un spécialiste, se déroule en quatre phases : acquisition des données, prétraitement et mise en forme, fouille de données (Data-Mining dans un sens restrictif) et analyse, validation et mise en forme des connaissances.  Nous insistons sur les différentes approches de mise en œuvre d’un modèle de fouille de données.

Grâce aux techniques d’extraction de connaissances, les bases de données volumineuses sont devenues des sources riches et fiables pour la génération et la validation de connaissances. La fouille de données n’est qu’une phase du processus d’ECD, et consiste à appliquer des algorithmes d’apprentissage sur les données afin d’en extraire des modèles (motifs). L’extraction de connaissances à partir des données se situe à l’intersection de nombreuses discipline, comme l’apprentissage automatique, la reconnaissance de formes, les bases de données, les statistiques, la représentation des connaissances, l’intelligence artificielle, les systèmes experts [LAM13].
Les méthodes d’apprentissage automatique sont parmi les méthodes fouille ; ces méthodes sont divisées en trois grandes familles (les méthodes d’apprentissage supervisé, les méthodes d’apprentissage non supervisé, et les méthodes d’apprentissage par renforcement).
Les méthodes à base d’arbres de décision sont des méthodes d’apprentissage supervisé ; sont parmi les méthodes les plus intuitives et des plus populaires du data-mining, d’autant plus qu’elles fournissent des règles explicites de classement et supportent bien les données hétérogènes et sont performantes sur de grands jeux de données. Ces méthodes sont relativement économiques en termes de ressources de calcul, mais elles sont instables, sensibles et manquent d’évolutivité dans le temps: elles ne sont pas incrémentales, c'est à dire, que si les données évoluent avec le temps, il est nécessaire de relancer une phase d'apprentissage sur l'échantillon complet [LAM13].
L’inconvénient d’instabilité [Ric05] a été résolu par les méthodes d’ensembles  ou l’ensemble de classifieurs [Die00] qui utilise plusieurs algorithmes d'apprentissage pour obtenir une meilleure performance, minimise l’espace de stockage et le temps de prédiction  que pourrait être obtenu à partir de l'un des algorithmes d'apprentissage constitutifs [Roc10].

L’objectif du travail consiste à implémenter et générer un ensemble de classifieurs C4.5 [Die00] dans la plateforme Weka [Ape09].
Le mémoire est organisé comme suit dans le premier chapitre on a détaillé le processus d’extraction de connaissance à partir de donnée   et les type de l’apprentissage automatique, dans le deuxième chapitre on a situé les différents méthodes d’ensembles en se base sur la méthode Bagging, dans la dernière chapitre nous avons présenté la plateforme WEKA avec l’intégration de la méthode Bagging. 
I.1. Introduction :

L'extraction de connaissance à partir de données (ECD) est considérée aujourd'hui comme l'un des principaux fleurons de l'intelligence artificielle, symbole du développement fulgurant des technologies de l'information. Elle est utilisé dans des domaines très variés et aussi bien par des entreprises que par des administrations : impôts, commerce, grandes distributions, bibliothèques, hôpitaux et en particulier les différents ministères de la défense du monde, etc., globalement l’extraction de connaissance à partir de données est utilisé partout là où le volume d'information est largement grand.

L'Extraction de connaissance à partir de données est, d'un côté pratique, un processus itératif qui met en œuvre un ensemble de techniques provenant des bases de données, de la statistique, de l'intelligence artificielle, de l'analyse de données, des interfaces de communication homme machine. L'extraction de connaissance à partir de données vise à transformer des données (volumineuses, multiformes, stockées sous différents formats sur des supports pouvant être distribués) en connaissances. Ces connaissances peuvent s'exprimer sous forme d'un concept général qui enrichit le champ sémantique de l'usager par rapport à une question qui le préoccupe. Elles peuvent prendre la forme d'un rapport ou d'un graphique. Elles peuvent s'exprimer comme un modèle mathématique ou logique pour la prise de décision [Ben06].

I.2. Définitions de l'Extraction de Connaissance à partir de Données (ECD) :

Depuis l'apparition de l'extraction de connaissance à partir de données (ECD) plusieurs définitions ont été proposées :

« L'ECD est un processus non trivial d'identification de structures inconnues, valides et potentiellement exploitables dans les bases de données » [Fay96].

« L'ECD est un processus constitué de plusieurs étapes, qui couvre la préparation des données, l'application des méthodes de fouille et enfin la validation (ou la visualisation) des résultats. L'automatisation d'une de ces étapes se révèle une tâche difficile, car l'expertise requise dans le domaine est trop importante ».

« L'ECD est définit comme l'extraction d'information originales, auparavant inconnues et potentiellement utiles, à partir de données » [Fra92]. 

« Le processus d'ECD est définit comme l'analyse de bases de données (souvent très grandes) afin de découvrir des relations insoupçonnées et de résumer les données d'une manière à la fois compréhensible et utile » [Han00].

« Le processus d'ECD est définie par l'exploration et l'analyse par des moyens automatiques (ou semi- automatiques) d'un large volume de données afin de découvrir des tendances ou des règles ».

I.3. Caractéristiques de l'ECD :

L'ECD comporte quatre caractéristiques principales [Zig02]:

•
La connaissance découverte doit être exprimée dans un langage de « haut niveau » afin d'être compréhensible et utilisable par les utilisateurs et non plus seulement par les mathématiciens, informaticiens ou statisticiens.

•
La connaissance découverte doit être relativement certaine de façon à ce que l'utilisateur puisse y accorder une grande croyance. Cette notion de certitude englobe non seulement des critères de validité mathématique, statistique, mais inclut aussi l'intégrité des données.

•
Les résultats produits doivent présenter un intérêt aux utilisateurs. Seule une information nouvelle, utile, non triviale, non redondante, intéressante sera qualifiée de connaissance.

•
Le processus de découverte doit être efficace, et implémentable sur un ordinateur. Les temps de calcul doivent être polynomiaux dans un espace mémoire normal (selon la technologie actuelle).

I.4. Le processus ECD :
Ce processus vise à transformer des données (volumineuses, multiformes, stockées sous différents formats sur des supports pouvant être distribués) en connaissances. Ces connaissances peuvent s'exprimer sous forme d'un concept général qui enrichit le champ sémantique de l'usager par rapport à une question qui le préoccupe. Elles peuvent prendre la forme d'un rapport ou d'un graphique.

L'ECD est un processus interactif et itératif qui fait intervenir plusieurs étapes.
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Fig.I.1 : processus de l'extraction de connaissance à partir de données (ECD) [Fay96]

I.5. Les étapes d'Extraction de Connaissances à partir des Données :

De façon générale, le processus d'extraction de connaissances illustré dans Fig.I.1 consiste en une séquence itérative des étapes suivantes [Adr96]:

•
Sélection 
Permet de sélectionner les données pertinentes pour la tâche de data mining à accomplir. Les données sont d'abord copiées sur une machine adéquate pour des questions de performances et surtout parce qu’elles seront modifiées, l'obtention des données est souvent réalisée à l'aide d'outils de requêtage (OLAP, SQL,...). Il faut, dès à présent, noter que l'on ne peut résoudre des problèmes que si l'on dispose des données nécessaires.

•
Pré-traitement
Cette phase traite la présence de bruits, d'erreurs et de données manquantes, comme Les doublons peuvent se révéler gênants parce qu'ils vont donner plus d'importance aux valeurs répétées. Une erreur de saisie pourra à l'inverse occulter une répétition.

Aussi les données manquantes dans le cas où des champs ne contiennent aucune donnée. Parfois, il est intéressant de conserver ces enregistrements car l'absence d'information peut être une information, les valeurs contenues dans les autres champs risquent aussi d'être utiles.

•
Transformation
Les données sont transformées ou consolidées dans un format approprié à tâche de data mining choisie.

Les choix sont particulièrement guidés par l'algorithme de fouille de données utilisées et des ajustements des choix de codage sont souvent nécessaires.

Certains attributs prennent un très grand nombre de valeurs discrètes. C'est typiquement le cas des adresses, lorsqu'il est important de considérer ces attributs pour la fouille de données, il est obligatoire d'opérer des regroupements et ainsi obtenir nombre de valeurs raisonnables.

Pour certaines manipulations comme des calculs de distance des calculs de moyenne il est préférable de modifier des types de certains attributs.

•
Data Mining
Le terme de Data Mining signifie littéralement forage de données. Comme dans tout forage, son but est de pouvoir extraire un élément : la connaissance.

Ces concepts s'appuient sur le constat qu'il existe au sein de chaque entreprise des informations cachées dans le gisement de données. Ils permettent, grâce à un certain nombre de techniques spécifiques, de faire apparaître des connaissances.

Cette phase est le cœur du processus, c'est souvent une étape difficile à mettre en œuvre, coûteuse et dont les résultats doivent être interprété et relativisés. Nous pourrions dire que l'ECD est un véhicule dont le data mining est le moteur [Zig03]. 

Des méthodes intelligentes sont utilisées afin d'extraire des modèles, règles, etc.

La qualité du modèle obtenu se mesure selon les critères suivants :

•
Rapide à créer.
•
Rapide à utiliser.
•
Compréhensible pour l'utilisateur.
•
Les performances sont bonnes ; Le modèle est fiable.
•
Les performances ne se dégradent pas dans le temps.
•
Il évolue facilement.

Il va de soit qu'aucun modèle n'aura toutes ces qualités. Il n'existe pas de meilleure méthode de fouille. Il faudra faire des compromis selon les besoins dégagés et les caractéristiques connues des outils.

•
Interprétation, évaluation
Enfin cette étape identifie les modèles intéressants représentant les connaissances, se basant non seulement sur des mesures d'intérêt mais aussi sur l'avis de l'expert. Le but de cette dernière phase est d'interpréter la connaissance extraite lors de l'étape précédente, pour la rendre lisible et compréhensible par l'utilisateur et permettre ainsi de l'intégrer dans le processus de décision.

I.6. Fouille de données (Data mining) :

Nous appellerons Data Mining l'ensemble des techniques qui permettent de transformer les données en connaissances.

On pourrait définir le data mining comme une démarche ayant pour objet de découvrir des relations et des faits, à la fois nouveaux et significatifs, sur de grands ensembles de données [Geo04].

Les outils de Data mining ayant pour objet de générer des informations riches à partir des données de l'entreprise, notamment des données historiques, de découvrir des modèles implicites dans les données. Ils peuvent permettre par exemple à un magasin de dégager des profils de client et des achats types. Il permet d'augmenter la valeur des données contenues dans le DW (datawarehouse, l'entrepôt de données).

L'exploration se fait sur l'initiative du système, par un utilisateur métier, son but est de remplir l'une des tâches suivantes : classification, estimation, prédiction, regroupement par similitudes, segmentation (ou clusterisation), description et dans une moindre mesure l'optimisation mais le système à l'initiative découvre lui-même les associations entre données, sans que l'utilisateur ait à lui dire de rechercher plutôt dans telle ou telle direction ou à poser des hypothèses.

Seul un utilisateur connaissant le métier peut déterminer si les modèles, les règles, les tendances trouvées par l'outil sont pertinents, intéressantes et utiles à l'entreprise. Ces utilisateurs n'ont donc pas obligatoirement un bagage statistique important.

La plupart des méthodes d'ECD sont issues de l'apprentissage automatique, essayons de donner quelques éléments de définition du mot Apprentissage avons illustré quelques une de ces méthodes.

I.7. Apprentissage Automatique :

La capacité d'apprentissage est une notion fondamentale qui caractérise tout système ou machine déclaré intelligent. A l'aide de l'apprentissage, le système doit être capable de fournir des solutions adéquates à des situations inconnues, tout en produisant des explications de son raisonnement. Ce processus de généralisation est désigné par le terme d'induction et revêt le caractère central de l'Apprentissage Automatique.

L'Apprentissage Automatique est à l'origine d'un nombre important d'algorithmes permettant de découvrir des connaissances. Même si ces algorithmes varient dans leurs solutions, dans les données traitées et la représentation utilisée, dans leurs stratégies d'apprentissage, ils cherchent tous en apprenant parmi un espace possible de concepts, à trouver une généralisation acceptable du problème.

Il existe multiples façons d'apprendre, dont voici quelques méthodes qui décrivent quelques manières d'apprendre.

I.7.1. Apprentissage Inductif :

L'apprentissage inductif est un processus d'acquisition des connaissances par l'application d'inférences inductives sur des objets (des exemples ou des faits) singuliers, donnés par un expert ou fournis par l'environnement, afin de produire des énoncés généraux, des règles. Un tel processus comprend des opérations de généralisation, de spécialisation, de transformation, de correction et raffinement des représentations des connaissances.

Ce processus simplifie grandement le transfert de connaissances d'un expert à une machine, il n'est plus besoin de formaliser puis de coder la connaissance de l'expert pour l'introduire dans la machine. Les règles de production sont induites automatiquement à partir des exemples du problème. Dans des sciences expérimentales comme la biologie, la médecine, la chimie, l'apprentissage inductif permet d'assister l'homme pour détecter des modèles intéressant ou pour révéler les structures stables d'ensembles de données.

L'apprentissage inductif se divise en apprentissage supervisé et en apprentissage non supervisé.

I.7.1.1. L'Apprentissage non supervisé :

Le système d'apprentissage considère un ensemble d'objets ou d'exemples sans savoir si ces objets appartiennent ou non à la même classe. Il n'y a pas de classes prédéfinies et le but est d'effectuer les meilleurs regroupements possibles entre les objets et d'en trouver une description explicative. L'apprentissage non supervisé, appelé aussi apprentissage par observations ou par découverte, consiste en l'élaboration de nouveaux concepts ou de nouvelles théories caractérisant les objets donnés.

I.7.1.2. Les méthodes d'apprentissage non supervisées :

Ces méthodes permettent de travailler sur un ensemble de données dans lequel aucune des données ou des variables à disposition n'a d'importance particulière par rapport aux autres, c'est-à-dire un ensemble de données dans lequel aucune variable n'est considérée individuellement comme la cible, l'objectif de l'analyse. On les utilise par exemple pour dégager d'un ensemble d'individus des groupes homogènes (typologie), pour construire des normes de comportements et donc des déviations par rapport à ces nonnes, pour réaliser de la compression d'informations (compression d'image).

Voici une liste non exhaustive des techniques disponibles :

•
Techniques à base de Réseau de neurones [Lep03]: réseau de Kohonen (SOM/TOM) (Carte Auto Adaptative), les réseaux Hebbienx...

•
Techniques utilisées classiquement dans le monde des statistiques : classification ascendante hiérarchique, k-means et les nuées dynamiques (Recherche des plus proches voisins) [Int05], les classifications mixtes (Birch...), les classifications relationnelles...

•
Les techniques dites de recherche d'associations: algorithmes a priori [Can04], GRI, Carma, méthode ARD...

•
Analyse des liens.

Parmi les méthodes d’apprentissage non supervisé on a la classification ascendante hiérarchique.

I.7.1.2.1. La classification ascendante hiérarchique (CAH) :

Dans le domaine informatique, et plus précisément dans le domaine de l'analyse et de la classification automatique de données, la notion de regroupement hiérarchique recouvre différentes méthodes de clustering, c'est-à-dire de classification par algorithme de classification.

La classification ascendante hiérarchique (CAH) : C'est une méthode de classification automatique utilisée en analyse des données ; à partir d'un ensemble 𝛺 de n individus, son but est de répartir ces individus dans un certain nombre de classes.

La méthode suppose qu'on dispose d'une mesure de dissimilarité entre les individus; dans le cas de points situés dans un espace euclidien, on peut utiliser la distance comme mesure de dissimilarité. La dissimilarité entre des individus x et y sera notée dissim(x,y).

La classification ascendante hiérarchique est dite ascendante car elle part d'une situation où tous les individus sont seuls dans une classe, puis sont rassemblés en classes de plus en plus grandes. Le qualificatif "hiérarchique" vient du fait qu'elle produit une hiérarchie H, l'ensemble des classes à toutes les étapes de l'algorithme [Bes13]. 

Classification par hiérarchie :

L’objectif d’un regroupement hiérarchique est de représenter l’ensemble Ω des objets (ou formes) à classer par un ensemble de parties hiérarchiquement emboîtées. Cette méthode consiste à effectuer une suite de regroupements en agrégeant à chaque étape les formes ou les groupes de formes les plus proches [Bes13]. 

Soit Ω={x1, x2,……….,xn} un ensemble de formes à classer, H un ensemble de parties non vides de Ω appelées «paliers Ω », H est une hiérarchique sur Ω si :

Ω ∈ H (Le palier le moins agrégé contient tous les individus)

∀ x ∈ Ω, x ∈ H

∀ h1, h2 ∈ H et h1 ∩ h2 ≠ ⍉  ⟶ si h1 ⊂ h2 alors  f(h1)  <  f(h2)
Algorithme ascendant de construction d’une hiérarchie (classification ascendante hiérarchique C.A.H) :
Les étapes de cet algorithme sont les suivants [Bes13]:

1- Initialisation : on se donne une mesure de dissimilarité 𝜎 et une mesure d’agrégations 𝛿
On pose : k=0 et P(K) partition à n classes ou chaque classe contient un seul individu (la partition la plus fine).

2- Etape agrégative : construire une nouvelle partition P(k+1) en réunissant les deux classes les plus proches au sens de la mesure d’agrégations. En cas d’égalité, on choisit la première solution rencontrée.

3- Recommencer l’étape 2 jusqu'à obtenir une seule classe, soit la « la partition grossière » dans laquelle toutes les formes appartiennent à la même classe.

· Critère d’agrégation entre groupes d’objets (distance entre classes)

En plus de l’indice dissimilarité 𝜎 entre objets, la construction d’une hiérarchie nécessite la définition d’un indice de proximité entre groupes (critère d’agrégation)

Un indices d’agrégation est une application définie par: 

𝛿 : p(𝛺)* p(𝛺)⟶R+ (ou p(𝛺) désigne l’ensemble des parties de 𝛺)

Enumérons certains d’entre eux : si h1 et h2 sont deux paliers d’une hiérarchie. 

- critère d’agrégation du lien minimum : Jardine et Sibson






𝛿 (a,b) = inf{(i , i’) tq i ∈ a et i’ ∈ b}

La formule de récurrence 𝛿h (t, 𝛿h U 𝛿’h ) = inf { 𝛿h-1 (t, 𝛿h) 𝛿h-1(t, 𝛿’h)}

- critère d’agrégation du lien maximum (ou diamètre) : Sorensen






(a,b) = sup{( i , i’ ) tq i ∈ a et i’ ∈ b}


La formule de récurrence 𝛿h (t, 𝛿h U 𝛿’h ) = sup { 𝛿h-1 (t, 𝛿h) 𝛿h-1(t, 𝛿’h)}

- critère d’agrégation des centres de gravité : Sokal et Michener






(a,b) = ||ga – gb ||2

Tell que :


ga centre de gravité de a


gb centre de gravité de b

Remarque :


h ⊂ h’ ⟶ 𝜕(h) < (h’)

La formule de récurrence

A l’initialisation :


𝛿0 ({i},{i’}) = [image: image3.png]


 ||i – i’||2    mi : masse associée à i initialement mi =1

	(m𝛿h + mt) 𝛿h-1(t,𝛿h)+(m𝛿’h + mt ) 𝛿’h-1(t,𝛿’h)+( m𝛿h + m𝛿’h)(𝛿h,𝛿’h)-mt𝜕(t)- m𝛿h𝜕(𝛿h)- m𝛿’h𝜕(𝛿’h)

	mt +  m𝛿h +  m𝛿’h


 Sinon 

𝛿h  (t,h⋃𝛿’h) = 

Exemple :

	
	I1
	I2
	I3
	I4

	X
	1
	2
	2
	3

	Y
	1
	2
	6
	6


Matrice de dissimilarité initiale :

	𝛿0
	I1
	I2
	I3
	I4

	I1
	0
	
	
	

	I2
	1
	0
	
	

	I3
	13
	8
	0
	

	I4
	29/2
	17/2
	1/2
	0


𝛿0 (I1,I2) = [image: image5.png]1e1
yry



 [(1-2)2+(1-2)2] = 1 

1- agrégation I5 = {I3, I4}, l’indice d’agrégation est 1/2.
nouvelle matrice :

	𝛿1
	I5
	I1
	I2

	I5
	0
	
	

	I1
	56/3
	0
	

	I2
	34/3
	1
	0


𝛿1 (I1, (I3 U I4)) = [image: image7.png](+D13+ 024 (1420172

3



  =  56/3

2- agrégation I6 = {I1, I2}, l’indice d’agrégation est 1.

 nouvelle matrice :

	𝛿2
	I6
	I5

	I6
	0
	

	I5
	91/4
	0


𝛿2 (I5, (I1 U I2)) = [image: image9.png]e

= +1+D1-20)

n



  =  91/4

[image: image10.png]91/4
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Fig.I.2 : Une classification hiérarchie
I.7.1.3. L’apprentissage supervisé :

La formulation du problème de l’apprentissage supervisé est simple : on dispose d’un nombre fini d’exemples d’une tâche à réaliser, sous forme de paires (entrée, sortie désirée), et on souhaite obtenir, d’une manière automatique, un système capable de trouver de façon relativement fiable la sortie correspondant à toute nouvelle entrée qui pourrait lui être présentée [Hug08].

I.7.1.4. Les méthodes d'apprentissage supervisées :

Ces méthodes cherchent à produire automatiquement des règles à partir d'une base de données d'apprentissage contenant des exemples de cas déjà traités. Le but de l'apprentissage supervisé est de construire un modèle de prédiction, appelé aussi classifieur, qui nous permettra d'identifier un attribut à prédire Y, appelé variable endogène, classe, variable à expliquer, variable à prédire, à partir d’un certain nombre d’attributs explicatifs appelés variable exogénes, variables explicatives, variables prédictives, notées X [Den97].

Le modèle de prédiction ou fonction de classement 𝜑 est construit sur un sous ensemble de la population, appelé échantillon d’apprentissage noté 𝛺a.
Un individu appartenant à l'échantillon est notée ω.

L'attribut à prédire Y associe à chaque individu de 𝛺a une classe appartenant à C {ensemble

des classes C= {c1,……., cm} }.

Y: 𝛺a —> C

      ω —> Y (ω)

X la variable exogène (explicative) est définis par:

X: 𝛺a —> Ej

      ω —> Xj(ω)

Ej = {e1j, e2j,..., epj): ensemble des modalités (valeurs) de Xi.

Une liste non exhaustive des méthodes disponibles :

· Techniques à base d'arbres de décision [Fra06]: CART, CHAUD, ECHAID., QUEST, ID3 [Qui86], C4.5, C5 [Qui93], les forêts d'arbres...

· Techniques statistiques de régressions [Ger05] linéaires et non linéaires au sens large : Régression linéaire, Régression linéaire multiple, Régression logistique binaire ou multinomiale, Probit binaire, multinomial ou ordonné, Tobit, Cauchit, modèle Gamma, binomial négatif, log-log, Analyse discriminante linéaire ou quadratiques régression de cox, modèle linéaire généralisé, régression PLS, régressions non paramétrique, équations structurelles ...

· Techniques à base de Réseau de neurones [Int05] perception mono ou multicouches  avec ou sans rétro propagation des erreurs, les réseaux â fonction radiale de base.
· Techniques à base d'algorithme génétique [Mit96].

L’apprentissage supervisé contient plusieurs méthodes en va utiliser les Arbres de décision, il s'agit de prédire avec le plus de précision possible les valeurs prises par la variable à prédire à partir d'un ensemble de descripteurs.

I.8. Les arbres de décision :

Les arbres de décision sont parmi les techniques de classification de Data Mining les plus populaires, ils représentent graphiquement un ensemble de règles qui sont aisément interprétables, la construction de ces arbres est une discipline déjà ancienne.

Une fois construit, un Arbre se présente sous la forme d'une arborescence inversée dont chaque nœud terminal (ou "feuille") contient une fraction de l'échantillon original dont les individus appartiennent presque tous à une seule et même classe.

Les Arbres de Décision acceptent tout type de prédicateur : numérique, ordinal ou nominal. Ils sont rapides, peuvent traiter d'importants volumes de données, et leurs décisions peuvent être transcrites sous forme de "règles logiques" très prisées (mais aux pouvoirs explicatifs souvent limités).

I.8.1. Principe des arbres de décision :

Il s'agit de diviser la population successivement en sous-groupes selon les valeurs prises par variable (catégories d'une variable qualitative ou intervalles continus de valeurs pour une variable quantitative) qui à chaque étape discrimine le mieux la variable à modéliser (sommet de l'arbre).

Cette représentation permet donc non seulement de réaliser des prévisions mais aussi de visualiser quelles sont les variables qui discriminent le plus [Pag00].

I.8.2. La construction d'un arbre de décision :

Pour construire un arbre de décision il faut :

Choisir la variable de segmentation sur un sommet, racines ou les nœuds d'un second niveau et donc il nous faut un indicateur (une mesure) qui permet d'évaluer objectivement la qualité d'une segmentation et de sélectionner le meilleur parmi les descripteurs candidats à la segmentation sur un sommet, il existe un grand nombre de critères informationnels ou statistiques, les plus utilisés sont l'entropie de Shannon [Sha48] et le coefficient de Gini [Gini21] et leurs variantes.

Calculer le coefficient de Gini qui peut être interprété comme la probabilité que 2 éléments, choisis aléatoirement (avec remise) dans une population composée de n sous-groupes distincts, sont différents [Pag00].

Calculer l'entropie de Shannon qui est une mesure de l'hétérogénéité d'une population du point de vue de la classe de ses membres. L'entropie d'un ensemble X d'exemples dont une proportion p+ est positifs et une proportion p- est négative. (Bien entendu, p+ + p- = 1.) 

L'entropie de X est :

H(X)= - p+ log 2 p+ - p- log 2 p-.

L'entropie de l'ensemble d'exemples X est :

Entropie(p) = -Σ P(k/p) × log(P(k/p))

I.8.3. Les composants d'un arbre de décision :

•
Sommet
L'arbre de décision est constitué de plusieurs sommets, un sommet est représenté graphiquement par un rectangle divisé en autant de parties qu'il y de valeurs de la classe dans l'échantillon, un sommet quelconque dans l'arbre est soit :

- Un sommet initial qui constitue la racine de l'arbre, il correspond à la répartition initiale des individus sur les deux classes.

- Un des sommets intermédiaires qui est un successeur du sommet initial.

Un sommet terminal (Feuille), Ce sommet n'est pas associé à un test.
•
Arc
Un arc est représenté graphiquement par un trait, il permet de relier deux sommets (un sommet de départ et un autre d'arrivé), et il est étiqueté par une des valeurs de la variable associée au sommet de départ.

•
Partition
Constitue l'ensemble des feuilles (ou sommets) dans un arbre de décision à un moment donné. La partition initiale représente l'ensemble des individus réparti selon les classes [Zig00]. Une partition homogène (cohérente) est une partition qui ne contient que des sommets homogènes.
Plusieurs types d'arbres de Décision sont commercialement disponibles. Leurs différences sont surtout dans la façon dont ils choisissent et effectuent les branchements, et comment ils gèrent les prédicateurs nominaux. Les types principaux ont pour noms : CAR CHAID, C5, QUEST.

· Avantage :

1. Adaptabilité aux attributs de valeurs manquantes: les algorithmes peuvent traiter les valeurs manquantes pour l'apprentissage, mais aussi pour la classification.

2. Traitement de tout type de données : l'algorithme peut prendre en compte tous les types d'attributs et les valeurs manquantes. Il est robuste au bruit.

3. Donne une classification efficace : l'attribution d'une classe à un exemple à l'aide d'un arbre de décision est un processus très efficace

4. Disponibilité des outils : les algorithmes de génération d'arbres de décision sont disponibles dans tous les environnements de fouille de données [Has01][Lam13].

· Inconvénients :
1. Méthode sensible au nombre de classes : les performances tendent à se dégrader lorsque le nombre de classes devient trop important.

2. Manque d’évolutivité dans le temps : l'algorithme n'est pas incrémental, c'est-à-dire, que si les données évoluent avec le temps, il est nécessaire de relancer une phase d'apprentissage sur l'échantillon complet [Has01][Lam13].
3. Instable [RIC05]. 
I.8.4. Quelques méthodes à base d'arbres de décision :

C4.5: algorithme populaire

C4.5 est un algorithme non incrémentai d'induction d'arbres de décisions développé vers 1993 par le développeur d'ID3, Ross Quillan., l'arbre est construit de façon descendante gloutonne.

C4.5 offre plusieurs améliorations à ID3, il utilise le ratio du gain d'information comme critère de division (ce qui est une amélioration au gain d'information utilisé par ID3), C4.5 supporte les attributs numériques, il traite les valeurs manquantes de façon 1 spécifique, il utilise une technique d'élagage.

C4.5 est l'un des algorithmes d'induction d'arbres de décisions les plus connus et  plus utilisés aujourd'hui.

ID5R : algorithme incrémental

ID5R est un algorithme incrémental d'induction d'arbres de décisions [Utg88]. L'algorithme révise l'arbre courant au besoin en réponse à de nouvelles données; l'arbre est révisé simplement lorsque la nouvelle donnée n'est pas bien classifiée.

ID5R utilise ID3 et peut produire les mêmes arbres qu'ID3 pour les mêmes données d'apprentissage. Le processus global de construction d'arbre (et de branches)  d'ID5 est le même que celui d'ID3: processus descendant glouton utilisant la mesure du gain d'information comme critère de sélection du meilleur attribut pour la division.

ID5R utilise une technique de remontage (pull-up) permettant de déplacer un attribut vers le haut sans avoir à réexaminer les données tout en gardant l'arbre consistant avec celles-ci.

ID3: algorithme fondateur

C'est un algorithme non incrémental d'induction d'arbres de décisions développé vers 1983 par Ross Quinlan, publié dans le livre "Machine Learning" en 1986.

ID3 est un algorithme de classification supervisé qui se base sur des exemples déjà classés dans un ensemble de classes pour déterminer un arbre de décision qui servira a classé de nouveaux exemples

C'est le premier algorithme populaire à avoir été employé pour les arbres de décisions. L'approche employée par ID3 se limite à la construction d'un arbre de décisions sans élagage. L'arbre est construit de façon non incrémentale descendante gloutonne et la mesure du gain d'information est utilisée pour le partitionnement des données.

ID3 utilise des tests basés sur la métrique chi carré (x2) afin de déterminer si un attribut donné est suffisamment pertinent pour la classification.

Les tests placés dans un nœud par l'algorithme ID3 concernent exclusivement le test de la valeur d'un et seul attribut, ID3 fonctionne récursivement, il détermine un attribut à placer en racine de l'arbre. Cette racine possède autant de branches que cet attribut prend de valeurs.    A chaque branche est associé un ensemble d'exemples dont l'attribut prend la valeur qui étiquette cette branche ; on accroche alors au bout de cette branche l'arbre de décision construit sur ce sous-ensemble des exemples et en considérant tous les attributs excepté celui qui vient d'être mis à la racine. Par cette procédure, l'ensemble des exemples ainsi que, l'ensemble des attributs diminuent petit à petit au long de la descente dans l'arbre [Pre06].

Le principe de l'algorithme ID3 pour déterminer l'attribut à placer à la racine de l'arbre de décision peut maintenant être exprimé : rechercher l'attribut qui possède le gain d'information maximum, le placer en racine, et itérer pour chaque fils, c'est-à-dire pour chaque valeur de l'attribut.
Voici la mesure du gain d'information [Gin21]:

Gain(X, aj ) = H(X) – Σ   [image: image12.png]Xajvi ‘)‘("" H(Xaj —v)




Où X aj=v ⊂ X est l'ensemble des exemples dont l'attribut considéré a j prend la valeur v, et la notation |X| indique le cardinal de l'ensemble X.

L'Algorithme ID3 [Qui86]:

Nécessite deux paramètres : l'ensemble d'exemples X, l'ensemble d'attribut A = (aj € {1,...,p}} où p est le nombre d'attributs restants à considérer

Créer un nœud racine

Si tous les éléments de X sont positifs alors Racine.étiquette <— ⊕
Return racine




Fin si

Si tous les éléments de X sont négatifs alors




Racine.étiquette <— ⊖
Return racine




Fin si

Si A =⍉ alors

Racine.étiquette <— valeur la plus présente de la classe parmi les X

 Return racine

Fin si

a* <— arg max a € A  gain(X , a)

Racine.étiquette <— a*

Pour toutes les valeurs vi  de a* faire

Ajouter une branche à racine correspondant à la valeur vi
Former X a* = vi ⊂X dont l'attribut a* vaut vi
Si X a* = vi = ⍉ alors

À l'extrémité de cette branche, mettre une feuille étiquetée avec la valeur La plus présente de la classe parmi les X


Sinon




À l'extrémité de cette branche, mettre ID3 (X a* = vi , A – {a*})



Fin si 

Fin pour 

Return racine.




I.8.5. Construction d'un arbre de décision par l'algorithme C4.5 :

Ensemble des techniques et de méthodes du domaine des statistiques, des mathématiques et de l’informatique permettant l’extraction, à partir d’un important volume de données brutes, de connaissances originales auparavant inconnues. Il s’agit de fouilles visant à découvrir de l’information cachée que les données renferment et que l’on découvre `a la recherche d’associations, de tendances, de relations ou de régularités.

Cet algorithme a été proposé en 1993, pour pallier les limites de l’algorithme ID3, il prend en compte les attributs numérique ainsi que les valeurs manquantes. L’algorithme utilise la fonction du gain d’entropie combiné avec une fonction SplitInfo pour évaluer les attributs à chaque itération.
La notion de Gain Ratio :
La notion de Gain introduite plus tôt tend à favoriser les attributs qui ont un nombre important de valeurs. Par exemple, si nous avons un attribut D qui a une valeur différente pour chaque enregistrement, alors Info(D, T) vaut 0, donc Gain(D, T) sera maximal. Pour compenser cet état de fait, Quinlan suggère d’utiliser le calcul pondéré suivant plutôt que le Gain :
	GainRatio(D, T) =
	Gain(D,T)

	
	SplitInfo(D,T)


ou SplitInfo(D, T) = I([image: image14.png]


) avec {T1, ..., Tm} la partition de T induite par la valeur de D.

Exemple de déroulement




 Il est constitué de 14 exemples, décrits par 04 variables descriptives (endogènes) et une classe (variable exogène) qui permet de définir, selon les valeurs des descripteurs, si un exemple prend 'Oui' pour la classe 'Jouer au
tennis' ou 'Non'.
	Jour
	Ciel
	Température
	Humidité
	Vent
	Jouer au tennis ?

	1
	Ensoleillé
	75
	70
	Non
	Non

	2
	Ensoleillé
	80
	90
	Oui
	Non

	3
	Couvert
	72
	90
	Non
	Oui

	4
	Pluie
	71
	80
	Non
	Oui

	5
	Pluie
	65
	70
	Non
	Oui

	6
	Pluie
	75
	80
	Oui
	Non

	7
	Couvert
	83
	78
	Oui
	Oui

	8
	Ensoleillé
	85
	85
	Non
	Non

	9
	Ensoleillé
	72
	95
	Non
	Oui

	10
	Pluie
	68
	80
	Non
	Oui

	11
	Ensoleillé
	69
	70
	Oui
	Oui

	12
	Couvert
	64
	65
	Oui
	Oui

	13
	Couvert
	81
	75
	Non
	Oui

	14
	Pluie
	70
	96
	Oui
	Non


Echantillon d'apprentissage [Pre06]
I.8.5.1. Déroulement de l'algorithme :

1. création d'une racine

2. les exemples n'étant ni tous positifs, ni tous négatifs, l'ensemble des attributs n'étant pas vide, on calcule les gains d'information pour chaque attribut :

On calcul l'entropie total:

On remarque que les données contiennent 5 cas dans Lesquels le joueur ne va pas jouer et les 9 cas qui restent le joueur vont jouer.

Donc l'entropie est :

Entropie (S) = - [image: image16.png]Solos( ) -5
=ole( )=




 = 0.94

Ce résultat va être utilisé dans les calculs de tous les gains qui suivent.

On calcul les gains :

Gain(X, aj ) = H(X) – Σ   [image: image18.png]Xajvi ‘)‘("" H(Xaj —v)




Et on trouve les résultats suivants :

	Attribut
	Gain

	Ciel
	0.246

	Humidité
	0.151

	Vent
	0.048

	Température
	0.029


Donc, la racine de l'arbre de décision testera l'attribut ((Ciel)) ;

L'attribut ((Ciel)) peut prendre trois valeurs. Pour ((Ensoleillé)), C4.5 est appelé récursivement avec 5 exemples : {xl, x2, x8, x9, x11}. Les gains d'information des 3 attributs restants sont alors :
	Attribut
	Gain

	Humidité
	0.970

	Vent
	0.570

	Température
	0.019


Le gain d'info est ici calculé uniquement sur les exemples dont l'attribut ((Ciel)) vaut ((Ensoleillé)), soit X Cie1=Ensoleillé avec notre notation. L'attribut ((Humidité)) sera donc choisi ; on continue la construction de l'arbre de décision récursivement ;

4. pour la branche ((Pluie)) partant de la racine, C4.5 est appelé récursivement avec 5 exemples : {4, 5, 6, 10, 14} ; on continue la construction de l'arbre de décision récursivement.
5. pour la branche ((Couvert)) partant de la racine, C4.5 est appelé récursivement avec 4 exemples : {3, 7, 12, 13} ; dans ce dernier cas, tous les exemples sont positifs : on affecte donc tout de suite la classe ((oui)) à cette feuille.
Dans le cas de notre exemple :

SplitInfo(Ciel, T) = -5/14 * log(5/14) - 4/14 * log(4/14) - 5/14 * log(5/14) = 1.577

GainRatio(Ciel) = 0.246/1.577 = 0.156.

SplitInfo(Vent, T) = -6/14 * log(6/14) - 8/14 * log(8/14) = 6/14 * 0.1.222 + 8/14 * 0.807 = 0.985.

GainRatio(Vent) = 0.048/0.985 = 0.049


Fig.I.3 : L’arbre obtenu après l’exécution 
I.9 Conclusion :

Nous avons essayé dans ce premier chapitre de donner une idée générale sur le processus d'extraction de connaissances, de définir ses principales phases en présentant les méthodes les plus utilisées, cependant pour obtenir de bons résultats d'extraction de connaissances à partir de données il faut savoir appliquer la méthode la plus adaptée au problème donné, pour ce fait un bon choix revient à une étude détaillée de chacune d'elle afin de mieux connaitre leurs performances et leurs limites.

Nous avons détaillé deux méthodes d’apprentissage. La première la méthode de classification ascendante hiérarchique issue de l’apprentissage non supervisé, son but est de découvrir des structures cachées de l’ensemble des individus, ces structures étant des hiérarchies de groupes emboîtés. Elles visent à mettre en évidence des groupes d'individus aussi homogènes que possible.

La deuxième méthode représentée par Les arbres de décision sont parmi les méthodes de Data mining supervisés qui offrent plusieurs avantages [Ben06], on trouve que les règles produites sont claires, explicites facilement compréhensibles, ils offrent une facilité de calcul pendant la classification et même nécessitent peu de calcul, peu de prétraitement de données requis, la possibilité de manipuler des variables numériques et/ou nominales et on trouve même des algorithmes qui supportent les données bruitées, la dérivation d'arbres compacts avec une grandes capacité de classification lorsque les données se prêtent au groupement et la facilité du traitement robuste; de grande quantité de données en peu de temps.
Néanmoins ces méthodes présentent l’inconvénient d’instabilité, dans le chapitre suivant nous allons présenter les méthodes d’ensembles qui permettent à ces méthodes d’être plus stables en introduisant des aléas sur les données.
II.1. Introduction :
Le principe général des méthodes d’ensemble [Die00] est de construire une collection de prédicteurs, pour ensuite agréger l’ensemble de leurs prédictions. Dans un cadre de régression, agréger les prédictions de Q prédicteurs revient par exemple à en faire la moyenne : chaque prédicteur fournit un Y, et la prédiction finale est alors[image: image20.png]1
Y



. Dans un cadre de classification, l’agrégation revient par exemple à faire un vote majoritaire parmi les classes fournies par les prédicteurs. Soulignons le fait que l’étape d’agrégation de ces méthodes est toujours très simple et n’est pas optimisée, contrairement aux méthodes dites « d’agrégation de modèles », qui pour une famille de un bon prédicteur donnée, cherche la meilleure façon de combiner ces prédicteurs pour obtenir un bon prédicteur agrégé.
Au lieu d’essayer d’optimiser une méthode « en un coup », les méthodes d’ensemble [Die95] génèrent plusieurs règles de prédiction et mettent ensuite en commun leurs différentes réponses. L’heuristique de ces méthodes est qu’en générant beaucoup de prédicteurs, on explore grandement l’espace des solutions, et qu’en agrègent toutes les prédictions, on récupère un prédicteur qui rend compte de toute cette exploration. Du coup, on s’attend à ce que le prédicteur final soit meilleur que chacun des prédicteurs individuels : en quelque sorte, on croit à l’idée que l’union fait la force. En effet, illustrons sur un cas simple cette heuristique. Placer dans un cadre de classification à deux classes. Pour que le classifieur agrégé commette une erreur pour un x donné, il faut qu’au moins la moitié des classifieurs individuels se soient également trompés pour ce même x. ceci n’arrive pas très souvent, car même si les classifieurs individuels commettent des erreurs, il est peu probable qu’ils commettent les mêmes erreurs pour les mêmes entrées. Surgit l’idée que les prédicteurs individuels doivent être différents les uns des autres : la majorité ne doit pas se tromper pour un même x. Pour que cela soit possible, il faut également que les prédicteurs individuels soient relativement bons. Et là où un prédicteur se trompe, les autres doivent prendre le relais en ne se trompant pas [Rob10].
II.2. bagging :
Le concept du bagging (voting pour les classifications, averaging pour les problèmes de type régression avec des variables dépendantes continues) trouve son application dans le domaine du Data-Mining prédictif, pour combiner les classifications prévues (prévisions) à partir de plusieurs modèles, ou à partir du même type de modèle pour différentes données d'apprentissage. Il est également utilisé pour résoudre le problème inhérent d'instabilité des résultats lorsque des modèles complexes sont appliqués à des jeux de données relativement petits [Tib93].

Un algorithme élémentaire de bagging  fonctionne de la manière suivante : Construire un ensemble de classifieurs entrainé sur une réplique différente de la base d’apprentissage. Les répliques de la base d’apprentissage sont très peu différentes de cette base d’origine mais suffisamment diverses pour obtenir des classifieurs différents qu’on va pouvoir combiner. On agrège ensuite les résultats de tous les classifieurs pour renvoyer un unique résultat [Tib93].
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Fig.II.1 : Schéma représentatif du Bagging

II.2.1. Algorithmes de base :

Cette technique concerne les apprenants dont l'erreur est due en plus grande partie à la variance, c'est-à-dire des apprenants qui réagissent à de petites modifications de l'ensemble d'apprentissage en produisant des hypothèses différentes à chaque fois.

La solution proposée est justement d'utiliser plusieurs fois l'apprenant pour obtenir autant d''hypothèses et les combiner au sein d'un vote. Pour obtenir des hypothèses différentes, le bagging propose de construire de nouveaux échantillons à partir des données initiales [Fab09].

Échantillonnage 

· Entrée : A un ensemble des données d'apprentissage contenant  n exemples ;

· Sortie : A' un nouvel ensemble de données de même taille ;

· Tirer avec remise n exemples de A et les placer dans A'.

Bagging [Fab09]:
· Entrées : un ensemble d'exemples A = {(xi, yi)}, un nombre d'itérations T à effectuer, un apprenant L ;

· Sortie : H le classifieur final ;

· Pour t allant de 1 à T

· At = Échantillonnage(A)

· ht = L(At)

· retourner H(x) = sign([image: image23.png]>
-, ht(x))




La technique a été pensée pour les apprenants instables mais il est ensuite naturel de vouloir l'utiliser pour les apprenants dont nous disposons. Si ces algorithmes sont naturellement stables, on les rend instables, le plus souvent en ajoutant de la stochastique !

II.2.2. Bagging d'arbres

Léo Breiman [Fab09] a ensuite proposé du bagging d'arbres de décision. Les méthodes comme C4.5 étant plutôt stables, il faut ajouter de la stochastique dans la construction de l'arbre.

Il y a plusieurs manières de faire cela. Celle retenue ici est de ne considérer qu'un sous-ensemble des attributs à chaque nœud de l'arbre. Ces sous-ensembles sont construits par un tirage aléatoire uniforme de m attributs parmi tous ceux disponibles. Le test choisi à un nœud est le meilleur selon un critère entropique classique parmi tous les tests que l'on peut construire sur les m variables sélectionnées.

Cette méthode nécessite donc le réglage du paramètre m.

· Avantages bagging

· Simple à mettre en place. 

· S’adapte facilement à n’importe quelles méthodes d’apprentissage.

· Permet de réduire l’impact du choix de l’ensemble d’apprentissage sur les résultats de classification.

· Inconvénients bagging

· Calcul important pour évaluer un nombre important de classifieur.

· Nécessite de stocker tous les modèles de la combinaison pour évaluer un nouvel exemple.

Le modèle final n’est pas facilement interprétable. Approche de type boite noire.

II.3. Boosting :
Le concept de boosting se rencontre dans le domaine du Data-Mining prédictif, lorsqu'il s'agit de générer différents modèles (pour des prévisions ou des classifications), et d'en tirer des pondérations permettant de combiner les prévisions réalisées par ces différents modèles en une seule prévision ou une seule classification prévue.

Un algorithme élémentaire de boosting fonctionne de la manière suivante : Il commence par appliquer aux données d'apprentissage une certaine méthode, dans laquelle chaque observation possède une pondération identique. Il calcule les classifications prévues, et applique des pondérations inversement proportionnelles à l'exactitude de la classification aux observations. En d'autres termes, il affecte une pondération plus forte aux observations difficiles à classer (qui présentent un taux de mauvaise classification élevé), et des pondérations plus faibles à celles qui sont faciles à classer (avec un faible taux d'erreur de classification). Dans le cadre de CART [Ric05] par exemple, différents coûts d'erreur de classification (pour les différentes classes) pourront s'appliquer, de façon inversement proportionnelle à l'exactitude de la prévision dans chaque classe. Il va ensuite appliquer à nouveau la classification aux données pondérées (ou avec d'autres coûts d'erreur de classification), et poursuivre avec l'itération suivante (application de la méthode analytique pour la classification des données ré-pondérées).

Le boosting génère une séquence de modèles de classification, chaque modèle de classification successif dans la séquence permettant de mieux prévoir la classification des observations qui étaient mal classées par les modèles de classification précédent. Lors du déploiement (pour la prévision ou la classification de nouvelles observations), les prévisions issues des différents modèles de classification pourront alors être combinées (par exemple, par la technique du voting, ou par une procédure de voting pondéré) afin d'obtenir la meilleure prévision ou classification.
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Fig.II.2 : Schéma représentatif du Bosting

II.3.1. Algorithme de base [Fab09]:

Entrées : m exemples xi et leurs classes yi ∈ {-1,+1} ; T un nombre d'itérations à effectuer ;  A un apprenant faible acceptant en entrée un échantillon d'exemples étiquetés et pondérés.

· Sortie : H le classifieur final.

· Pour  i=1  à  m :  wi = 1/m  initialisation des poids des exemples

· Pour  t=1  à  T 

· ht = A({ (xi, yi , wi ) }) 

· εt =[image: image26.png]Teine(eyayi



wi
· αt = 1/2 log ([image: image28.png]1-et




)
· Zt = [image: image30.png]


[wi . exp(-αtyiht(xi))]

· Pour  i=1  à  m : 

· wi = [image: image32.png]Lz, [wiexp(—atyihe(xi))]
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· return H(x) = sign ([image: image34.png]Xi-1



 αt ht)

· Avantages boosting

· Évaluation/détection très rapide

· Facile à programmer

· Facile à régler, un seul paramètre : le nombre d’étape T du boosting

· Peux "booster" n’importe quel algorithme d’apprentissage

· Pas de sur-apprentissage

· Peux être adapté au cas multi-classe

· Peux détecter les exemples aberrants

· Inconvénients boosting

· Les performances dépendent du type de classifieurs faibles choisie

· Les performances dépendent des données

· Avec des classifieurs faibles "trop fort", AdaBoost sur-apprend

· Avec des classifieurs faibles "trop faible", AdaBoost converge trop lentement

· AdaBoost est sensible au bruit sur les données d’apprentissage

· Le classifieur n’est pas interprétable par un humain 

Le temps d’apprentissage est très long et requière de nombreux exemples

II.4. Randomizing outputs :
Le Bagging et le Boosting construisent une collection de prédicteurs en ré échantillonnant Ln. introduit la méthode Randomizing Outputs, qui est une méthode d’ensemble de nature différente. Le principe est, de construire des échantillons indépendants dans lesquels on altère les sorties de l’échantillon d’apprentissage. La modification que subissent les sortis est obtenue en rajoutant une variable de bruit à chaque Yi de Ln. On obtient alors sur chacun et on agrège enfin l’ensemble des prédicteurs obtenus [Rok10].

L’idée de Randomizing Outputs est, encore, qu’en appliquant une règle de base sur des échantillons à sorties randomisées, on obtient une collection de prédicteurs différents les uns des autres [Rob10].
II.5. RandomSubspace :

(Ho, 1998) introduit un autre type de méthode d’ensemble. Il n’est ici plus question de jour sur l’échantillon, mais plutôt sur l’ensemble des variables considérées. Le principe de la méthode RandomSubspace est de trier aléatoirement un sous-ensemble de variable et d’appliquer une règle de base sue Ln qui ne prend en compte que les variable sélectionnées. On génère alors une collection de prédicteurs chacun construit en utilisant des variables différentes, puis on agrège ces prédicteurs. Les sous-ensembles de variable sont triés indépendamment pour chaque prédicteur [Bre].

L’idée de cette méthode est de construire plusieurs prédicteurs chacun étant bon dans un sous-espace de X particulier, pour ensuite en déduire un prédicteur sur l’espace d’entée tout entier [Rob10].

II.6. Stacking :

"Stacked generalization" [Wol92] ou généralisation par empilement, elle d’effectue en deux niveaux, dans le premier niveau (niveau 0) une diversification par variation des méthodes d’apprentissage, le deuxième niveau (niveau 1) est une phase d’intégration par méta-apprentissage, une application [Wag06].
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Fig.II.3 : Schéma représentatif du Stacking

II.7. Méthodes Multistratégies :

Diversification :

Entraîner M algorithmes d’apprentissage sur un data set de base et mesurer leurs performances sur un ensemble de test.

Sélectionner J modèles ayant une corrélation d’erreur minimum

Intégration :

Statique (prédictions continues : calcul de la moyenne, médiane, combinaison linéaire, etc.) ou (prédictions discrètes : votes uniformes ou continus).

Dynamique : par méta apprentissage.

II.8. Conclusion :

Les quatre méthodes d'ensemble évoqués ont toutes un principe général commun. Il s'agit de partir d'une règle de prédiction de base, puis de perturber cette règle de base.

On construit alors une collection de prédicteurs issus de différentes perturbations de la règle de base. Enfin on agrège l'ensemble des prédicteurs obtenus. Les perturbations peuvent portés sur l'échantillon (ré-échantillonnage, sorties randomisées) ou le sous- espace (l'entrée dans lequel on construit. le prédicteur, et les différentes perturbations sont générées indépendamment les unes des autres, ou non.

Pour chacune de ces méthodes, les auteurs montrent sur des simulations que le pré- dicteur agrégé final fait systématiquement mieux (en terme d'erreur de généralisation) que la règle de prédiction de base. Donc, en pratique, il apparaît, que "perturber puis agréger" améliore les performances d'une méthode de prédiction donnée.

Dans le chapitre suivant nous allons présenter la conception et l’implémentation de notre logiciel qui consiste à intégrer un nouveau composant dans la plateforme Weka qui permet de générer un ensemble Bagging composé d’arbres C4.5.
III.1. Introduction :
Au niveau de ce chapitre, nous allons présenter de façon détaillée la plateforme Weka [Ape09] utilisée pour le développement de notre application. L’intérêt de cette intégration est de pouvoir réutiliser les modules de prétraitement et de validation de modèles disponibles au niveau de la plateforme.

Nous présentons également l’architecture de l’application ainsi que les différents modules implémentés.
III.2. Présentation de la plateforme Weka :

Weka [Ape09] (Waikato Environment for Knowledge Analysis) est un outil de fouille de données (licence GNU) développé en Java. Il a été créé à l'université de Waikato, en Nouvelle-Zélande, par un groupe de chercheurs issus de l'apprentissage automatique.

Weka est un ensemble d’outils permettant de manipuler et d’analyser des fichiers de données, implémentant la plupart des algorithmes d’intelligence artificielle, entre autres, les arbres de décision et les réseaux de neurones.

Weka permet de prétraiter des données (onglet Preprocess dans l'interface graphique), faire de la classification supervisée (Classe) et non-supervisée (Cluster), des régressions (Select Attributes), rechercher des règles d'association (Associate), et de visualiser différentes représentations graphiques des données (Visudize).

C'est un logiciel « open source » gratuit dédié à la fouille de données. Il s'adresse à deux types de publics. D'un côté, il présente une interface graphique, le rendant ainsi accessible à une utilisation de type « chargé d'études » sur des données réelles. De l'autre, du fait que le code source est librement disponible et l'architecture interne très simplifiée, il se prête à une utilisation de chercheurs qui veulent avant tout expérimenter de nouvelles techniques en améliorant celles déjà implémentées ou en introduisant de nouvelles.

Il se compose principalement :

– De classes Java permettant de charger et de manipuler les données.

– De classes pour les principaux algorithmes de classification supervisée ou non supervisée.

– D’outils de sélection d’attributs, de statistiques sur ces attributs.

– De classes permettant de visualiser les résultats.

On peut l’utiliser à trois niveaux :

– Via l’interface graphique, pour charger un fichier de données, lui appliquer un algorithme, vérifier son efficacité.

– Invoquer un algorithme sur la ligne de commande.

– Utiliser les classes définies dans ses propres programmes pour créer d’autres méthodes, implémenter d’autres algorithmes, comparer ou combiner plusieurs méthodes.

C’est cette troisième possibilité qui sera utilisée en travaux pratiques.
III.3. Programmer avec Weka :

Nous utiliserons les algorithmes de classification implémentes par Weka pour expérimenter des méthodes, résoudre des problèmes, en nous concentrant sur l’utilisation et les résultats fournis par ces implémentations, sans avoir à réécrire à chaque fois les algorithmes.

Utiliser Weka nous permettra par exemple de définir un protocole ou un programme générique d’apprentissage

Ou il nous suffira de changer une ligne dans le programme pour pouvoir utiliser un classifieur à la place d’un autre.

Pour pouvoir utiliser les algorithmes dans nos programmes, il nous faut :

– Pouvoir définir ou charger à partir d’un fichier un ensemble d’exemples d’apprentissage.

– Connaıtre les quelques méthodes qui permettent de définir, initialiser et utiliser un classifieur.

– Connaître la méthode qui permet d’utiliser un classifieur pour trouver la classe d’un nouvel exemple.

– Afficher, lire, interpréter les classifications obtenues.

III.4. Architecture du logiciel :

III.4.1. Schéma général

Le schéma sur la Fig.III.1 représente les différents modules qui composent le nouveau Bagging.

Bagging a été implémenté tout en respectant la structure interne de WEKA, à savoir le passage des paramètres, la structure du programme et l'affichage des résultats, mais aussi la boite de dialogue qui permet de modifier paramètres de Bagging.




Fig.III.1 : Schéma générale de WEKA 

III.4.2. Principales étapes de déroulement :

Nous citons ici les principales étapes que nous avons suivies dans la manipulation de WEKA :

1- Faire des traitements si besoin, par les méthodes qui existe déjà sur WEKA.

2- Implémenter Bagging.

3- Consulter l'interface et faire suivre le déroulement de l'application, et changement de paramètres selon les besoins de l'utilisateur.

4- Appliquer l'une des méthodes de validation pour l'apprentissage.

5- Faire d'autres traitements si besoin, par les méthodes qui existent déjà sur WEKA.

III.5. Déroulements des étapes dans WEKA

WEKA offre plusieurs possibilités de manipuler les données, et respecte les étapes d'extraction de connaissances à partir de données, à savoir la préparation des données, leurs traitements et enfin la validation de résultats du traitement. Le diagramme sur la fig.III.2  nous montre les principales étapes de manipulation des données allant du chargement des fichiers jusqu'à la validation finale.




Fig.III.2 : Schéma d’exécution de WEKA  

III.6. Les étapes et les résultats d'exécution de la méthode Bagging dans WEKA :

III.6.1. La fenêtre principale :

Après l'implémentation de notre algorithme et l'ajout du nouveau composant, on lance WEKA à partir de NetBeans.
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Fig.III.3 : La fenêtre principale su logiciel WEKA

Ensuite on clique sur le bouton « Applications » et on choisit « Explorer » pour pouvoir accéder au nouveau composant.

Après avoir accédé à l'explorateur de WEKA, on peut choisir un exemple pour pouvoir appliquer Bagging.

On choisit l'exemple « iris.arff » décrit auparavant
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Fig.III.4 : Ouverture d'un fichier

III.6.2. Interface graphique

On a alors le choix principalement entre [Ape09]:

· Simple CLI Un interpréteur de ligne de commande.

· Explorer une interface graphique.

Choisissez l’Explorer, on obtient un écran ressemblant à la fig.III.4.

Les six onglets correspondent soit à des étapes du processus d’apprentissage, soit à des classes d’algorithmes de classification (supervisée ou non) :

· Preprocess : La saisie des données, l’examen et la sélection des attributs, les transformations d’attributs.

· Classify : Les méthodes de classification.

· Cluster : Les méthodes de segmentation (clustering).

· Associate : Les règles d’association.

· Select attributes : L’étude et la recherche de corrélations entre attributs.

· Visualize : représentations graphiques des données.

III.6.2.1. Preprocess :

Un exemple de début de fichier est donné sur la fig.III.4.

Ce sous-menu permet de charger un fichier de données. On peut charger un fichier au format spécifique de Weka, le format arff , qui se compose :

– du nom de la relation : @relation ’labor-neg-data’

– de la liste des noms d’attributs (@attribute ’duration’ real . . .) et du type de valeurs :

– nominale : @attribute ’cost-of-living-adjustment’ {’none’,’tcf’,’tc’}

– réelle : @attribute ’working-hours’ real et

– de la liste des instances : chaque ligne représente une description, par la liste des valeurs de chacun de ses attributs. Une valeur manquante est remplacée par un point d’interrogation [Ape09].

Chargez un fichier arff (vous en trouverez dans /opt/weka/weka-3-4-13/data/). Si tout se passe bien, vous voyez apparaitre la liste des attributs à gauche de la fenêtre. Cliquer sur l’un d’eux affiche un certain nombre de statistiques à droite :

– Les valeurs minimales, maximales et moyennes pour les attributs numériques.

– Les répartitions par valeur pour les attributs nominaux.

Dans les deux cas, sont calculés le nombre de valeurs manquantes, de valeurs distinctes et de valeurs uniques.

Sous ces statistiques élémentaires, un petit graphique indique la répartition des exemples pour l’attribut courant, sous forme d’un histogramme où la couleur indique la proportion d’éléments de chaque classe dans chaque colonne [Ape09].

III.6.2.2. Classify

Sous l’onglet Classify, choisissez comme classifieur weka.trees.J48 : c’est la version Weka de c4.5 (arbres de décision).

Choisissez ’Use training set’ pour créer un arbre standard, puis ’start’ pour lancer la construction de l’arbre :

La fenêtre ’Classifier output’ contient les résultats du calcul : description de l’arbre, taux d’erreurs, matrice de confusion. 

On peut visualiser l’arbre de décision en cliquant du bouton droit, dans la fenêtre ’Result list’, sur la dernière commande effectuée.

Les réseaux de neurones sont dans weka.classifiers.functions.MultilayerPerceptron.

Le bouton « Open file » nous permet d'accéder aux différents exemples dans WEKA avec l'extension ARFF.
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Fig.III.5 : Choix de l'exemple

III.6.3.Format ARFF :
Weka est une plateforme de datamining open source écrite en Java. On peut l'utiliser à plusieurs niveau (ligne de commande, interface graphique, intégration dans ses propres programmes Java).

Les fichiers au format ARFF comportent trois parties :

- Le nom des données : @RELATION nom

- La liste des attributs, comprenant leur nom et leur type : @ATTRIBUTE sepallength REAL

- La liste des valeurs des exemples :
@DATA

5.1,3.5,1.4,0.2,Iris-setosa

4.9,3.0,1.4,0.2,Iris-setosa

4.7,3.2,1.3,0.2,Iris-setosa

4.6,3.1,1.5,0.2,Iris-setosa
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Fig.III.6 : Exemple de fichier de format ARFF

III.6.4. Visualisation de l’exemple sur la plate-forme WEKA :
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Fig.III.7 : Visualisation des attributs de l'exemple

Ainsi on peut voir les attributs ainsi que les modalités de chacun, si on prend  l'exemple de l'attribut « Sepalwidth », on remarque que les modalités associées sont sur la droite.
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Fig.III.8 : Visualisation des modalités d'un attribut

La boîte Classify mode permet de choisir la méthode d’évaluation du modèle extrait.

Use training set : effectue et teste le clustering sur le même jeu de données ;

Supplied test set : teste le clustering sur un jeu de données à spécifier ;

Percentage split : effectue le clustering sur le pourcentage indiqué du jeu de données et teste sur le pourcentage restant.
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Fig.III.9 : Classification

Avec cette boite, il existe plusieurs méthodes de classification intégrées dans WEKA, il suffit de choisir une d'entre elles et la lancer avec le bouton « Choose ».

Bagging implémentée existe dans le package « trees ».
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Fig.III.10 : Visualisation des différentes méthodes du classifieur
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Fig.III.11 : Choix du nouveau composant
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Fig.III.12 : les paramètres de Bagging_Classifer
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Fig.III.13 : Visualisation des Résultat 

III.6.5. Comprendre les mesures produites par un classifieur :

Lorsqu’on demande à Weka de construire un classifieur, il produit en même temps un ensemble de mesures de l’erreur estimée. On se propose ici d’expliquer comment sont définies, calculées et utilisées ces différentes mesures, et dans quels cas on peut en préférer une à une autre [Ape09].

· Les valeurs calculées par Weka

La figure 19  représente les statistiques que Weka retourne par défaut lors de la construction d’un classifieur [Ape09].

· Les mesures générales

On reprend dans cette section les premières mesures données par Weka [Ape09].

· Correctly Classified Instances

Le nombre d’exemples bien classés, en valeur absolue, puis en pourcentage du nombre total d’exemples.

· Incorrectly Classified Instances

Sous le même format, le nombre d’exemples mal classés.

· Kappa statistic

Le coefficient Kappa est censé mesuré le degré de concordance de deux ou de plusieurs juges. Dans Weka, on est toujours dans le cas de deux juges. On mesure la différence entre l’accord constaté entre les deux juges, et l’accord qui existerait si les juges classaient les exemples au hasard.

· Mean absolute error

Erreur absolue en moyenne : pour chaque exemple, on calcule la différence entre la probabilité (calculée par le classifieur) pour un exemple d’appartenir à sa véritable classe, et sa probabilité initiale d’appartenir à la classe qui lui a été fixée dans l’ensemble d’exemples (en général, cette probabilité vaut 1). On divise ensuite la somme de ces erreurs par le nombre d’instances dans l’ensemble d’exemples.
· Root mean-squared error

Cette mesure d’erreur concerne principalement les prédicteurs

Racine carrée de l’erreur quadratique moyenne : avec les mêmes notations que ci-dessus, elle correspond à :
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L’erreur quadratique avantage les solutions où il y a beaucoup de petits écarts, par rapport à celles qui sont exactes presque partout, mais qui font de grosses erreurs en un petit nombre de points.

Le fait de prendre la racine carrée permet de manipuler des quantités qui ont la même dimension que les valeurs à prévoir.

· Relative absolute error

Cette mesure d’erreur concerne principalement les prédicteurs

Erreur absolue relative : le nom paraît très mal choisi. 

On compare l’erreur absolue avec l’erreur absolue d’un prédicteur très simple, qui retournerait toujours la valeur moyenne des ai, soit [image: image49.png]


 = [image: image51.png]X; ai



 :
[image: image52.png]lp1 — al] +

+[pn — an|





· Root relative squared error

Cette mesure d’erreur concerne principalement les prédicteurs

Racine carrée de l’erreur quadratique relative : rapport entre l’erreur quadratique et ce que serait l’erreur quadratique d’un prédicteur qui retournerait toujours la valeur moyenne des ai :

[image: image53.png]



· Les mesures d’exactitude par classe :

Ces valeurs se trouvent dans la partie “Detailed Accuracy By Class”. Pour chaque classe, Weka fournit cinq mesures [Ape09].
· TP Rate

Rapport des vrais positifs. Il correspond à :

[image: image54.png]Nombre de vrais positifs

Nombre de vrais positifs + Nombre de faus négatifs
Nombre de vrais positifs

= Nombre d' exemples de cette classe




C’est donc le rapport entre le nombre de bien classé et le nombre total d’éléments qui devraient être bien classés.

· FP Rate

Rapport des faux positifs. Il correspond, symétriquement à la définition précédente, a :
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La donnée des taux TP Rate et FP Rate permet de reconstruire la matrice de confusion pour une classe donnée.

Les notions de Precision, Recall, et F-Measure se rencontre plutôt dans le domaine de la classification de textes.

Les algorithmes de classification de textes peuvent être utilisés pour trouver tous les articles susceptibles d’intéresser leur utilisateur. Il est alors important de savoir :

Si tous les articles intéressants ont été trouvés, si on n’en a pas oublié.

– Si tous les articles proposés à l’utilisateur sont pertinents. Combien lui en a-t-on proposés qui en fait ne l’intéresseront pas ?

La première notion est couverte par Recall, et correspond aussi exactement à TP Rate.

La seconde correspond à Precision.

On souhaite parfois obtenir une mesure globale regroupant ces deux valeurs : on définit alors la F-Measure

· Precision

C’est le rapport entre le nombre de vrais positifs et la somme des vrais positifs et des faux positifs. Une valeur de 1 exprime le fait que tous les exemples classés positifs l’étaient vraiment.

· Recall

Un Recall de 1 signifie que tous les exemples positifs ont été trouvés.

· F-Measure

Cette quantité permet de regrouper en un seul nombre les performances du classifieur (pour une classe donnée) pour ce qui concerne le Recall et la Precision :

F-Measure = [image: image57.png]2 xRecall xPrecision
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	Faux positifs
	Vrais négatifs


Les quatre cas pour une classification binaire

III.7. Conclusion :

Nous avons présenté dans ce chapitre la conception du nouveau composant implémenté dans la plate-forme WEKA que nous avons nommé « Bagging_classifieur ».

Bagging_classifier permet de générer un ensemble homogène composé d’arbres C4.5 par tirage avec remise des individus de l’échantillon initial. L’intérêt de la génération de l’ensemble est d’éliminer l’instabilité du classifieur individuel C4.5.
Conclusion générale & Perspectives
L'inférence de classifieurs à partir d'exemples est un champ de recherche ancien et toujours actif dans la communauté apprentissage automatique, les méthodes à base d'arbres ou de graphes d'induction sont des méthodes symboliques dédiées à la construction de fonctions de classement, elles présentent un très grand intérêt à cause des résultats obtenus par leur application dans différents domaines. Leur point fort par rapport à toute autre méthode de classification est leur intelligibilité ; elles produisent des fonctions de classement qui font sens d'elles mêmes.

Ces méthodes sont très sollicitées dans des domaines très sensibles qui demandent de la précision et un temps de réponse minimale, mais dans plusieurs cas elles ne permettent pas de répondre à ce dernier objectif à cause de la taille très importante des arbres ou des graphes générés.

Notre contribution dans ce travail de fin d'études consiste à l'implémentation et l’intégration d’un composant qui permet de générer un ensemble homogène d’arbres de décision C4.5 dans la plateforme Weka. La génération de l’ensemble consiste à générer un échantillon de façon aléatoire par tirage avec remise d’individus de l’échantillon de départ.
Comme perspective à ce travail, nous proposons d'appliquer les méthodes d’élagage d’ensembles qui permet de réduire la taille des ensembles générés en sélectionnant un sous ensemble occupant moins d’espace et gardant ou améliorant les performances de l’ensemble initial composé de tous les modèles.
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